






graphiques, et nous générons une carte de hauteur de la scène comme indiqué 
dans la Figure 4.5. 

L'inspections visuelles du modèle que nous avons obtenu (Figure 4.4-4.5), et 
celles rapportées dans la littérature [17], indiquent que nos modèles 3D sont de 
meilleure qualité car ils ne manquent pas beaucoup de détails sur la surface des 
feuilles, les pétioles. 

Figure 4.6 Échantillons de la reconstruction 3D d'une scène Kalmia. 

Figure 4.7 Version nuage de points pour le Bleuet-duke. 
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Figure 4.8 Droite : le rendu du nuage de points avec 
Blender. Gauche: images de profondeur pour aider à la résolution du nuage de points, 
nous avons utilisé le logiciel Blender. 

Dans certaines études, la validation des modèles 3D consiste à extraire des 
lectures 2D et à les comparer aux mesures obtenues à l'aide du phénotypage 
destructif manuel. Une autre approche de validation possible consiste a 
l'utilisation de lectures 2D d'extraction virtuelle unique et de comparaison de 
celles-ci aux mesures obtenues à l'aide du phénotypage destructif manuel. Une 
autre approche de validation possible implique l'utilisation d'ensembles de 
données virtuelles uniques qui ont permis aux auteurs d'évaluer l ' exactitude de 
leurs reconstructions [10,11]. 

En particulier, les méthodes de pointe permettent de reconstruire des formes 

3D représentées par des volumes d'au plus 323 voxels en utilisant des 
configurations informatiques de pointe. Dans ce travail, nous avons présenté un 
algorithme de reconstruction évolutif. Les performances de notre implémentation 
surpassent les autres méthodes lors de la reconstruction de volumes 3D (voir 
chapitre 02), une complexité de mémoire plus petite lors de l'entrainement et les 
tests, et une durée sous-linéaire marque les ensembles de données que notre 
méthode peut produire des reconstructions hautes résolutions avec une précision 
de pointe. 
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4.2 Comparaison basée sur les modèles 3D 

Dans cette section, nous présenterons 4 comparaisons basées sur des modèles 
3D, deux du même modèle (Bleuet de même variété) , Bleuet avec Bleuet nain, 
Bleuet avec Tomate et Bleuet avec Érable. 

L'algorithme de comparaison est simple , il commence par la lecture des nuage de 
points (point-clouds-PLY) après l ' étape du sous-échantillonnage 
(downsampling), et la troisième étape consiste à estimer les normales, la dernière 
partie de l'algorithme est le raffinement lCP (Iterative Closest Point). 

Au cours de chaque itération lCP, 1000 points sont échantillonnés au hasard à 
partir de la source (fichierl.ply), puis le plus proche voisin de chaque point 
échantillonné de l'ensemble de données cible (fichier2.ply) est calculé. Après, le 
rejet des valeurs aberrantes est appliqué, et les points restants sont introduits dans 
le système linéaire. Une fois que cela est résolu, une nouvelle matrice de 
transformation est appliquée sur le fichier PLY est calculée, et un nouveau cycle 
d'itération commence si une amélioration significative a été apportée. Sinon, 
l'algorithme lCP se termine par une matrice de transformation qui aligne les 
points de (fichierl.ply) avec ceux de (fichier2.ply) [21]. 

4.2.1 Comparaison des plantes basée sur les caractéristiques 

Open3D fournit des implémentations de plusieurs méthodes d'enregistrement, y 
compris l'enregistrement global par paire, le raffinement local par paire et 
l'enregistrement multi-voies à l'aide de l'optimisation du graphe de pose et un 
workflow d'enregistrement par paires complet pour les nuages de points. Le 
workflow commence par la lecture de nuages de points bruts, le sous
échantillonnage (downsampling) [16-a], et l'estimation des normales : 

from py3d import * 
source = read_point_cloudCsource.pcd ') 
target = read_point_cloudCtarget.pcd' ) 
source_down = voxel_down_sample(source, 0.05) 
targecdown = voxel_down_sample(target, 0 .05) 
estimate_normals(source_down,KDTreeSearchParamHybrid(radius = 0.1, max_nn= 30)) 
estimate_normals(target_down,KDTreeSearchParamHybrid(radius = 0.1, max_nn= 30)) 
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result_icp = registration_icp(source, target, max_correspondence_distance = 0 .02, 
result_ransac.transformation ,TransformationEstimationPointToPlaneO) 

Ici, TransformationEstimationPointToPlane() invoque un algorithme ICP point à 
plan. D'autres variantes ICP sont également implémentées. 

A. Bleuet avec Bleuet 

(1 ) (2) 

(3) (4) 

Figure 4.9 (1) Plante Bleuet. (3) Plante Bleuet même variété. (2) Reconstitution de la 
première variété Bleuet. (4) Reconstitution de la deuxième variété de Bleuet. 

La première étape consiste à appliquer l'algorithme qui effectue une 
correspondance (Matching) entre les deux nuages de points (point-cloud), ensuite 
l'algorithme calculera la distance des nuages, comme on peut le voir sur la figure 
4.9. 
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Comme nous pouvons voir dans la figure 4.10 d'après les résultats du registre 
lCP, il y a plus de 90 % de correspondance entre les deux nuages de points 
(Matching). et les résultats du modèle sont comme le montre la figure 4.10. 
comme nous pouvons le voir, les résultats du modèle sont (Score=l) ce qUI 
signifie que les deux point-cloud ont plus de 85 % de compatibilité. 

Figure 4.10 Comparer les deux nuages de points (Matching Point Clouds) et la 
distance du nuage (Distance Clouds). 

Figure 4.11 Résultats de la comparaison des deux nuages de points (Bleuet même 
variété). 
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B. Bleuet avec Bleuet-Nain 

(1 ) (2) 

(3) (4) 

Figure 4.12 (1) Plante Bleuet. (3) Plante Bleuet Nain. (2) Reconstitution de Bleuet. (4) 
Reconstitution de la plante Bleuet Nain . 

Figure 4.13 Comparer les nuages de points(Matching Point Clouds) et la distance du 
nuage (Distance Clouds). 
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Nous devons calculer la distance des deux nuages de points pour voir la 
différence entre les deux. Comme on peut le voir sur la figure 4.12 il Y a une 
grande différence quand on calcule la distance entre les deux nuages de points. Et 
aussi pour générer la comparaison entre les deux plantes, nous devons appliquer 
la fonction registration_icp() comme discuté dans la section 4.1 .4. 

Figure 4.14 Résultats de la fonction registration icp() affichés dans MeshLab. 

Comme prévu, la comparaison des deux plantes a été négative comme on peut le 
voir dans les résultats du modèle. 

Figure 4.15 Résultats de la comparaison Bleuet vs Bleuet Nain (Score=O). 
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C. Bleuet avec Tomate 

(1 ) (2) 

(3) (4) 

Figure 4.16 (1) Plante Bleuet. (3) Plante plant de tomate. (2) Reconstitution de la 
plante Bleuet. (4) Reconstitution de la plante tomate. 

La deuxième étape de comparaison consiste à calculer la distance entre les 
nuages de points des deux plantes, on peut voir les résultats de la comparaison et 
le ditance_compute() dans les deux figures 4.16 et 4.17 

Le score des résultats de comparaison est de 0 (voir la figure 4.17) ce qui signifie 
qu'il n'y a pas de caractéristiques similaires entre les deux plantes. 
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Figure 4.17 Résultats de distance_computeO affiché dans MeshLab. 

Figure 4.18 Résultats de la comparaison Bleuet vs Tomate (Score=O). 
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D. Tomate avec Érable 

(1 ) (2) 

(3) (4) 

Figure 4.19 (1) Plante Tomate. (3) Plante Érable. (2) Reconstitution de la plante 
Tomate. (4) Reconstitution de la plante Érable. 

le calcul de la distance entre les deux nuages de points aidera à améliorer les 
résultats de la comparaison comme on peut le voir sur la figure 4.18 un affichage 
de la distance_computeO entre la plante Tomate avec Érable. 
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Figure 4.20 Résultats de distance_computeO affiché dans MeshLab. 

Figure 4.21 Résultats de la comparaison Tomate vs Erable (Score=O). 

comme nous pouvons le voir sur la base des modèles 3D des deux plantes, nous 
trouvons que le (Score=O), ce qui signifie qu'il n'y a pas de caractéristiques 
communes entre les deux Plantes. 
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4.2.2 Comparaison avec les autres méthodes 

Pour démontrer clairement l'utilité de notre reconstruction volumétrique basée 
sur la méthode, nous comparons d'abord le temps d'exécution et les besoins en 
mémoire de l'architecture déconvolutionnelle et du réseau VGG à deux 

résolutions différentes (comme l'explique le chapitre 03) de 323 est 1283 . Pour 
estimer la reconstruction volumétrique avec un réseau déconvolutionnel, nous 
ajoutons simplement deux blocs de déconvolution supplémentaires à la ligne de 
base de déconvolution ( voir Figure 3.7 ) a une fonction de base appropriée est 

remplacée pour générer des volumes 1283 de 203 coefficient de la méthode 
proposée. Figure 4.4 montre le temps de formation, le temps d'inférence et le pic 
de la mémoire GPU nécessaire pour entraîner le réseau proposé basé sur VGG 
pour reconstruire les volumes aux deux résolutions à partir de 127 x 127 images. 

Method Resolution Batch Size Forward Time (Hz) Train Time (Hz) Memory (GB) 

VGG-32 
32

3 24 294 (4x) 80.7 5 (6.3x) 1.7 

CNN-32 
32

3 24 66 .83 (1x) 12.63 (1x) 4.5 

VGG-128 
128

3 24 30.48 (0.45x) 22.99 (1.8x) 2.2 

CNN-128 
128

3 2 2.82 (0.04x) 0 .1 9 (0.01 5x) 10.4 

Figure 4.22 Indicateurs de performance utilisant les réseaux CNN et VGG à différentes 
résolutions. 

En raison de la grande taille des volumes vidéo (fichiers BAG), notre réseau 
proposé est environ trois fois plus rapide pour l'inférence et plus de quatre fois 
plus rapide pendant l'entraînement, par rapport à notre modèle de base à une 

résolution plus petite de 323 avec une taille de batch de 24. De plus, les besoins 
en mémoire pendant l'entraînement sont considérablement réduits car les 
volumes intermédiaires plus grossiers ne sont pas prédits par notre décodeur. 
Lorsque la résolution est multipliée par quatre (dans chacune des trois 

dimensions), être 1283 il devient évident que les réseaux de déconvolution 3D 
traditionnels deviennent insolubles. Déjà environ sept fois plus lent et trois fois 
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plus gourmand en mémoire, les réseaux de déconvolution ne peuvent désormais 
être entraînés qu'avec une taille de batch de 2 sur une carte GPU de 12 Go. 

L'entrainement par image augmente d'un facteur de plus de 50 par rapport à 323 

la ligne de base de déconvolution et les performances du temps de test se 
dégradent de manière tout aussi drastique, rendant cette ligne de base inutilisable. 
Inversement, un décodeur VGG mono couche n'est que trois fois plus lent à 
s'entraîner lorsque la résolution est multipliée par quatre (dans chacune des trois 
dimensions) - Cependant, il reste encore plus rapide à former par rapport au 

réseau déconvolutionnel reconstruisant des volumes d'une résolution de 323. 

Pour valider la précision de reconstruction 3D avec la méthode proposée, 
nous comparons les précisions de reconstruction de vue unique. Nous montrons 
que l'utilisation de notre couche ne dégrade pas la qualité des prédictions basse 
résolution mais permet un entraînement nettement plus rapide et donne de 
meilleures reconstructions haute résolution. 

4.3 Conclusions 

Nous présentons un système pour générer une reconstruction de scène 3D 
basée sur l'image en utilisant une caméra 3D Real-sense. Notre contribution 
comprend: 1) un système simple: avec caméra RGBD low cast; 2) une méthode 
de segmentation automatique où la segmentation des objets est basée sur une 
bibliothèque de open-cv; 3) un modèle 3D de haute qualité: un modèle de 
reconstruction 3D entièrement visible a été généré à partir de la méthode de 
mouvement structure-forme ; 4) Une algorithme optimal. Ce système de 
reconstruction 3D fournit une plate-forme de calcul à faible coût pour les 
systèmes robotiques qui travaillent dans l'agriculture pour éliminer les mauvaises 
herbes. Notre logiciel est construit sur une plateforme open source (open3D), ce 
qui sera bénéfique pour l'ensemble de la communauté. 
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Conclusion 

La reconstruction 3D est depuis longtemps l'une des tâches clés dans le 
domaine de la vision par ordinateur, avec de nombreuses applications 
scientifiques et industrielles. Ces dernières années, l'apprentissage en profondeur 
a été appliqué à ce problème fondamental pour tenter de résoudre de nombreux 
problèmes qui existent avec les méthodes de reconstruction traditionnelles. 
Cependant, la reconstruction 3D à l'aide de l'apprentissage profond a ses propres 
défis. Dans ce mémoire, nous avons étudié plusieurs techniques pour relever les 
défis de l'inefficacité des calculs et de la rareté des données lors de l'entrainement 
de réseaux de neurones profonds pour la reconstruction 3D. Les premières 
méthodes de reconstruction 3D utilisant l'apprentissage en profondeur reposaient 
fortement sur l'utilisation de volumes 3D pour représenter la surface de l'objet ou 
d'une scène. Ces représentations ont été sélectionnées en raison de la simplicité 
d'intégration avec les réseaux de neurones convolutifs. Cependant, comparé à un 
CNN basé sur une image les représentations volumétriques nécessitent beaucoup 
plus de mémoire et de ressources de calcul. 

Dans le chapitre 4, nous avons présenté une méthode pour reconstruire 
efficacement des volumes 3D haute resolution en forçant le réseau neuronal à 
apprendre une représentation dans le domaine des fréquences compressées à 



l'aide d'une nouvelle couche de transformation cosinus discrète inverse. En 
remplaçant le réseau convolutif par une couche VGG, nous avons montré qu'il 
est possible d'augmenter simultanément la résolution volumétrique, réduire les 
coûts de calcul, et réduire l'utilisation de la mémoire GPU, sans aucune perte de 
qualité de reconstruction. 

Bien que notre couche VGG aboutisse à des reconstructions efficaces et 
précises, cette méthode présente certaines limites. Premièrement, comme le 
réseau utilise une couche entièrement connectée pour produire le coefficient DCT 
(discrete co sine transform), le nombre de paramètres dans le modèle peut 
augmenter de façon exponentielle avec le nombre de coefficients DCT. 

. Deuxièmement, le nombre de coefficients, et donc le taux de compression, 
doit être sélectionné à l'avance, ce qui donne un modèle qui ne peut reconstruire 
qu'à des taux fixes. Ce travail pourrait être encore amélioré en modifiant la 
reconstruction pour utiliser des correctifs ou des blocs « locaux », plutôt qu'un 
volume globalement compressé. Similaire aux techniques de compression 
d'image qui utilisent VGG [18], des régions de taille fixe plus petites du volume 
pourraient être représentées indépendamment. 

Une autre préoccupation majeure liée à l'utilisation du l'apprentissage en 
profondeur pour la reconstruction 3D est la quantité limitée de données 
disponibles pour l'entraînement. Bien qu'il existe de nombreux ensembles de 
données d'images, de texte et audio disponibles sur Internet, les ensembles des 
données de modèles 3D pour les objets et les scènes, sont limités en qualité et en 
taille (resolution). Ceci est attribué aux difficultés de capture ou de modélisation 
3D, nécessitant souvent de nombreuses heures pour acquérir une seule instance. 
Pour cela nous abordons la question des données en prenant nos données à l'aide 
de la caméra RealSense D435, il nous a fallu plusieurs mois pour collecter 
environ 100 vidéos 3D de haute qualité pour l'entraînement de notre réseau. 

En pratique, nous avons constaté que la formation du réseau VGG était 
difficile car le modèle s'interrompait (Crush) et produisait de nouvelles vues qui 
ne pouvaient pas être utilisées pour la synthèse du nuage de points (voir Figure 
4.1). Nous supposons que cela est causé par la méthode d'extraction des 
coordonnées de la caméra à partir des vidéos qui ont été utilisées pour l'ensemble 
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de données d'entraînement. Apprendre à reconstruire des scènes plutôt que des 
objets est une tâche difficile. 

En outre, la capture de surfaces 3D précises pour la géométrie au niveau de 
la scène est beaucoup plus compliquée que l'acquisition de surfaces au niveau de 
l'objet, principalement en raison des nombreuses occlusions créés par la 
complexité de la scène. La reconstruction de scène se concentre uniquement sur 
la récupération des informations de surface 3D pour les pixels visibles et cela 
était traditionnellement réalisé par vision stéréo. Récemment, il y a eu un regain 
d'intérêt pour apprendre à prédire la profondeur à partir d'images monoculaires à 
vue unique [19,20], grâce à la large gamme d'applications. En règle générale, ces 
modèles sont formés en utilisant des informations de profondeur de vérité terrain 
comme supervision. Dans la pratique cependant, l'accès à des ensembles de 
données RVB-D vastes et diversifiés est limité. Par conséquent, l'approche de 
supervision aotonome est apparue comme une méthode possible pour former des 
modèles sans étiquettes. 

Dans ce mémoire, nous avons discuté de plusieurs problèmes liés à 
l ' utilisation de l'apprentissage en profondeur pour la reconstruction 3D à vue 
unique. Notre travail utilise une couche VGG pour remédier aux inefficacités de 
calcul avec la reconstruction volumétrique. En utilisant cette méthode, nous 
avons montré une amélioration de l'ordre de grandeur de la résolution 
volumétrique, consommation de mémoire, temps d'entraînement et vitesse 
d'inférence. En combinant les progrès récents de la prédiction de vue et de 
l'estimation de la profondeur, nous avons également abordé les problèmes liés à 
la disponibilité limitée des données d'entraînement pour la reconstruction 3D. 
Tous ces résultats ouvrent potentiellement des pistes pour comprendre et 
interpréter le processus de reconstruction 3D à l'aide de techniques 
d'apprentissage en profondeur. De plus, pour que les systèmes autonomes 
prennent des décisions intelligentes, il est important que le système comprenne 
quelles prédictions sont utiles et fiables. 
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