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Résumé

Un modele précis est essentiel pour extraire des motifs significatifs des énormes quantités
de données générées dans I'environnement actuel, ce qui est crucial pour de nombreuses
applications du monde réel. L'analyse des données est fondamentale pour exploiter les
technologies intelligentes dans les batiments intelligents, qui réduisent la consommation
d'énergie et améliorent le confort des utilisateurs. Les modeles de Markov cachés (MMC),
connus pour leur efficacité en tant que modeles stochastiques finis, jouent un role
essentiel dans la modélisation des données. Cette étude met en avant l'importance des
prévisions  d'occupation intérieure pour |'automatisation des contréles
environnementaux en introduisant des cadres d'estimation de |'occupation pour les
batiments intelligents utilisant des MMC.

Un aspect clé de la modélisation des données MMC est le choix de la distribution de
probabilité d'émission. Nous proposons des extensions innovantes des MMC qui utilisent
la distribution de Dirichlet décalée et mise a I'échelle. Le choix de cette distribution
découle de sa capacité a surmonter les contraintes des distributions conventionnelles,
telles que la Dirichlet, en ce qui concerne les structures de covariance.

L'optimisation des parametres de distribution devient cruciale une fois que les
probabilités d'émission sont établies. En utilisant I'approche de I'estimation du maximum
de vraisemblance (EMV), nous avons conc¢u un algorithme récursif d'estimation des
parametres. La complexité linéaire de cet algorithme permet une modélisation efficace
des données en temps réel, élargissant ainsi les applications pratiques de ces modeéles.
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Introduction

Dans cette thése, nous avons étudié les modeles de Markov cachés (MMC) et introduit
une nouvelle méthode pour I'apprentissage supervisé dans la prédiction de I'occupation
des batiments intelligents. En utilisant différentes distributions comme probabilités
d'émission des (MMC), nous avons relevé les défis de la modélisation des vecteurs
positifs. Malgré les recherches approfondies sur les MMC, le choix des probabilités
d'émission appropriées demeure un enjeu crucial. Nous avons examiné diverses
distributions sous-jacentes pour les (MMC) dans chaque chapitre. Pour fournir une
estimation récursive des parameétres des (MMC) pour la modélisation des données des
batiments intelligents, nous avons développé un modele statistique d'apprentissage
automatique. Nous nous sommes concentrés sur la prédiction de |'état d'occupation des
pieces dans les batiments intelligents, les traitant comme des états cachés dans nos
modeles. L'objectif des batiments intelligents est d'estimer le nombre d'occupants, en
alignement avec la nature des (MMC) et en atteignant deux objectifs : économies
d'énergie et confort des utilisateurs. Les attributs principaux du modele, a savoir 1) les
algorithmes récursifs et 2) l'adaptabilité dans le choix des probabilités d'émission,
permettent son application a un large éventail de situations réelles. Il est crucial de
souligner que la complexité linéaire des algorithmes récursifs dans nos modeles offre un
avantage sur les algorithmes itératifs, nous permettant d'analyser des ensembles de
données plus volumineux sans rencontrer de saturation de la mémoire ou de demandes
de traitement excessives.

Dans le chapitre 1, nous offrons une vue d'ensemble compléte de la modélisation
probabiliste, avec un accent sur les distributions importantes et leurs utilisations. Nous
examinons les caractéristiques et les applications des distributions de Dirichlet et de
Dirichlet généralisé dans plusieurs domaines. Nous couvrons également les utilisations
pratiques de la distribution de Dirichlet décalée et mise a I'échelle. Le modeéle de Markov
caché (MMC) et les études associées sont également abordés dans ce chapitre, en
soulignant I'importance du modele pour la modélisation des données séquentielles. Nous
explorons les principes de l'estimation du maximum de vraisemblance (EMV) et des
chaines de Markov, offrant un fondement complet pour comprendre les modeles
probabilistes complexes.

Dans le chapitre 2, nous explorons la détection et I'estimation de l'occupation des
batiments. Nous commencgons par une introduction et un résumé des études antérieures



dans le domaine, en discutant de plusieurs approches et technologies pour I'estimation
de l'occupation. Cela implique I'examen des équipements en question et |'utilisation de
divers types de capteurs. Ensuite, nous montrons la création d'un modele de Markov
caché (MMC) spécifique a la prédiction de I'occupation. Le chapitre se termine par un
examen des utilisations des (MMC) dans la prédiction de I'occupation, en mettant I'accent
sur 'utilité de I'outil et les avantages possibles dans cette situation.

Dans le chapitre 3, nous présentons une analyse approfondie de la technique de Dirichlet
décalée et mise a I'échelle récursive (SSD). Ce chapitre fournit une description compléte
de l'approche SSD ainsi que les équations clés et les fondements théoriques. Nous
disséquons systématiquement et montrons la mise en ceuvre étape par étape de la
technique SSD dans son application récursive. Le but du chapitre est de fournir aux
lecteurs une compréhension complete des nombreux scénarios de modélisation
probabiliste dans lesquels I'approche SSD peut étre appliquée avec succes.

Le chapitre 4 présente nos résultats expérimentaux. Les données réelles de détection de
I'occupation dans les batiments intelligents sont analysées dans ce chapitre. Nous
discutons de l'utilisation d'un ensemble de données de classification binaire connu sous
le nom de jeu de données de détection de l'occupation, ainsi que d'un ensemble de
données de classification multiclasse connu sous le nom de jeu de données d'estimation
de l'occupation. Nos résultats démontrent que les méthodes proposées sont efficaces
pour détecter et estimer avec précision I'occupation. Un résumé des résultats et de leurs
implications est présenté a la fin du chapitre, fournissant des informations sur leurs
applications pratiques et les orientations futures.



Chapitre 1

Revue complete et applications dans la modélisation probabiliste

1.1 Dirichlet

1.1.1 Introduction

La distribution de Dirichlet est une distribution multivariée avec diverses applications,
notamment dans les statistiques d'ordre, les modeles de programmation par contraintes
probabilistes et les problemes de livraison. Elle est également utilisée pour modéliser le
comportement d'achat des clients pour des biens non durables tels que la nourriture et
les articles de toilette.

Les recherches de Prékopa et Kelle (1978) et Tiao et Guttman (1965a, 1965b) discutent
de ces applications. Un modele notable pour le comportement d'achat multimarque
utilise la distribution béta multivariée pour des situations indépendantes.

Des méthodes de calcul des probabilités normales multivariées ont été proposées par
Genz (1992) et Kotz et al. (2000). Cependant, moins d'études se concentrent sur les
probabilités de Dirichlet. Yassaee (1974) a calculé l'intégrale de probabilité de la
distribution de Dirichlet en évaluant la distribution de Dirichlet inversée, tandis que
Szantai (1985) a utilisé une simulation de réduction de la variance pour estimer les
probabilités de Dirichlet.

Gouda et Szantai (2004) ont introduit de nouvelles méthodes d'échantillonnage pour
calculer la fonction de distribution cumulative de la distribution de Dirichlet, a savoir
I'échantillonnage conditionné séquentiel (SCS) et I'échantillonnage conditionné
séquentiel par importance (SCIS). lls ont adapté SCS et SCIS en fonction des
caractéristiques de la distribution de Dirichlet et ont comparé leurs performances a la
méthode de simulation Monte Carlo brut (CMC).

1.1.2 La distribution de Dirichlet
La distribution de Dirichlet est une version multivariée de la distribution béta. Elle peut
modéliser des données symétriques et asymétriques. Selon Bouguila, Ziou et Vaillancourt



(2004), la distribution de Dirichlet peut étre symétrique ou décalée vers la droite ou la
gauche. Considérons le vecteur aléatoire X=(x;, X,, ..., Xx) qui suit une distribution de
Dirichlet. La fonction de densité conjointe est donnée par:

_  Tap) K a;i—1
p(xll X2, "'lxK) - Hg{:lr(ai) i=1 xi ’ (11)

ou

K
Qg =Zai oua;>0,i=1,..,K.
i=1

La moyenne et |la variance de la distribution de Dirichlet, ainsi que la covariance entre
x; et x; sont les suivantes:

ai(ap—a;)
ad(ap+1) ’

Var(x;) = (1.3)

—aiaj
ad(ap+1)

Cov(x;, x;) = (1.4)

La distribution de Dirichlet avec le vecteur de parameétres a = (ay,a,, ..., ag)
peut étre représentée a la fois comme une distribution sur |'hyperplan Dy =
(X1, %2, s Xg), 2K x;=1 dansRX¥ ou & lintérieur du simplexe Dy =
(X1, Xp) oo, Xg), 2, x; < 1dans RX,

1.1.3 Distribution de Dirichlet généralisée
En raison de la structure de covariance négative de la distribution de Dirichlet et de la

nécessité de décrire des données avec une structure de covariance plus générale, une
généralisation de la distribution de Dirichlet a été développée, basée sur la notion
statistique de neutralité. Connor et Mosimann (1969) ont présenté le concept de
neutralité comme suit :

Considérons un vecteur aléatoire de proportions (P1, Py, ..., Pk) et les variables aléatoires
Z;,i=1,2,..,Kou0<Z; <1, La proportion P1 est dite neutre si Z;=P1 est indépendante des
vecteurs Z»=P,/[1-P1], Z3=P3/[1-P1], ..., Zx = Px/[1 - P1]. Si I'on suppose que le vecteur



aléatoire X dans la distribution de Dirichlet est entierement neutre, alors les variables
aléatoires Z, sont mutuellement indépendantes. La fonction de densité de chaque Z;, i=1,
..,,K—1 est définie comme une distribution béta univariée, comme suit:

[Beta(au.gl)] 1 al (1 _Z)BL

ou a;, B; > 0 et Beta(a;, ;) est la fonction béta définie comme suit:

T'(a)T(B;)
Beta(a;, B;) = T(ai+B)

Maintenant, par la transformation ci-dessous, les x; peuvent étre dérivés des Z;:
x = Z[[152,-7Z)] i=12,..,K—-1.

La structure de covariance devient plus flexible dans cette généralisation car le vecteur
des variables aléatoires correspondant a la distribution de Dirichlet généralisée n'est pas
totalement neutre. Supposons que X = (x4, X,, ..., Xg) €st un vecteur aléatoire suivant une
distribution de Dirichlet généralisée avec les parameétres a

et B: GD(a;B), ou a= (ai,0y,...,0k) et B= (B1, B2, ..., Bx). La distribution de Dirichlet
généralisée est définie comme suit (Boutemedjet, Ziou, et Bouguila, 2007; Epaillard et
Bouguila, 2014) :

6D((X1a,B)) = TN ot (1= Xhoa )", (1.5)

ou

aeRX, BeRX, xeRK,
K
in < 1,
i=1

= ﬁi - (ai+1 + ﬁi+1)r NS [1,K - 1]/

Nk = Bx —



Danslecasou fB;_1 = a; + fB; pour 2 < i < K nous obtenons la distribution de Dirichlet
standard.

Selon la description de Connor et Mosimann (1969), les moments de la distribution de
Dirichlet généralisée sont dérivés comme suit :

—_ 171

’

porv( )
Am + P + 1

j—1
E(x) = (a;/[a; + B;]) n[ﬁm/((xm +B), j=1,..K;

(a;)
+ B + 11M;_4

Cov(x;,x;) = E(x;) [[0{- —E(xp)|,

i=1.,K-1, j=i+1,..,K.

1.2 Dirichlet décalée-scalée

1.2.1 Vue d'ensemble

La distribution de Dirichlet décalée-scalée est une variante de la distribution de Dirichlet
traditionnelle qui inclut des parametres de décalage et de mise a |'échelle, augmentant
ainsi sa polyvalence et son utilité. Cette étude de la littérature explore le travail
fondamental sur la distribution de Dirichlet, ses extensions, et la création et
I'implémentation de la distribution de Dirichlet décalée-scalée dans divers domaines.

La distribution de Dirichlet, une version multivariée de la distribution béta, est largement
utilisée dans I'analyse des données compositionnelles. Aitchison (1986) a mené une
enquéte détaillée sur la distribution de Dirichlet pour évaluer les données
compositionnelles, dans lesquelles les composants sont des proportions qui
s'additionnent a 1. Cette étude pionniere a ouvert la voie a un large éventail d'applications
dans des domaines tels que la géologie, I'écologie et I'économie, qui utilisent tous des
données compositionnelles. Johnson, Kotz et Balakrishnan (1997) ont élargi les
caractéristiques et les applications de la distribution de Dirichlet dans leur livre sur les



distributions multivariées discrétes. lls ont discuté des caractéristiques mathématiques,
des stratégies d'estimation des parametres, et des applications dans différents modeles
statistiques.

Plusieurs chercheurs ont élargi la distribution de Dirichlet conventionnelle pour répondre
a ses inconvénients. Connor et Mosimann (1969) ont développé une distribution de
Dirichlet généralisée pour représenter des proportions dépendantes. Leur travail s'est
concentré sur l'assouplissement de I'hypothese d'indépendance proportionnelle,
permettant une modélisation plus réaliste des données complexes. Gelman et al. (2013)
ont examiné plusieurs extensions de la distribution de Dirichlet dans le contexte du
traitement des données bayésiennes. lls ont souligné I'utilisation de modeles
hiérarchiques et de lois a priori de Dirichlet pour capturer des relations de données
complexes, ce qui a conduit a la création de modeles plus avancés tels que la distribution
de Dirichlet décalée-scalée.

1.2.2 Applications dans divers domaines
1. Modélisation de sujets

Blei, Ng et Jordan (2003) ont développé I'Allocation de Dirichlet Latente (LDA), un modéle
génératif pour identifier les themes dans les corpus de textes. Bien que leur étude se soit
concentrée sur la distribution de Dirichlet standard, elle a suscité de nouvelles recherches
sur des modeles de sujets plus flexibles. La distribution de Dirichlet décalée-scalée a été
étudiée pour améliorer la modélisation de sujets en reflétant mieux la distribution des
themes dans les textes.

Griffiths et Steyvers (2004) ont utilisé la LDA pour analyser la littérature scientifique,
illustrant la nécessité de modeles de sujets flexibles capables de traiter des distributions
de données de plus en plus complexes. Leurs résultats ont démontré les avantages
potentiels de I'utilisation de distributions de Dirichlet décalée-scalée dans |'analyse de
texte.

2. Analyse de données génétiques

Pritchard, Stephens et Donnelly (2000) ont utilisé un modéle basé sur Dirichlet pour
estimer la structure des populations a I'aide de données de génotypes multilocus. Ills ont
souligné l'importance de lois a priori flexibles pour représenter efficacement la variation
génétique au sein des populations. Des recherches ultérieures ont utilisé la distribution
de Dirichlet décalée-scalée pour acquérir une compréhension plus sophistiquée des
données génétiques.



Ewens (2004) a mis en évidence I'utilisation des distributions de Dirichlet en génétique
des populations mathématiques. Il a discuté de la fagon dont les extensions, telles que la
distribution de Dirichlet décalée-scalée, pourraient augmenter la précision des modeles
génétiques en intégrant des facteurs de décalage et d'échelle.

3. Analyse des données compositionnelles

Greenacre (2010) a étudié I'utilisation des biplots pour l'analyse des données
compositionnelles, soulignant |la valeur des distributions flexibles telles que la distribution
de Dirichlet décalée-scalée pour modéliser des données qui ne s'inscrivent pas dans le
simplexe typique. Cette méthode permet une meilleure représentation et
compréhension des données compositionnelles dans de nombreux domaines.

4. Développements théoriques

Ferguson (1973) a proposé le processus de Dirichlet, une extension de la distribution de
Dirichlet qui a été essentielle pour les méthodes bayésiennes non paramétriques. Son
travail a ouvert la voie a divers développements futurs, notamment la distribution de
Dirichlet décalée-scalée, en offrant un cadre flexible pour modéliser des données
complexes.

Robert et Casella (2004) ont exploré les techniques de Monte Carlo pour l'inférence
bayésienne, qui sont nécessaires pour estimer les parametres de distributions complexes
telles que la distribution de Dirichlet décalée-scalée. Leur travail fournit les outils de calcul
nécessaires pour construire ces modeles sophistiqués.

1.2.3 Formule et explication

La distribution de Dirichlet décalée-scalée est une version plus complexe de la distribution
de Dirichlet classique qui inclut des facteurs de décalage et d'échelle supplémentaires
pour augmenter sa polyvalence. Voici une description compléete de sa définition et de sa
formule :

1.2.3.1 Définition et formule
La fonction de densité de probabilité (PDF) de la distribution de Dirichlet décalée-scalée
pour un vecteur aléatoire de dimension k, X = (X,X,, ..., X;) est définie comme suit:

, __1 ko (ximw)@P
f(xpxz» ey X35 ,u,’B, a) - B(a®p) i=1( B ) ' (1'6)

Ou:



* X = Y.

o Ylixi—uw=1

e W= (M1, HU2,..., Lk) est le vecteur de décalage.

e B=(B1, Bz..., Bx) est le vecteur d’échelle.

e a=(aj, ay,.., k) est le vecteur de concentration.

e (© désigne la multiplication élément par élément.

o B(a®p) est la fonction béta multivariée, définie comme:

&, M(aiBy)

B(a®p) = r(zk, aiB)’

Explication des composants

1. Vecteur de décalage (u): Le vecteur de décalage u recentre la distribution sur
chaque dimension. En soustrayant pide chaque x;, la distribution peut étre centrée
autour de W plutét qu’autour de 'origine. Ce changement permet a la distribution
de décrire des données qui ne se centrent pas naturellement autour du simplexe
conventionnel (Minka, 2000).

2. Vecteur d’échelle (B): Les parametres d’échelle B modifient la concentration de la
distribution. En échelonnant chaque x;-p;i par Bi, on modifie I'étendue de la
distribution. Des valeurs de Bi plus grandes concentrent la distribution autour de
Wi tandis que des valeurs plus petites entrainent une distribution plus dispersée
(Gelman et al., 2013).

3. Vecteur de concentration (a): Les paramétres a déterminent la forme de la
distribution. Des valeurs plus élevées de a; indiquent une plus grande
concentration de Xx;-p; autour de sa moyenne. Cela est comparable a la distribution
de Dirichlet classique, ou la forme et I’étendue sont dictées par les parameétres a
(Aitchison, 1986).

4. Fonction béta multivariée: La function B(a®f) garantit que la function de densité
de probabilité (PDF) s’integre a un sur le simplexe décalé et mis a I’échelle. Elle
étend le facteur de normalisation utilisé dans la distribution de Dirichlet classique
pour prendre en compte les paramétres de décalage et d’échelle (Johnson, Kotz,
& Balakrishnan, 1997).



1.2.3.3 Propriétés
1. Support: Chaque x; est limité de sorte que x; = u; et ¥, x; — u; = 1. Cette
restriction garantit que la distribution est contenue dans un simplexe décalé et mis
a I'échelle (Connor & Mosimann, 1969).

2. Flexibilité: Les parametres de décalage et d’échelle (u et B) permettent a la
distribution de simuler une plus grande variété de données, ce qui la rend
appropriée pour les situations ou les données ne respectent pas les limitations
typiques du simplexe (Minka, 2000).

3. Multimodalité: La distribution peut présenter un comportement multimodal en
fonction des valeurs de a, Y, et B. Cette caractéristique est importante pour
capturer des distributions de données complexes (Gelman et al., 2013).

1.3 MODELE DE MARKQV CACHE

1.3.1 INTRODUCTION

Apres des décennies de reconnaissance, les modeles de Markov cachés (MMC), I'un des
modeles probabilistes les plus impressionnants et efficaces, gagnent a nouveau en
notoriété au sein de la communauté d'apprentissage automatique. Leur utilisation
croissante pour modéliser une large gamme de données hétérogenes (images, vidéos,
audio et séries temporelles) dans une multitude de scénarios du monde continue de
s’accroitre.

Les MMCs (Modeles de Markov Cachés) sont des modeles statistiques adaptables qui se
sont révélés efficaces et précieux dans une gamme d'applications d'apprentissage
automatique. Lorsque Baum et al. ont créé une technigue de maximum de vraisemblance
(ML) pour estimer les paramétres des MMCs a partir d'une séquence d'observations
d'entrainement, ils ont été présentés pour la premiére fois dans leur intégralité (Baum &
Petrie, 1966). Leur origine remonte a 1948, lorsque Shannon a créé un modéle de source
de Markov pour la langue anglaise (Shannon, 1948). Souvent appelés techniques
probabilistes dynamiques, les MMCs ont été utilisés dans plusieurs domaines, tels que le
traitement de la voix (Rabiner & Juang, 1986; Epaillard & Bouguila, 2016), la
reconnaissance des gestes et des textures (Aggarwal & Cai, 1999; Qiao & Weng, 2015;
Epaillard et al., 2014), la vérification de signatures (Justino et al., 2000; Oliveira et al.,
2005; Batista et al., 2012), et la détection d'anomalies (Rabiner & Juang, 1986; Epaillard
& Bouguila, 2016). lls ont été utilisés plus récemment pour |'estimation de |'occupation
dans les batiments intelligents (Ai et al., 2014; Amayri et al., 2017).
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Le principal avantage des MMCs réside dans leur capacité a traiter de nombreuses formes
de données, qu'elles soient discretes ou continues, et a simuler des signaux du monde
réel avec précision. lls sont excellents pour gérer des données non observables ou
manquantes, fournissant des informations précieuses sans avoir besoin d'une
observation directe. Cela aide a l'interprétation et a la prédiction des scénarios, ainsi qu'a
la découverte de variables cachées qui pourraient étre négligées par des observations
directes. En améliorant la procédure d'initialisation pour une meilleure compacité et des
valeurs de parametres optimisées, la structure des MMCs a connu certaines améliorations
(Lee et al., 2018; Bicego et al., 2005). Il est rare de discuter de la sélection des fonctions
de distribution de probabilité des émissions, méme si la procédure d'entrainement des
MMCs reste standardisée. En raison de leur simplicité pratique et mathématique, les
modeles de mélange gaussien (GMMs) sont souvent utilisés par défaut (Bicego et al.,
2005; Cholewa & Gtomb, 2013). Cependant, cette méthode ne produit pas toujours des
résultats optimaux. En raison de leurs présomptions de symétrie et de support illimité,
les GMMs peuvent donner des descriptions peu plausibles pour certains types de
données.

Alternativement, le modele de mélange de Dirichlet (DMM) a été proposé en raison de
son support compact [0,1], ce qui lui permet de traiter des données textuelles, des images
et des vidéos (Bouguila & Ziou, 2007). Le DMM peut potentiellement surpasser les GMMs
dans la découverte de motifs grace a sa polyvalence dans l'approximation des
distributions symétriques et asymétriques (Bdiri & Bouguila, 2012; Chen et al., 2007).

1.3.2 RECHERCHES CONNEXES

Depuis leur réapparition notable dans les recherches révolutionnaires de Rabiner et Juang
(1986), les modeles de Markov cachés (MMCs) ont subi de nombreuses modifications et
expansions. Ces modifications ont été motivées par le désir d'améliorer la capacité d'un
systeme a s'adapter a une variété de formats de données et de simplifier la modélisation
des séries temporelles. Cela implique d'introduire de I'aléatoire dans les motifs réguliers,
observables et apprenables, de non-stationnarité temporelle et de variabilité spatiale des
événements réels (Yu & Deng, 2015).

Le traitement de la parole a fait un usage considérable des MMCs en raison de leur
capacité a gérer les entrées unidimensionnelles. Cela a suscité des études similaires dans
la classification d'images et la reconnaissance d'objets, utilisant continuellement les
MMCs pour affiner les résultats grace a une variété de méthodologies et de procédures.
Méme la reconnaissance faciale, un sujet qui est naturellement bidimensionnel, a été
étudiée en utilisant des MMCs unidimensionnels. Par exemple, dans leur étude, Samaria
et Fallside (1993) ont considéré les visages comme des objets 2D divisés en une série
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prédéfinie de régions et ont utilisé un MMC unidimensionnel de gauche a droite. Une
séquence d'observation 1D a été extraite pour I'extraction automatique des
caractéristiques de chaque région. Les composants de la séquence d'observation étaient
les vecteurs d'intensité des pixels. lls ont utilisé une base de données avec de légeres
variations dans les positions de la téte et les expressions faciales pour entrainer un
modele double MMC 1D. Un MMC a 8 états correspondant aux huit régions différentes
de I'image faciale a été le résultat de cela. Ensuite, un MMC a 5 états avec des transitions
d'état limitées aux états voisins a été entrainé a l'aide de ce MMC. Cette stratégie a
produit des résultats de reconnaissance réussis méme avec de légers changements dans
I'orientation de la téte dans la base de données d'images.

Les résultats marginaux de Samaria et Fallside (1993) ont conduit a d'autres modifications
par Samaria et Harter (1994). L'application d'un véritable MMC 2D pour la catégorisation
d'images a été le principal objectif des efforts ultérieurs. Par exemple, Li et al. (2000) ont
amélioré la catégorisation par contexte en utilisant ce type de MMC. lls ont proposé un
modele dans lequel les vecteurs de caractéristiques sont conditionnés par des états
voisins (horizontaux et verticaux) et sont statistiquement dépendants d'un processus
d'état fondamental, appelé maillage de Markov. Cela rend les dépendances visibles dans
deux dimensions en méme temps. Les parameétres du MMC ont été estimés a I'aide d'une
technique EM, et la procédure de classification a trouvé des classes ayant collectivement
la plus grande probabilité a posteriori pour tous les blocs d'états voisins. Pour atteindre
la complexité en temps polynomial, le travail de Li et al. (2000) a utilisé une approche
sous-optimale en conjonction avec I'entrainement Viterbi.

Bien que les MMCs aient été initialement créés pour des données discretes et gaussiennes
(Rabiner & Juang, 1986), le modéle MMC sous-jacent a d( étre modifié afin d'accueillir
efficacement ces nouveaux types de données en raison de ses utilisations variées dans la
détection d'anomalies, le diagnostic des maladies et la prévision dynamique (Sebastian et
al., 2018).

De méme, les textures dynamiques suivent rarement des distributions gaussiennes. Elles
peuvent étre représentées a l'aide de distributions mixtes, qu'elles soient gaussiennes ou
non. Les MMCs ont été utilisés dans Qiao & Weng (2015) ou les variables latentes ont été
traitées comme discrétes mais suivaient une distribution de probabilité d'émission
arbitraire, sans définir la nature de cette distribution, en raison de l'utilité des états
latents dans la classification et la segmentation des textures dynamiques. Une
distribution de probabilité d'émission aléatoire combinée a une dépendance d'ordre
supérieur au sein des états cachés, selon le modele des auteurs, capturerait plus
précisément la structure d'une texture dynamique et encoderait son information
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d'apparence avec les variables observées. Le modeéle a utilisé I'algorithme traditionnel de
Baum-Welch. Pour I'estimation des parametres, le modele a utilisé I'approche bien
connue du maximum de vraisemblance. Basée sur la notion que la texture est une
caractéristique régionale, cette méthode a été récemment améliorée dans Qiao & Xing
(2018), qui a utilisé un MMC multivarié pour simuler les pixels voisins changeants au fil
du temps. Cet effort récent a surpassé la technigue MMC conventionnelle en termes de
précision de classification.

De plus, les MMCs ont été utilisés pour simuler plusieurs processus a la fois, en particulier
dans les contextes ou des données longitudinales sont en place. Altman (2007) a présenté
une nouvelle classe de modeles connus sous le nom de MMCs mixtes (MMCMs), illustrant
comment les utiliser avec des informations sur le nombre de Iésions chez les patients
atteints de sclérose en plaques. En permettant I'intégration de variables et I'ajout d'effets
aléatoires, ce modele étend les capacités des MMCs conventionnels pour gérer
I'hétérogénéité des données provenant de nombreuses sources. En assouplissant
I'exigence que les observations soient indépendantes étant donné les états cachés, ces
effets aléatoires offrent une flexibilité dans la modélisation des corrélations et une
estimation efficace des parametres pour les processus typiques. lls sont une extension
naturelle des modeles. Une illustration pratique des MMCMs peut étre trouvée dans
Punzo & Maruotti (2016), qui examine des informations sur I'activité criminelle en Italie.
L'influence des racines territoriales dans certains endroits italiens sur le crime organisé a
été prise en considération par les auteurs lorsqu'ils ont modélisé de nombreux aspects
concernant le moment et les types d'activités criminelles. La complexité des relations
entre ces variables a été capturée en représentant différents niveaux de conditions de
sécurité comme des états cachés.

La reconnaissance des expressions faciales (REF) a vu I'accomplissement d'adaptations
tout aussi célebres des MMCs. Samaria & Young (1994) ont utilisé des MMCs pour
aborder un probléme d'identification faciale des 1993; ils ont été influencés par Rabiner
(1989) et son travail révolutionnaire dans la reconnaissance vocale. Pour identifier un
ensemble de photographies de test, ils ont utilisé des MMCs pour extraire des
caractéristiques faciales a partir des données d'entrainement. Cette technique a traité les
visages comme des objets bidimensionnels et a utilisé un classificateur dépendant du
contexte basé sur des MMCs. Les photos de visage ont été segmentées en sections
horizontales, statistiquement liées, appelées "bandes faciales" en extrayant des
caractéristiques faciales statistiques (Samaria & Fallside, 1993). Pour chacune des vingt
personnes différentes qui ont été prises en considération dans les études, un MMC
distinct de gauche a droite a été entrainé. Chaque bande de visage dans le modele
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représentait un seul état. La stratégie basée sur les MMCs a mieux fonctionné que les
autres méthodes purement statistiques, selon les résultats. L'étude d'Otsuka & Ohya
(1996), ou les auteurs ont utilisé un MMC de gauche a droite basé sur la densité
gaussienne avec trois états pour les taches de reconnaissance, est |'une des expériences
ultérieures utilisant des MMCs pour cibler la REF. Pour chaque expression, il y avait trois
états qui correspondaient a des groupes d'expressions distincts: visage neutre, visage en
mouvement et visage dans son état stable. Cette approche a bien fonctionné pour
quelques phrases mais pas pour I'ensemble complet, en partie parce que le modele avait
du mal avec la grande similarité de forme. Dans Wu et al. (2015), les images ont été
segmentées en séquences étiquetées (sacs), chacune composée de plusieurs segments
considérés comme des instances dans le sac, afin de capturer l'information temporelle
dans les segments faciaux en utilisant un MMC multi-instance. Afin de maximiser la
probabilité conditionnelle d'une séquence d'images donnée sa séquence de niveau
associée, l'apprentissage multi-instance a été utilisé tout au long du processus de
formation. Cette méthode a réussi a localiser correctement les cadres de séquences
multi-pic et a étiqueter des séquences. Le MMC de Nean et al. (1999) a été utilisé par
Zhou et al. (2004) pour la REF en temps réel dans le cadre d'un environnement de jeu
informatique interactif. La complexité de la formation et de la reconnaissance de la tache
a été réduite par ce MMC intégré en utilisant des vecteurs d'observation composés de
coefficients de transformée en cosinus discrete bidimensionnelle (2D-DCT) au lieu
d'intensités de pixels. Tout bien considéré, aucune de ces techniques n'a particulierement
modifié ses modeles MMC pour traiter des vecteurs positifs, qui servent d'unité principale
de représentation des images. Dans le contexte de la tache REF, nous utilisons pour la
premiére fois la distribution de Dirichlet inversée (ID) comme probabilité d'émission qui
correspond le mieux a nos vecteurs positifs récupérés.

De méme, les MMCs ont trouvé une utilisation répandue dans les travaux de détection
d'occupation, en particulier dans des applications telles que la gestion de |'énergie, la
sécurité, la ventilation auto-controlée et les environnements de batiments verts durables.
Un MMC affiche simplement les sorties, qui sont des manifestations environnementales
telles que les niveaux de température et de CO2, et n'observe pas directement I'état. En
élargissant cette notion, Dong et al. (2010) ont utilisé la version traditionnelle de ce
modele statistique pour identifier les niveaux d'occupation, qui correspondent a la
quantité d'états cachés. De plus, les MMCs ont été utilisés par Ai et al. (2014), Amayri et
al. (2017), et Amayri et al. (2016) pour estimer |'occupation dans les batiments
intelligents. Par exemple, les auteurs d'Ai et al. (2014) ont analysé des données d'un
réseau de capteurs sans fil précédemment établi pour calculer le nombre d'habitants dans
un centre de recherche en utilisant un MMC auto-régressif. Leurs résultats ont montré
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que le MMC auto-régressif a surpassé la technique MMC traditionnelle, en particulier
dans les situations ou les niveaux d'occupation variaient souvent.

La nécessité de modéliser efficacement les durées d'état est une autre justification pour
I'expansion des MMCs conventionnels. Parce que les MMCs fonctionnent par itérations
ou les états peuvent changer, il est crucial de modéliser la durée de ces itérations en
fonction des états a chaque point. Un MMC a la possibilité de changer d'états ou de rester
dans le méme état lors de chaque itération. Bien que cette hypothése de distributions
géométriques constantes pour les durées d'état dans les MMCs traditionnels puisse
parfois décrire avec précision la réalité physique, elle est fréquemment inappropriée pour
un large éventail d'applications. Afin de résoudre cela, Ferguson (1980) a proposé le MMC
a durée variable, qui permet a diverses distributions de probabilité d'étre utilisées comme
modeles pour les durées d'état. En élargissant cette idée, Djuric & Chun (2002) ont
présenté des MMCs non stationnaires qui décrivent les durées d'état avec une fonction
de masse de probabilité spécifiée, ou les probabilités de transition d'état sont des
fonctions du temps. Plus de précision et de flexibilité sont disponibles pour décrire la
durée des états dans différentes applications avec cette méthode.

Des études se sont concentrées sur la modélisation des données proportionnelles dans
une tentative d'améliorer la flexibilité des MMCs. Pour la premiere fois, des mélanges de
Dirichlet ont été utilisés comme probabilités d'émission en utilisant des données
proportionnelles synthétiques dans Bouguila & Ziou (2007). Plus tard, cette méthode a
été développée et utilisée avec des données réelles dans Epaillard et al. (2014). Par la
suite, Epaillard & Bouguila (2016) ont modifié les MMCs pour incorporer individuellement
les mélanges de Dirichlet généralisés et la distribution de Beta-Liouville comme
probabilités d'émission. Ces modifications ont produit de meilleurs résultats parce que le
MMC avait une structure de covariance plus adaptable grace a ces types de probabilités
(Bouguila & Ziou, 2007).

Les travaux utilisant la distribution de Dirichlet inversée (ID) pour les applications
d'apprentissage automatique sont précieux, malgré leurs limitations. Cette distribution a
été explicitement utilisée pour décrire des vecteurs positifs, ce qui a conduit a un succes
remarquable récent en reconnaissance de motifs (Bdiri & Bouguila, 2011a; Bdiri &
Bouguila, 2011b; Tirdad et al., 2015). En plus d'étre plus pratique pour décrire les types
de données qui ont été discutés précédemment, la distribution ID montre également de
meilleures performances lors du traitement des données symétriques et asymétriques
(Tirdad et al., 2015). En utilisant une architecture variationnelle accélérée suggérée par
Fan & Bouguila (2018), un modéle de mélange ID infini a été intégré et utilisé pour un défi
de reconnaissance des expressions faciales (REF). D'abord proposé dans Fan & Bouguila
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(2015), ce modele a été encore affiné pour surpasser les performances du modeéle de
mélange gaussien et a montré une meilleure gestion des ensembles de données
volumineux.

1.4 Chaine de Markov

On peut utiliser une chaine de Markov pour déterminer la probabilité d'une série
d'occurrences observables. Cependant, les événements qui nous intéressent sont
souvent cachés, ce qui signifie qu'ils ne peuvent pas étre vus a I'ceil nu. Par exemple, les
étiquettes de parties du discours ne sont généralement pas visibles dans un texte ; a la
place, nous voyons les mots et devons déduire les étiquettes a partir de I'ordre des mots.
Comme ces étiquettes ne peuvent pas étre vues directement, elles sont considérées
comme cachées (Jurafsky & Martin, 2009).

Un modele de Markov caché (MMC), que nous considérons comme des éléments causaux
dans notre modele probabiliste, nous permet de discuter a la fois des événements cachés
(tels que les étiquettes de parties du discours) et des événements visibles (tels que les
mots dans I'entrée). Les éléments suivants définissent un MMC :

Q=91,92,...,an un ensemble de N états
A=aiy,...,aij,...,ANN une matrice de probabilité de transition A, chaque aj; représentant

la probabilité de passer de I'état i a I'état j, s.t. Z?’zl a;;=1Vi

0=01,02,...,07 une séquence de T observations, chacune tirée d'un vocabulaire V=
Vi,V2,..., Vv
B=bi(ox) une séquence de probabilités d'observation, également appelées

probabilités d'émission, chacune exprimant la probabilité qu'une
observation o soit générée a partir d'un état i

TU=TT1,T2, ..., TIN une distribution de probabilité initiale sur les états. De plus m; est la
probabilité que la chaine de Markov commence dans |’état i. Certains
états j peuvent avoir j=0, ce qui signifie qu’ils ne peuvent pas étre

des états initiaux.. Aussi )i, m; = 1.
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Un modele de Markov caché (MMC) de premier ordre repose sur deux hypotheses
simplificatrices. Tout d'abord, a l'instar d'une chaine de Markov de premier ordre, la
probabilité d'un certain état dépend uniquement de |'état immédiatement précédent :

Hypothése de Markov: P(q;1q4, ..., qi—1) = P(q;1q;-1). (1.7)

Deuxiemement, la probabilité d'une observation de sortie 0; dépend uniquement de
I'état qui a généré 'observation g; et non d'autres états ou d'autres observations.

L'Indépendance des sorties est define par:

P(o;lq4, -, 4y -y Q1) 04, o, 0, .., 07) = P(0;]q;). (1.8)

Il existe de nombreux phénomenes réels, appelés états, que nous cherchons a modéliser
pour expliguer nos observations. Souvent, lorsqu'une séquence de symboles
d'observation est donnée, il est nécessaire de découvrir ces états réels. Par exemple, les
états météorologiques tels que le soleil, le nuage et la pluie (Fosler-Lussier, 1998).
Imaginez que vous étes a l'intérieur et que vous ignorez le temps qu'il fait dehors, mais
gue vous recevez des observations comme la vitesse du vent, la pression atmosphérique,
I'humidité et la température de la part de quelqu'un d'autre. Sur la base de ces
observations, vous pouvez prédire le temps a I'aide d'un modéle de Markov caché (MMC).
Avant d'aborder les MMC, nous devrions d'abord passer en revue la définition d'un
modele de Markov (MM). Un MM est un modeéle statistique utilisé pour représenter des
processus stochastiques. Il est défini comme suit (Schmolze, 2001) : Pour une collection
finie d’états S={s1, s2,..., Sn} avec une cardinalité n, soit /7 la distribution des états initiaux
ou m; € /Treprésente la probabilité que le processus stochastique commence dans I'état
si. En d’autres termes, 1 est la probabilité initiale de I’état s;, qui satisfait la condition
suivante Y.esm; = 1.

e Le processus stochastique modélisé occupe un seul état parmi S a tout moment.
Ce processus stochastique est spécifié comme un vecteur fini X=(x1,X2,...,Xt), oU
chaque élément x: est un état a l'instant t. Le processus X est connu comme le
processus stochastique d'état, avec x: € S étant un état sj € S. X est aussi appelé la
séquence d'états. Les intervalles de temps peuvent étre mesurés en secondes,
minutes, heures, jours, mois ou années. |l est simple de conclure que la probabilité
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initiale mi=P(x1=si), ou x1 est le premier état du processus stochastique. Le
processus stochastique d'état X respecte la propriété de Markov. Cela signifie que,
étant donné I'état précédent x:.1 du processus X la probabilité conditionnelle de
I'état actuel x: dépend uniquement de I'état précédent xw1 et non d'un état
antérieur (X2, Xt-3,..., X1). En d'autres termes, P(X;|X;_1, X¢_p) Xt_g, e, Xq) =
P(x.|x,_,). Ce type de processus est appelé un processus de Markov de premier
ordre.

A chaque instant, le processus passe a I'état suivant en fonction de la distribution
de probabilité de transition ajj qui ne dépend que de I'état précédent. Ainsi, ajj est
la probabilité que le processus stochastique passe de I'état actuel s; a I'état suivant
sj. En d'autres termes, aij=P(xt = Sj|xt_1 = Si) = P(xt+1 = Sj|xt = Si). Pour tout
s; €S, Zsjes a;; = 1. Toutes les probabilités de transition aj forment la matrice
de probabilité de transition A, qui est une matrice nXn car il y a n états distincts.
La matrice A représente le processus stochastique d'état X. La matrice de
probabilité initiale /7 peut étre considérée comme un cas dégénéré de la matrice
A.

En résumé, un modele de Markov (MM) est défini par le triplet (S, A, TT). Dans un MM
typique, les états sont directement observés par les utilisateurs, et les probabilités de
transition A et 1 sont des parameétres uniques. En revanche, un modeéle de Markov caché
(MMC) est similaire a un MM, sauf que les états sous-jacents sont cachés a I'observateur
et traités comme des parametres cachés. Un MMC incorpore des parameétres de sortie
supplémentaires appelés observations. Chaque état (parameétre caché) a une distribution
de probabilité conditionnelle associée a ces observations. Un MMC est chargé de
découvrir les parametres cachés (états) a partir des parameétres de sortie (observations),
étant donné le processus stochastique. Un MMC a les propriétés suivantes (Schmolze,
2001) :

Supposons qu'il existe un ensemble fini d'observations possibles ® = {d1, ¢2,...,
¢m} de cardinalité m. Il existe un second processus stochastique qui produit des
observations correspondant aux états cachés. Ce processus est appelé le processus
stochastique observable et est défini comme un vecteur fini O = (01, 02,.. O7), OU
chaque élément Ot est une observation a l'instant t. Note that Ot € © corresponds
to some ¢«. Ce parametre O est souvent appelé la séquence d'observation.

Il existe une distribution de probabilité pour produire une observation donnée
dans chaque état. Soit bi(k) a probabilité d’observer ¢, lorsque le processus
stochastique d’état est dans I’état si. Cela signifie que b;(k) = b;(0, = ¢;) =
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P(o; = ¢y lx; = s;). La somme des probabilités de toutes les observations dans
un état particulier est égale a 1, donc pour tout s;€S, Y4, o b; (k) = 1. Toutes les
probabilités d’observation b; (k) forment la matrice de probabilités d’observation
B. Il est commode d’utiliser la notation bik au lieu de bi(k). Notez que B est une
matrice n X m car il y a n états distincts et m observations distinctes. Alors que la
matrice A représente les transitions d’état, la matrice B représente le processus
stochastique observable O.

Of——l O-

\\,_‘___/ .

Figure 1.1: La représentation graphique d'un modele de Markov caché (MMC) de premier ordre consiste
en des états S; représentant I'état caché de Markov et des états O; représentant les observations a
chaque instant t;, i=1,2,...,T (Rezapoor Nikroo et al., 2022)

1.5 Vraisemblance maximale

1.5.1 Introduction

Une technique clé pour estimer les parametres d'un modele statistique dans diverses
applications d'apprentissage automatique est I'estimation par maximum de
vraisemblance (EMV). Cette méthode est largement utilisée dans les domaines ou les
données sont considérées comme provenant de processus aléatoires. L'EMV est
largement utilisée dans plusieurs disciplines, notamment la biologie, la vision par
ordinateur, le traitement du langage naturel et |'analyse d'images (Granger, 2012;
Mongillo & Deneve, 2008).

L'objectif principal de la modélisation par équations linéaires multiples, ou EMV, est de
maximiser la vraisemblance des données observées sous le modele. De nombreuses
stratégies sophistiquées, telles que les techniques d'estimation récursives et les
algorithmes d'espérance-maximisation (EM), reposent sur cette approche. En maximisant
le critere de I'EMV, ces méthodes améliorent la précision et la performance du modele
(Cappé, 2011). Maximiser la probabilité, diminuer la mesure moyenne de divergence des
parametres ou réduire l'erreur de pourcentage moyenne de sortie ou d'état sont les
objectifs principaux de diverses techniques de mise en ceuvre de I'EMV. Malgré sa
puissance, |'efficacité de I'EMV peut étre affectée par les hypothéses de distribution faites
sur les données. Par exemple, la distribution en forme de cloche symétrique peut ne pas
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toujours donner des estimations fiables des parameétres lorsqu'on utilise des mélanges
gaussiens, en particulier si les données s'écartent des hypotheses gaussiennes (Reynolds,
2015).

D'autres distributions, telles que la distribution de Dirichlet, qui est plus flexible et peut
avoir plusieurs modes symétriques et asymétriques, peuvent étre envisagées dans
certaines situations. Ainsi, pour que I'EMV soit appliquée avec succes dans diverses
applications d'apprentissage automatique, il est essentiel de choisir la bonne distribution
et la bonne technique d'optimisation (Bouguila, Ziou, & Vaillancourt, 2004; Lin, 2016).

L'estimation par maximum de vraisemblance, l'algorithme d'espérance-maximisation
(EM) est la technique la plus couramment utilisée pour estimer les parametres d'un
modele de Markov caché (MMC) et les paramétres déterminant une distribution. Lorsqu'il
s'agit de MMC, l'algorithme EM est appelé algorithme de Baum-Welch. Les probabilités
de transition et les parameétres de distribution dépendants de I'état sont deux exemples
de parametres du MMC qui sont estimés de maniere itérative a I'aide de cette approche.
Un ensemble de parameétres qui maximise la fonction de vraisemblance est I'estimation
la plus probable des données échantillonnées. Cette approche présente |'avantage
d'augmenter automatiquement la vraisemblance observée a chaque itération. Il a été
démontré que l'algorithme EM converge vers un point de log-vraisemblance stationnaire
(Cappé, 2011).

L'idée principale de cette méthode est I'estimation des parametres avec des données
manquantes ou incompléetes. Le processus itératif de I'algorithme EM est effectué jusqu'a
ce qu'un critéere de convergence soit satisfait. Les états non observés de la chaine de
Markov sont remplacés par leurs espérances conditionnelles et traités comme des
données manquantes.

L'algorithme EM comporte plusieurs étapes :
1. Définir les parameétres a estimer.

2. L'étape E : calculer les fonctions des espérances conditionnelles des données
manquantes.

3. L'étape M'optimiser la log-vraisemblance par rapport aux parametres a estimer.

4. Evaluer la convergence et itérer les étapes E et M jusqu'a ce que la convergence
soit atteinte.
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L'algorithme EM n'est pas idéal pour I'adaptation aux flux de données car il nécessite que
toutes les données soient fournies a chaque itération. Par conséquent, les techniques
d'estimation récursive des parametres EM gagnent en popularité. Ces techniques
récursives permettent une estimation des parametres en temps réel sans avoir besoin de
stocker les données ou de perdre les informations précédemment acquises. La technique
d'estimation récursive des parametres EM considérée dans ce travail met a jour ses
parametres apres le traitement d'une nouvelle observation. Nous proposons une
nouvelle approche récursive EM pour estimer les parametres du MMC de Dirichlet (Cappé
& Moulines, 2007; Lagona & Barbi, 2019; Heinzl & Tutz, 2013).
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Chapitre 2

Estimation et détection de |'occupation des batiments

2.1 Introduction

La détection précise de I'occupation est essentielle pour une gestion efficace de I'énergie
des batiments. Alors que l'efficacité énergétique devient de plus en plus importante, la
capacité a estimer et a détecter I'occupation des batiments a suscité un large intérét
académique et pratique. Une discussion approfondie des nombreux éléments qui
influencent I'estimation et la détection de I'occupation des batiments est fournie. Les
systemes existants sont classés systématiquement en fonction des types de capteurs
utilisés. Etant donné I'utilisation généralisée des techniques de fusion multi-capteurs dans
la détection de l'occupation, les systemes incluant plusieurs types de capteurs sont
également étudiés. Enfin, une étude comparative des différents capteurs utilisés pour les
estimations et la détection de I'occupation est présentée, en soulignant leurs avantages
et limitations uniques.

Les batiments nécessitent plus de 40 % de |'énergie mondiale pour fournir aux habitants
un environnement intérieur confortable et sain (D'Oca et al., 2018). En raison de la crise
énergétique en cours et de l'accent mis sur le développement durable, les batiments
économes en énergie attirent davantage I'attention. Cet objectif repose fortement sur
des données fiables concernant I'occupation des batiments (Yan et al., 2015; Feng et al.,
2015). Par exemple, la présence ou l'absence d'habitants détermine les heures de
fonctionnement des systéemes CVC (Chauffage, Ventilation et Climatisation) dans les
batiments (Hong & Lin, 2013; Oldewurtel et al., 2013). De plus, le nombre d'habitants
dans une zone thermique influence la charge de refroidissement ou de chauffage dans
cette région. Plusieurs systemes de controle de la température basés sur I'occupation ont
été proposés pour économiser de I'énergie tout en maintenant le confort.

Agarwal et al. (2010) ont développé un systeme a faible colt pour détecter avec précision
la présence et I'absence de personnes dans les lieux de travail, entrainant une économie
d'énergie de 10 % a 15 % selon les données d'occupation. Yang et Becerik-Gerber (2014)
ont démontré que l'utilisation de la planification CVC basée sur I'occupation pourrait
permettre de réaliser jusqu'a 9 % d'économie d'électricité. Wang et al. (2017) ont
introduit une méthode de controle prédictif pour la gestion de l'environnement des
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batiments basée sur les données d'occupation, qui a réduit la consommation d'énergie
d'environ 40 % tout en maintenant le confort thermique et la qualité de I'air. Les
informations d'occupation influencent le fonctionnement des systemes d'éclairage
(Nguyen & Aiello, 2013; Candanedo & Feldheim, 2016). Leephakpreeda (2005) a estimé
que la gestion de I'éclairage basée sur I'occupation pourrait permettre d'économiser de
35 % a 75 % d'énergie. Guo et al. (2010) fournissent un apercu détaillé des systemes de
controle de |'éclairage basés sur l'occupation. De plus, la présence d'occupants est
cruciale pour la sécurité des batiments et la planification des évacuations d'urgence.

Selon l'application, de nombreux capteurs sont utilisés pour estimer et détecter
correctement I'occupation d'un batiment. Par exemple, les capteurs infrarouges passifs
(PIR) peuvent détecter la présence et I'absence de personnel dans un bureau (Dodier et
al., 2006). Les caméras peuvent compter le nombre d'individus dans un espace (Zou, H.,
et al, 2017), tandis que les capteurs de CO2 peuvent offrir des estimations
approximatives de l'occupation (Jiang et al., 2016). Chaque type de capteur a des
caractéristiques et des limites distinctes pour les estimations et la détection de
I'occupation. Par conséquent, cette section catégorise plusieurs stratégies d'estimation
et de détection de I'occupation en fonction du type de capteur. Compte tenu de l'intérét
marqué des dernieres décennies pour |'estimation et la détection de I'occupation des
batiments, ainsi que du manque d'évaluations complétes comparant différents systemes,
cette section vise a présenter un apergu qualitatif.

Dans ce contexte, I'estimation de I'occupation fait référence a I'estimation du nombre ou
de I'étendue des habitants, tandis que la détection de l'occupation se réfere a la
détermination de la présence ou de |'absence de personnes dans un lieu spécifique.

2.2 Estimation et détection de I'occupation avec différents types de capteurs
1. Capteurs PIR: Les capteurs PIR détectent les changements de rayonnement
infrarouge induits par le mouvement des individus, ce qui leur permet de détecter
les mouvements des occupants et d'indiquer leur présence. Plusieurs systemes de
détection d'occupation reposent sur des capteurs PIR.

Liu et al. (2016) ont introduit un systeme de détection d'occupation basé sur des capteurs
PIR. lls ont utilisé un modele de Markov caché (MMC) avec une espérance maximisation
pour identifier I'occupation.

Les capteurs PIR peuvent également déterminer le nombre d'habitants. Wahl et al. (2012)
ont développé un systeme de comptage d'occupation qui utilise des paires de capteurs
PIR pour déterminer les directions de mouvement des occupants.
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Raykov et al. (2016) ont utilisé un seul capteur PIR pour estimer le nombre de personnes
dans une piece. lls ont commencé par extraire des motifs de mouvement des occupants
a partir des données brutes du capteur a l'aide d'un modele MMC infini. Ces motifs ont
ensuite été utilisés pour calculer I'état d'occupation a l'aide de modeles de régression
statistique.

2. Compteurs intelligents: Les compteurs intelligents peuvent suivre la
consommation d'énergie et refléter les interactions entre les habitants et les
équipements intérieurs, permettant ainsi de déduire I'occupation des batiments.
Cependant, le lien entre |'occupation et les statistiques de consommation
d'énergie est complexe et difficile a modéliser. Les algorithmes d'apprentissage
automatique sont idéaux pour simuler cette interaction complexe.

Kleiminger et al. (2013) ont utilisé des compteurs d'électricité comme capteurs
d'occupation pour la détection d'occupation. Etant donné que les données brutes de
consommation électrique n'indiquent pas explicitement la présence ou l'absence
d'occupants, ils ont créé des caractéristiques plus représentatives. lls ont utilisé des
classificateurs tels que la machine a vecteurs de support (SVM), les K plus proches voisins
(KNN), le modele de Markov caché (MMC) et le seuillage pour la classification. Dans un
travail ultérieur, Kleiminger et al. (2015) ont cherché a améliorer les performances en
utilisant un ensemble de données plus important.

Becker et Kleiminger (2017) ont proposé un systeme de détection d'occupation basé sur
les données des compteurs intelligents et les techniques d'apprentissage non supervisé.
lls ont évalué trois algorithmes d'apprentissage non supervisé : MMC, GeoMA et le test
de Page-Hinkley (PHT), et les ont comparés a plusieurs méthodes d'apprentissage
supervisé.

3. Capteurs environnementaux: Les capteurs de CO2, de température, d'humidité,
de lumiére et de pression sont fréequemment intégrés dans les systemes modernes
LH-VAC (éclairage, chauffage, ventilation et climatisation) des batiments (Dong et
al., 2010). Comme les habitants ont une influence directe sur les environnements
intérieurs, les données de ces capteurs peuvent étre utilisées pour mesurer avec
précision I'occupation des batiments. Plusieurs études de recherche avancées ont
utilisé des capteurs environnementaux pour la prédiction et la détection de
I'occupation.

Les capteurs de CO2 se sont révélés les plus efficaces pour I'estimation et la détection de
I'occupation (Dong et al., 2010; Candanedoet al., 2017). Certaines études dépendent
principalement des données de CO2 pour l'estimation et la détection de I'occupation,
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tandis que d'autres utilisent divers capteurs environnementaux pour améliorer la
precision.

3.1Capteurs de CO2: Ansanay-Alex (2013) a créé un systéme de détection
d'occupation de base qui détecte la présence et |I'absence d'habitants en mesurant
les concentrations de CO2. Cette approche est simple mais limitée a la détection
de l'occupation sans déterminer le nombre de personnes. Les niveaux de CO2
intérieurs sont corrélés au nombre d'habitants et au taux de ventilation; par
conséquent, cette relation peut étre utilisée pour développer des méthodes de
détection plus dynamiques.

Wang et Jin (1998) ont proposé une approche dynamique de détection de I'occupation
en utilisant I'équation de bilan massique pour les concentrations de CO2 a l'intérieur. lls
I'ont comparée a une approche de détection a I'état stationnaire précédemment
suggérée (ASHRAE, 1996). Cali et al. (2015) ont utilisé la méme technique de détection
dynamique pour améliorer la précision de la détection d'occupation dans divers
environnements, y compris des pieces avec ou sans ventilation.

Un inconvénient notable de l'utilisation des capteurs de CO2 pour l'estimation et la
détection de l'occupation est le retard temporel inhérent aux données. Ce retard est
causé par la lente diffusion du CO2 dans les espaces intérieurs, entrainant un décalage
entre les changements réels d'occupation et les niveaux de concentration de CO2
observés.

3.2 Capteurs d'humidité: Selon les recherches, les capteurs d'humidité peuvent
identifier avec succes I'occupation dans divers scénarios. Nagi et al. (2019) ont créé
un appareil polyvalent basé sur des capteurs de température et d'humidité pour
détecter I'occupation dans les environnements de bureaux intelligents. Candanedo
et al. (2016) ont prédit avec succes |'occupation dans un bureau en utilisant des
modeles d'apprentissage statistique et des données provenant de capteurs de
lumiére, de température, d'humidité et de CO2. Szczurek et al. (2017) ont
démontré que les données chronologiques sur la concentration de CO2, la
température et I'humidité relative peuvent étre utilisées pour estimer le nombre
d'habitants dans des zones occasionnellement occupées. Yang et al. (2012) ont
introduit une méthodologie d'estimation de l|'occupation par multi-capteurs,
incluant des capteurs d'humidité, pour des opérations CVC (chauffage, ventilation
et climatisation) a la demande qui atteignent des taux de détection élevés lors de
la surveillance en temps réel. Ces études démontrent le potentiel des capteurs
d'humidité dans la détection de |'occupation.

25



3.3 Capteurs de lumiére: Plusieurs études de recherche ont examiné |'utilisation des
capteurs de lumiere pour la détection de I'occupation dans les environnements de
bureau. Tiller et al. (2010) et Guo et al. (2010) soulignent le potentiel des réseaux
de capteurs pour réduire l'incertitude et améliorer le controle de I'éclairage, Tiller
et al. (2010) mettant en avant l'importance des approches analytiques avancées.
Wang et al. (2017) présentent une technique unique de controle de |'éclairage qui
prend en compte la fiabilité des capteurs d'occupation, entrainant des économies
d'énergie considérables. Yang et al. (2017) décrivent un systeme d'inférence
d'occupation sans appareil qui utilise des luminaires a LED comme capteurs pour
atteindre une haute précision dans la détection de |'occupation. Ces études
mettent en évidence le potentiel des capteurs de lumiere pour améliorer
I'efficacité énergétique et la gestion des batiments.

3.4 Capteurs de pression: Plusieurs recherches ont étudié |'utilisation de différentes
technologies de capteurs pour la détection de I'occupation, y compris les capteurs
de pression. Szczurek et al. (2017) et Lam et al. (2009) ont démontré une grande
précision dans la détection de l'occupation en utilisant respectivement des
capteurs de gaz et environnementaux. Ekwevugbe et al. (2012) ont proposé un
modele de fusion de capteurs pour détecter I'occupation des batiments en
combinant les données de plusieurs types de capteurs. Dodier et al. (2006) ont
utilisé des réseaux de croyance des capteurs pour calculer 'occupation. Ces
expériences démontrent le potentiel des capteurs de pression dans la détection de
I'occupation et soulignent la nécessité de poursuivre les recherches pour améliorer
leur utilisation dans ce context.

3.5Capteurs multiples: En plus des capteurs de CO2, divers capteurs
environnementaux, notamment la température, I'humidité, la lumiére et la
pression, sont utiles pour détecter et estimer |'occupation des batiments.
Candanedo et Feldheim (2016) ont proposé un systéme de détection d'occupation
qui utilise des capteurs environnementaux pour le CO2, la lumiére, la température
et 'humidité. Ils ont utilisé trois algorithmes d'apprentissage : I'analyse
discriminante linéaire (LDA), les arbres de classification et de régression (CART) et
la forét aléatoire (RF) pour la detection.

Candanedo et al. (2017) ont testé la méthode MMC pour la détection de I'occupation avec
le méme ensemble de capteurs. lls ont évalué le MMC avec diverses combinaisons de
caractéristiques et ont constaté que le MMC avec les caractéristiques de CO2 offrait la
meilleure performance en termes de détection. La caractéristique de Markov de la
dynamique de l'occupation des batiments (Wang et al., 2011; Chen et al., 2015) a rendu
le modele MMC utile pour les estimations et la détection de I'occupation (Dong et al.,
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2010; Candanedo et al., 2017). Cependant, le MMC traditionnel présente des limites,
notamment une matrice de probabilité de transition fixe et un mélange gaussien de base
pour les probabilités d'émission. Pour répondre a ces préoccupations, Chen et al. (2017)
ont proposé un MMC inhomogeéene avec une régression logistigue multinomiale (IMMC-
MVR) pour estimer l'occupation des batiments a l'aide de capteurs de CO2, de
température, d'humidité et de pression.

4. Caméras: En raison de leur grande précision, les caméras sont couramment
utilisées pour estimer et détecter I'occupation des batiments. Fleuret et al. (2008)
ont utilisé un systeme multi-caméras pour prédire les positions de toutes les
personnes a l'intérieur, ce qui a permis d'obtenir un comptage précis de
I'occupation. Benezeth et al. (2011) ont proposé un systéme d'estimation et de
détection de l'occupation basé sur la vision qui comprend trois étapes : la
suppression de l'arriere-plan, le suivi et l'identification. Erickson et al. (2011) ont
utilisé des caméras pour collecter des données sur I'occupation des batiments, qui
ont ensuite été utilisées pour créer un modele d'occupation. Ce modeéle a ensuite
été intégré aux systemes de controle des batiments pour accroitre |'efficacité
énergétique.
4.1Capteurs de mouvement: Plusieurs recherches ont étudié ['utilisation de

capteurs de mouvement pour la détection de I'occupation. Jiang et al. (2018)
ont proposé un systeme qui combine les données des capteurs de dioxyde de
carbone et de Pyroélectrique Infrarouge (PIR) pour réduire les retards
inhérents aux capteurs de CO2, obtenant une précision allant jusqu'a 99,79 %.
Andrews et al. (2020) ont créé un capteur PIR induit par le mouvement (MI-PIR)
qui détecte les habitants stationnaires avec une grande précision dans la
catégorisation des pieces, |'estimation du nombre d'occupants, la prédiction de
la position relative et la discrimination des cibles humaines. Liu et al. (2013) ont
développé un systeme de mesure de I'occupation via la vidéosurveillance qui
combine des détecteurs statiques avec des technologies basées sur le
mouvement pour garantir des estimations fiables.

5. WiFi: Les signaux WiFi sont largement disponibles dans les espaces intérieurs, ce
qui en fait un outil viable pour I'estimation et la détection de I'occupation. Avec
['utilisation généralisée des smartphones, le nombre d'appareils connectés a un
réseau WiFi peut étre utilisé pour estimer le nombre de personnes dans un lieu
spécifique.

Balaji et al. (2013) ont introduit une méthode d'estimation de |'occupation qui utilise
I'infrastructure WiFi existante. Plutot que d'utiliser des algorithmes de localisation basés
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sur le WiFi complexes, ils ont congu une technique grossiére basée sur les informations
de métadonnées et les modeles d'occupation des points d'acces associés. Lu et al. (2016)
ont proposé un systeme d'inférence d'occupation au niveau des pieces basé sur le WiFi
standard. Leur approche a initialement créé un instantané de I'occupation en comparant
les mesures de la puissance du signal recu (RSS) a celles des ancrages dans différentes
zones. Les performances d'estimation du systeme ont ensuite été améliorées en
exploitant les corrélations temporelles entre les instantanés d'occ

upation successifs et les données d'occupation précédentes. Zou, J., et al. (2017) ont
développé un systeme de prédiction de l'occupation en utilisant une approche de
localisation intérieure basée sur le WiFi. Plutét que de collecter des données RSS WiFi a
partir de smartphones, les chercheurs ont utilisé des routeurs pour rechercher des
téléphones portables compatibles WiFi dans des environnements intérieurs.

6. Bluetooth Basse Energie: Bluetooth Basse Energie (BBE) est couramment utilisé
dans les smartphones actuels et est plus économe en énergie que les technologies
Bluetooth traditionnelles et le WiFi. Les chercheurs utilisent le Bluetooth Basse
Energie (BBE) pour estimer le nombre de téléphones portables et, par conséquent,
le nombre d'habitants a l'intérieur.

Conte et al. (2014) ont proposé un systéme d'estimation de I'occupation basé sur les
technologies iBeacon et BLE. lls ont modifié le protocole iBeacon pour améliorer sa
précision et son efficacité pour la détection de I'occupation. Deux algorithmes, KNN et
arbre de décision (DT), ont été utilisés pour classer les habitants dans différentes pieces
en fonction des indicateurs de puissance du signal (RSSI) collectés a partir de divers
iBeacons. Dans une enquéte ultérieure, Corna et al. (2015) ont amélioré la précision de
I'estimation de I'occupation avec iBeacon.

7. Autres capteurs:Plusieurs capteurs différents ont été utilisés pour I'estimation et
la détection de I'occupation. Labeodan et al. (2015) ont proposé une méthode de
prédiction de l'occupation fine pour une salle de conférence en utilisant des
capteurs de chaise. Une simple approche de seuillage était suffisante pour
déterminer si les siéges étaient occupés ou non, et l'occupation totale a été
calculée en comptant les chaises occupées.

Pan et al. (2014) ont recommandé |'utilisation de capteurs de vibration ambiante placés
de maniére espacée pour estimer I'occupation dans les batiments. Ills ont d'abord reconnu
les événements de pas a partir de données de capteurs de vibration bruitées, puis ont
utilisé un module de localisation pour identifier les pas, et ont ensuite suivi les pas
localisés avec des informations structurelles pour mettre a jour I'occupation. Yang et al.
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(2017) ont proposé un systéeme d'inférence d'occupation basé sur des capteurs a diodes
électroluminescentes (LED). La théorie était que les habitants dans le champ de vision des
tableaux de LED montés au plafond induiraient des perturbations dans les réflexions
diffuses sur le sol, qui étaient collectées sous forme d'images. A partir de ces images, ils
ont appliqué une technique de régression par vecteurs de support (SVR) pour estimer
I'occupation. Quan et al. (2014) ont proposé un systeme de comptage de |'occupation
utilisant des capteurs ultra-large bande a impulsions radio (IR-UWB). Un systéme de
seuillage simple a reconnu le nombre de passagers passant par une porte a l'aide de
données IR-UWB, et I'occupation de la piece a été calculée. Une autre recherche de
Bartoletti et al. (2017) a développé un cadre théorique pour le comptage de I'occupation
basé sur la rétro-diffusion de cibles UWB. Les auteurs ont créé deux approches pour
I'estimation de l'occupation : une centrée sur l'individu et une centrée sur la foule. La
technique centrée sur l'individu utilisait un algorithme de maximum a posteriori pour le
comptage et la sélection de I'ordre du modele, tandis que I'approche centrée sur la foule
reposait sur des caractéristiques de bas niveau pour améliorer |'efficacité du calcul.

8. Fusion de capteurs: Chaque capteur a des caractéristiques et des contraintes
distinctes pour l'estimation et la détection de l'occupation. La combinaison de
plusieurs types de capteurs peut améliorer les performances en utilisant leurs
forces tout en corrigeant leurs faiblesses.

Zhang et al. (2016) ont proposé de calculer I'occupation des batiments en combinant des
données de consommation de CO2 et d'énergie a l'aide de la modélisation statistique. lls
ont d'abord récupéré les caractéristiques du CO2 a l'aide d'un modele de diffusion
physique. Ensuite, ils ont utilisé des modéles de distribution statistique, tels que
I'estimation de la probabilité a posteriori maximale (MAP) de MMC et le test de rapport
de probabilité séquentiel a hypothéses multiples (MSPRT), pour estimer |'occupation avec
peu de données d'entrainement. Wang et al. (2014) ont proposé un réseau de neurones
a impulsions (SNN) pour I'estimation de I'occupation par fusion de capteurs. lls ont utilisé
cing capteurs distincts, dont le CO2, I'humidité, le PIR, le RFID et le WiFi. Le modéle SNN
a été entrainé a I'aide d'une méthode Hebbienne non supervisée.

Ai et al. (2014) ont développé une méthode MMC auto-régressive pour estimer
I'occupation des batiments en combinant PIR, CO2, température, humidité, vitesse de
I'air, thermometre global et interrupteurs a lames. Dans leurs essais, le MMC auto-
régressif surpasse les MMC traditionnels car il prend en compte les corrélations des
capteurs. Lam et al. (2009) ont préconisé de calculer I'occupation avec une gamme de
capteurs, y compris le CO2, la température, I'humidité, la lumiére, le monoxyde de
carbone (CO), les composés organiques volatils totaux (TVOC), les particules fines
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(PM2.5), I'acoustique et le mouvement. Tout d'abord, ils ont extrait des caractéristiques
statistiques des données brutes. Ensuite, ils ont utilisé la théorie du gain d'information
pour identifier les caractéristiques les plus informatives pour I'estimation. Enfin, ils ont
utilisé des méthodes d'apprentissage automatique telles que les réseaux de neurones
artificiels (ANN), les machines a vecteurs de support (SVM) et les modeles de Markov
cachés (MMC) pour déterminer I'occupation.

9. Capteur d'ouverture de porte: Plusieurs recherches ont étudié ['utilisation des
capteurs d'ouverture de porte pour la détection de I'occupation. Kim (2017) a
découvert que l'intégration des capteurs PIR et des capteurs de porte peut
améliorer considérablement la précision, obtenant un taux de détection de 99,8 %
avec un algorithme d'occupation. Nasir et al. (2015) ont souligné I'importance de
la fusion de capteurs pour la surveillance en temps réel de I'occupation et ont
démontré un systéme de porte intelligente évolutif. Ang et al. (2016) ont exploré
quel capteur ambiant était le plus efficace pour détecter I'occupation. Borgsen et
al. (2014) ont proposé une technique de détection automatique des portes basée
sur des capteurs 3D, qui a le potentiel d'améliorer les capacités des capteurs
d'ouverture de porte pour la détection de I'occupation.

10.Capteurs de consommation d'énergie: De nombreuses recherches ont étudié
['utilisation des statistiques de consommation d'énergie pour déterminer
I'occupation. Kleiminger et al. (2013) et Akbar et al. (2015) ont tous deux obtenu
une excellente précision dans la détection de I'occupation avec des compteurs
d'énergie numériques, Akbar ajoutant un troisieme mode "veille". Gao et al. (2018)
ont amélioré ces algorithmes en combinant des données de consommation
d'énergie agrégées et spécifiques a l'appareil, atteignant une précision allant
jusqu'a 93 %. Mikkilineni et al. (2019) ont proposé un capteur d'occupation sans fil
basé sur des imageurs thermiques, indiquant une alternative viable aux capteurs
de consommation d'énergie. Ces études montrent collectivement que les capteurs
de consommation d'énergie ont |la capacité de détecter I'occupation avec précision
et a moindre co(t.
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2.3 Discussion

Tableau 2.1: Comparaison des différents capteurs (Chen et al., 2018).

Capteur Infrastruct  Co(it Précision de Précision de Probléme de Limitations
ure détection I'estimation  confidentialité
existante

PIR Non Bas Elevé Bas Non Manque les

occupants statiques

Smart meter Oui Non Moyen N.D. Non Manque les occupants

qui n'utilisent pas

d'appareil
Environnemental Oui Non Moyen Bas Non Détection retardée
Caméra Oui Non Elevé Elevé Oui Condition

d'illumination

WiFi Oui Non Elevé Elevé Partiel Nécessité d'activer le
WiFi

BLE Non Moyen  Elevé Elevé Partiel Nécessité d'activer le
Bluetooth

Capteur de chaise  Non Elevé Elevé Elevé Non Manque les sujets
debout

Vibration Non Elevé Elevé Moyen Non Evolutivité :
maintenance

DEL Oui Non Elevé Moyen Non Maintenance

RFID Non Moyen  Elevé Elevé Partiel Inconvénient :

manque les visiteurs

Zigbee Non Moyen  Elevé Elevé Partiel Inconvénient;
manque les visiteurs

UwB Non Elevé Elevé Bas Non Mauvaise
performance dans les
environements
encombrés
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Chen et al. (2018) ont examiné tous les capteurs indiqués dans le Tableau 2.1 en utilisant
une variété de parametres d'évaluation, y compris l'infrastructure actuelle, le co(t, les
préoccupations en matiere de confidentialité, la précision de détection, la précision
d'estimation et les contraintes. Ces mesures d'évaluation sont essentielles pour que les
praticiens sélectionnent la meilleure solution en fonction de leurs besoins spécifiques. Si
le type de capteur spécifié fait déja partie de l'infrastructure actuelle d'un batiment, la
solution n'entrainera aucun colt supplémentaire. Cependant, si de nouveaux capteurs
sont nécessaires, le colt peut étre un sujet de préoccupation majeur dans les applications
réelles.

La précision de la détection ou de I'estimation de I'occupation, également connue sous le
nom de précision de détection ou d'estimation, est cruciale car elle influence la
performance globale du systéme, tels que les systemes de gestion de |'éclairage et de la
climatisation basés sur I'occupation (Agarwal et al., 2010; Leephakpreeda, 2005). Un autre
probléeme critique a résoudre est celui des questions de confidentialité, qui ont été
abordées dans Jia et al. (2017), ou une architecture améliorée pour la confidentialité en
gestion de la climatisation basée sur I'occupation a été congue. Chaque type de capteur a
des avantages et des inconvénients uniques en ce qui concerne l'estimation et la
détection de l'occupation. Pour améliorer les performances, combiner plusieurs types de
capteurs est une solution excellente car les divers capteurs peuvent compenser les limites
des uns et des autres.

Il existe plusieurs techniques d'estimation et de détection de |'occupation pour chaque
type de capteur. Cependant, comparer diverses algorithmes peut souvent étre difficile.
Pour permettre la comparaison des méthodes dans les domaines de la vision par
ordinateur et de la surveillance non intrusive des charges, des ensembles de données de
référence tels qu'lmagenet (Deng et al., 2009) et BLUED (Filip, 2011) ont été fournis. Les
ensembles de données populaires pour la prédiction et la détection de I'occupation dans
les applications basées sur les compteurs intelligents sont I'ECO (Kleiminger et al., 2013)
et SMART* (Chen et al.,, 2013). Ces ensembles de données de référence permettent
I'évaluation et la comparaison de diverses techniques d'estimation et de détection de
I'occupation.

2.4Développement d'un modele de Markov caché pour la prédiction de I'occupation

Le modele de Markov caché (MMC) est une technique statistique populaire pour la
modélisation des données, la détection de motifs et la classification (Depatla et al., 2015).
Ces dernieres années, le MMC a prouvé sa capacité a prévoir une variété de types de
données, y compris les chiffres d'occupation et la consommation d'énergie dans les
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batiments. Des recherches antérieures ont développé le MMC de maniére approfondie,
démontrant sa grande précision de prédiction.

Le MMC fonctionne en considérant |'état actuel, qui dépend de I'état précédent, tout en
gardant |'espace des états caché pour I'observateur. La probabilité de transition et la
probabilité d'émission du modele sont également cachées. Le MMC convertit les données
d'entrée séquentielles en un score pour les séquences futures, qui constitue la sortie du
modele. La Figure 2.1 illustre la structure d'un MMC, y compris les états cachés et les
observations émises par chaque état caché selon la distribution de probabilité d'émission
(Baum & Eagon, 1967; Momenzadeh et al., 2019).

Pn'FT

ﬁm?ﬁ

Po,1 F’z 1 L2

Pn-1,n
S ——>» 8 Transitiop Transition n- — 8
0 Transition ! —rqgj—l-[ﬁﬂ Tenareg Transition 4
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3 $+—— 2
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Figure 2.1: La structure du MMC identifie les états cachés (Sn), la probabilité des transitions entre les
états (P), et les observations (Xn) (Alfalah, Shahrestani, & Shao, 2023).

2.5 Application du modele de Markov caché (MMC) dans la prédiction de |'occupation
Candanedo et al. (2017) ont utilisé le MMC pour estimer le calendrier d'occupation dans
une structure résidentielle. Le modele a été créé en utilisant des données obtenues a
partir de nombreux capteurs, y compris des capteurs de température, d'humidité, de
dioxyde de carbone, de lumiere et d'état d'occupation. Les statistiques d'occupation ont
été recueillies sur une période d'un mois, en éliminant les jours ou le batiment était vide.
Le programme a prédit avec précision les schémas d'occupation typiques pour les sept
jours suivants (Candanedo et al., 2017).

Dans une autre étude, Ruy et Moon (2016) ont employé le MMC pour prévoir le nombre
d'occupants dans le banc d'essai de controle intégré des batiments de I'Université de
Dankook (BICT). Sur une période de sept jours, des données ont été recueillies sur les
schémas d'occupation, les niveaux de dioxyde de carbone, la température, la
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consommation de lumiere et I'utilisation des appareils. L'algorithme a réussi a prévoir les
niveaux d'occupation de la semaine suivante (Ryu & Moon, 2016).

L'algorithme s'est révélé tres précis pour prévoir I'état d'occupation pour les deux heures
suivantes (Liu et al., 2016).

Lam et al. (2009) ont utilisé le MMC pour prévoir les taux d'occupation dans un bureau
en espace ouvert. Plusieurs capteurs, y compris des capteurs de température, de dioxyde
de carbone, d'humidité et de mouvement, ont collecté des données a intervalles de 1
minute pendant 55 jours. Le modele a prédit les taux d'occupation hebdomadaires avec
une précision moyenne de 68 % (Lam et al., 2009).

Plusieurs recherches ont créé des modeéles de réseaux neuronaux artificiels (ANN) pour la
prédiction de I'occupation des batiments. Zuraimi et al. (2017) ont développé un modele
ANN pour prévoir le nombre de personnes dans un amphithéatre. Les données
d'occupation, acquises sur 80 jours ouvrables a I'aide d'une caméra et de capteurs de
dioxyde de carbone, ont été comptées manuellement a partir de photographies de la
caméra. Le modele a prédit le nombre d'occupants pour les cing jours ouvrables suivants
et a démontré une excellente capacité prédictive mesurée par l'erreur quadratique
moyenne (RMSE) (Zuraimi et al., 2017).

Ekwevugbe et al. (2013) ont utilisé un modéle ANN pour prévoir les taux d'occupation
dans un bureau en espace ouvert. Au cours d'un mois, six habitants ont été détectés a
I'aide de données provenant de capteurs PIR, de capteurs de dioxyde de carbone, de
capteurs de température, de détection sonore et de caméras. Le modeéle a anticipé les
taux d'occupation pour les 10 jours suivants (Ekwevugbe et al., 2013).

Ashouri et al. (2019) ont utilisé des signaux Wi-Fi pour collecter des données d'occupation
d'un immeuble de bureaux et entrainer un modele ANN. Les données ont été recueillies
sur deux jours pour prévoir les niveaux d'occupation du lendemain. Le modele a prédit
les nombres d'occupants avec une précision de 90 % pendant les jours ouvrables (Ashouri
et al., 2019).

Alam et al. (2017) ont utilisé des données de capteurs de dioxyde de carbone d'un seul
lieu de travail pour créer un modeéle de réseau neuronal artificiel (ANN) qui prédisait le
nombre d'occupants le jour suivant. Le modele a montré d'excellentes performances
prédictives (Alam et al., 2017).
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Chapitre 3

Méthode récursive de SSD

Dans cette section, nous présentons I'approche pour estimer de maniéere récursive les
parametres du MMC généralisé de Dirichlet en maximisant la fonction de log-
vraisemblance donnée comme suit:

Mag) 1 MZiBptx(3-1)

T, T(ay) A1 1\%0
D (X1)A
<Z l=1(ﬂ_l> )

SSD(X|U) = p(x1,X2,.., X0)=

ou

U= (ay,..,an, L1, ..., Bn, D) est le vecteur des parametres positifs et
_yD
Qo = Li=1 A1,
xi>0,i=1...D.

Nous allons calculé la log- vraisemblance

ap

Log SSD(X| U)=log(T'(g)) — log TTE., T'(e) — log A + log [12., f, 2 x (£ - 1) -

1og< b, (;—;)Ai> B (3.2)

Ceci peut étre simplifié comme suit et D'équation finale est:
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INGE

D
log SSD(X|U) = logF< ai> —logl_[F(ai) — (D —1)logA
i=1

1]
[y

i

S Elia;log B + 132, a;logx; — nlogx; — 5 (B2, @) log BL, 7.

En considérant maintenant le MMC, la densité de probabilité logarithmique de
I'observation selon chaque état du MMC est:

L(rt; U)=log[ 3;Ng=1 14 SSD(X| U)],

ou Tiq est la probabilité d'étre dans I'état g

(3.3)

(3.4)

Comme mentionné ci-dessus, le maximum de la fonction de log-vraisemblance (3.3) doit
étre calculé, puis les dérivées partielles de I'expression par rapport a a; et 5; et A, 1<i<D

doivent étre dérivées comme suit.

dlog SSD(X|U)

2, =y, ) — 1/}(0(]) —log,BJ + - logx] ——long 13
dlog SSD(X|U) 1a;
s - AB,+ — (Y2, l)(ﬁj
dlogSSD(X|U) —(D+1) . 1
2 aA = +A_2 ?=1allog:81 i= lallogxl+ (Z 1a)10g2
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P(x) est la fonction digamma, qui est définie comme la dérivée logarithmique de la
fonction Gamma. Maintenant, la probabilité que le systéeme soit dans I'état spécifique q
a l'instant t étant donné I'observation x est:

[ 10gSSD(xt| U )] /[ M1t 9 1ogSSD(xe| U )], (3.8)

ou
1<g<N et N est le nombre d'états.
"9 est La probabilité d'étre dans I'état q au temps t.
Par conséquent, le nombre total de fois qu'il y a une transition depuis |'état g est:

Y o1 e <% log SSD(x¢| U <®) /Y, N1 e 9> log SSD (x¢| U ), (3.9)

ou
1<g<N et N est le nombre d'états.

Parce que la probabilité totale de chaque séquence d'observations est calculée en
additionnant toutes les séquences d'états possibles, chaque observation est attribuée a
chaque état en proportion de la probabilité que le modele soit dans cet état lorsque le
vecteur a été observé. Ainsi, les parameétres de la densité de probabilité du MMC peuvent
étre ré-estimés en sommant ces moyennes pondérées.

Sur la base de l'explication de la vraisemblance complete de chaque séquence
d'observation chez Vaiciulyté et Sakalauskas (2020), les moyennes pondérées sont
appliquées. Par conséquent, la formule par lots de a et B en considérant |'état spécifique
g et selon les équations (3.7), (3.8) et (3.9) est:

a; =LY B, a;) —log ) (3.10)
lZT_ Ln(xt(s) Hg logSSD(xt| U < q >)) .1
i T2 3N [logsSDxtlU <j>) 17 g logSSD&tU <q>)
- 3 _ _Z '
A % 57 [171ogSSD(xt| U <j >) TLai=1 yn Hi% log SSD(xt|Uj)

N T/ logSSD =
j=111;10gSSD(xt| U < q>)
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B = fj(Z?ﬂ ;)% . (3.11)

[Zl ca;logBi + P, ay) (logZ x') Y« logxl-] , (3.12)

= Dt1 =1p

ou
1<g<N, 1ss,i<D.

En supposant que les estimations des parametres ne changent pas significativement avec

(qs)

de nouvelles observations, nous pouvons approximer le parametre a, ~“en utilisant les

estimations précédentes du parametre agq %) Cela conduit a des équations de mise a jour

récursives simples et bien définies.

Dans la méthode récursive proposée, les parametres a, B et A sont mis a jour en fonction
de leurs valeurs estimées lors de I'observation précédente au temps t-1. Les équations
mises a jour gue nous avons dérivées sont les suivantes:

0/ = mlogSSD (x,|UT) , 1<q<N . (3.13)
q
VVt(q.S) Vl/t(qls) + IOg(xt)e Vl/t(_qls) ‘ (314)
N6
q_ .4 if 6 g
yt - yt—l + t(zﬁl\;let{ yt_1> . (315)

th = ﬂgmgssﬁﬂ(xAUq) ) (3.16)
t
() v q
ar =a,_4 + - (ZN_SGI at_1> . (3.17)

i
2 (3.18)

(™ = Y@ YL, @) — 1log B
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@) = (q S a)x, . (3.19)

A ~ D+l [ZD railog by + (i ) (logzl 13) Xty logxt] (3.20)

Prevue: Voici la démonstration de la formule expliquant comment récupérer w et y sont
respectivement.

e a 1 6
Ve =yt—1+ ZN 91_% 1

o
Ve =t—1ZZN 91 (ZN 31 t—1221 ) l)

J=1"i

=1yt 12’“ 7
q
VVt(qS) — VVt(_qls) +1 log(xf)e —I/Vt(_qls)
t ZN 6]
j=1"t

1 (§ log(x;) 9q> N 1 [log(xf) Qiq Z log(x;) ]
r_ N pJ + N _ YN @)
t—1 ) YN 9 t ijl 6; t—1 0:

J=1"i 111

W(q s) ¢ log(xt)eq
i=1 ZN 9] *
J=1"i
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1{ v
(q-s) s q
a;=a;,_; +— (—N 7 at_1>
t Zj=1 et

t—1ZzN 91 (ZN 91 t—lzzy19>

va

Z:llzv j -
Yj=19;

La méthode d'estimation des parametres du modele de Markov caché (MMC) avec
échelle décalée est décrite dans I'Algorithme 1. Cette technique se compose de deux
parties principales :

e Calculerles valeursde 6, w, y, V et a a I'aide des équations. (3.13)-(3.17).

e Mise a jour des valeurs ay, Bt, et A en se basant sur les équations. (3.18) a (3.20).
Les probabilités d'état initiales, les probabilités de transition, a, B, et A sont toutes
sélectionnées aléatoirement a l'instant t = 1. L'objectif est de déterminer les
valeurs optimales de a, B, et A afin que les états cachés soient correctement décrits
par notre modele proposé.

Avec cet algorithme de classification récursive, nous répétons le processus de maniere
itérative jusqu'a ce que le critere de terminaison soit satisfait (c'est-a-dire jusqu'a ce que
la différence entre les valeurs des parameétres aux iterations t et t-1 soit inférieure a un
seuil € = 0.5). Nous procédons ainsi en recevant des données d'observation en temps réel
et en mettant a jour les parameétres a, B, et A. Pour ce faire, nous avons divisé les données
en ensembles d'entrainement et de test. Nous effectuons I'étape E et I'étape M décrites
dans I'Algorithme 1 a chaque itération pendant I'entrainement jusqu'a ce que la condition
de terminaison soit remplie. Une fois les paramétres a, B, et A mis a jour, ils peuvent étre
utilisés sur I'ensemble de données de test pour identifier et étiqueter les états cachés.

Nous utilisons la regle de Bayes pour déterminer la condition la plus probable pour
chaque ligne de données lors des tests. En utilisant la regle de Bayes, nous pouvons
déterminer la probabilité d'attribuer un certain état a une ligne de données particuliere;
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I'état avec la probabilité la plus élevée est considéré comme |'état caché le plus probable
pour les données observées.

Algorithme 1 : Algorithme d'espérance-maximisation récursif pour l'estimation
des parametres du MMC Dirichlet décalé et mis a I'échelle

Résultat: &, ", Br% et AT, 1<t<T,1<s<K1<q<N

Initialisation : paramétres initiaux o, E,A probabilité initiale de chaque état et
probabilité de transition entre les états

Entrée : chaque ligne du jeu de données; x;, 1 <t < T
1:tant que €>= @, — &, 1, E>= B, — Bs_4 €t €>=A, — A,_, faire
2: Normaliser le vecteur d'entrée x;;
3: Etape E
4: Calculer les valeurs de 87, w;7*”, v, y¥;
5: Etape M:
—<q,5> F<q> A<q>

6: Mettre a jour lesvaleursde a, """, B, "7, A,

7: fin tant que

La premiere étape de la procédure consiste en l'initialisation aléatoire des parametres
pour le MMC et les distributions prises en compte pour les données. Ensuite, la procédure
continue en boucle sur les étapes E et M jusqu'a ce que la condition de terminaison soit
remplie. Ce critéere, noté € et fixé a 0.5, est basé sur la variation entre les valeurs
précédentes et actuelles de chaque parametre a la fin de chaque itération de boucle.
Comme mentionné précédemment, chaque boucle modifie les valeurs en fonction de
nouvelles lignes de données qui sont introduites dans le modéle. Nous supposons que
chaque ligne du jeu de données représente une certaine période, donc les parametres
sont ajustés en fonction de I'ajout de nouvelles données.

41



Chapitre 4

Résultats expérimentaux

4.1 Données réelles : Détections d'occupation dans les batiments intelligents

Dans cette section, nous utilisons deux ensembles de données réelles différents pour la
catégorisation binaire et multiclasses des occupants dans les batiments intelligents afin
d'évaluer nos modeles proposés. Les informations recueillies au fil du temps créent une
série chronologique ou chaque ligne représente les caractéristiques d'une piece, y
compris le nombre de personnes l'utilisant a un moment donné. Cette configuration
permet de résoudre le probleme de I'apprentissage par lots avec de grands ensembles de
données en permettant un entrainement incrémental du modele, avec des parametres
ajustés a mesure que chaque nouvelle ligne de données est traitée.

Notre principal objectif en testant le modele sur des ensembles de données d'occupation
est d'améliorer l'automatisation des systemes CVC (chauffage, ventilation et
climatisation) dans les batiments intelligents. L'objectif est de réduire la consommation
d'énergie et d'accroitre le confort des résidents afin de soutenir les décisions stratégiques
en gestion des installations. Le systéme d'automatisation d'un batiment intelligent utilise
des capteurs pour collecter des données environnementales, telles que la température,
I'humidité relative et la concentration de CO2, et intégre ces informations. Grace a ces
données de capteurs, nous sommes en mesure d'estimer le nombre d'habitants. Notre
modele de Markov caché (MMC) utilise le nombre d'occupants pour représenter les états
cachés et les données des capteurs pour servir d'observations.

Etant donné qu'il existe un nombre infini d'états (n), nous initialisons uniformément les
probabilités d'état (matrice m) pour chaque expérience. Les paramétres de chaque
distribution et la matrice de transition sont attribués de maniere aléatoire dans leurs
plages respectives. Les criteres de terminaison de l'algorithme sont fixés a € = 0.5 pour
éviter une récursion infinie. Notre modele récursif met a jour les parameétres lorsqu'un
nouvel enregistrement de données est introduit, en traitant chaque enregistrement dans
nos ensembles de données de séries temporelles comme se produisant a une nouvelle
étape temporelle.
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4.2 Ensemble de données de classification binaire (Ensemble de données de détection
d'occupation)

Le premier ensemble de données, qui provient du dép6t de I'Université de Californie a
Irvine (UCI) pour l'apprentissage automatique, est lié a la détection d'occupation et a été
utilisé pour tester nos modeles. La distribution des cing caractéristiques des séries
temporelles qui composent cet ensemble de données est illustrée dans la Figure 4.1:

e Température (en Celsius)
e Humidité relative

e Lumiere (en Lux)

e CO2(enppm)

Ratio d'humidité (kg de vapeur d'eau/kg d'air, déterminé a partir de la
température et de I'humidité relative)

Cette technologie permet des ajustements de parametres en temps réel, garantissant une
prédiction précise de I'occupation et une gestion efficace des ressources du batiment.

Pour offrir un apercu global de I'ensemble de données, sa distribution en fonction de
chaque caractéristique est présentée dans la Figure 4.1.
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Figure 4.1.: Visualisation des données de détection d'occupation selon différentes caractéristiques
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Tableau 4.1: Parametres estimés pour le MMC de Dirichlet et le MMC de Dirichlet décalé et mis a
I'échelle pour I'ensemble de données de détection d'occupation

Modele Nombre Parametres
d'Etats
SSD-MMC 2 _10.19 0.19 0.54 3.04 0.18

““lo24 097 014 095 0.21

g = 432 4.08 6.68 042 0.08
1.05 0.89 0.61 039 0.87

A= [0.4714 0.1908]

D-MMC 2 a
_ [0.5064 0.51725 0.6047 75.7309 0.4605
0.2574 0.2601 1.5703 18.0087 0.2432

Le tableau 4.1 présente les valeurs des parametres pour deux modeles, SSD-MMC et D-
MMC, tous deux fonctionnant avec deux états. Pour le modéle SSD-MMC, les parametres
a , B et A sont fournis sous forme de matrices, montrant différentes caractéristiques de
transition et du systeme. Le modéle D-MMC n’inclut que le parameter a, avec une valeur
significative de 75,7309 dans un état, suggérant un écart possible ou une différence
majeure par rapport aux autres valeurs. Les valeurs des deux modeles mettent en
évidence des variations dans le comportement des systemes, le modele SSD-MMC ayant
plus de parametres pour capter la complexité du systéme par rapport a la structure plus
simple du D-MMC.

Tableau 4.2: Exactitude, F-mesure, Précision et Rappel (en pourcentage) pour le MMC de Dirichlet et le
MMC de Dirichlet décalé et mis a I'échelle appliqués a I'ensemble de données de détection d'occupation

Modeéle Exactitude F-mesure Précision Rappel
SSD-MMC 78.85 69.67 62.43 78.85
D-MMC 75.74 63.10 66.62 75.74
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Le tableau 4.2 compare les métriques de performance, notamment |'exactitude, la F-
mesure, la précision et le rappel, entre les modeles SSD-MMC et D-MMC. Le modele SSD-
MMC affiche une exactitude plus élevée (78,85 %) et une F-mesure supérieure (69,67 %)
par rapport au modele D-MMC, indiquant une meilleure performance globale. Bien que
le D-MMC obtienne une précision légerement supérieure (66,62 %) par rapport au SSD-
MMC (62,43 %), ce dernier compense avec un meilleur taux de rappel (78,85 %). Ces
résultats suggerent que le SSD-MMC offre une performance plus équilibrée, excellant a
la fois en exactitude et en rappel, ce qui en fait un choix plus adapté pour le jeu de
données donné.

4.3 Ensemble de données de classification multiclasses (Ensemble de données d'estimation
d'occupation)

L'objectif de cet ensemble de données est d'estimer le nombre de résidents dans les
batiments intelligents, variant de 0 a 4 occupants, ce qui se traduit par cing états cachés
dans le modele. L'ensemble de données provient d'une étude menée dans un bureau a
I'Institut de Technologie de Grenoble en France (Nasfi et al., 2020). Les données ont été
collectées a l'aide de trente capteurs mesurant divers facteurs, tels que le mouvement, la
consommation d'énergie, la pression acoustique et la position de la porte (Amayri et al.,
2020). Pour examiner le modeéle, nous avons divisé I'ensemble de données en ensembles
d'apprentissage et de test. Les données d'apprentissage sont utilisées pour estimer les
parametres du modele, et le modele entrainé est ensuite appliqué aux données de test
pour la classification afin d'estimer le nombre d'occupants.
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Figure 4.2: Visualisation des données d'occupation des bureaux selon différentes caractéristiques
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Tableau 4.3: Valeurs des paramétres pour le MMC de Dirichlet et le MMC de Dirichlet décalé et mis a
I'échelle pour les données d'occupation de bureaux

Modele

Nombre
d'Etats

Parametres

SSD-MMC

5

0.35178301

L0.78872879

4.31346452
0.78959527
0.60864214
1.83194899

L0.97936623

0.28502811

1.0619052 0.35015903

0.48944358

0.87170831
0.65445811
0.43242496
0.74162169

0.95856731

0.36851808
0.25926703
0.44595897

0.55743195
0.76106531
0.47870529
0.58207724

0.24964398

A=[17.8892 0.9219 0.2245 0.1518

12.11835854 0.4139514 0.25985511 0.26498811 7
0.63830235 0.2799971 0.24187599 0.22238216

0.37353690
0.23820305
0.94121382

0.495097347
0.55817991
0.38156932
0.48368069

0.34923551.
0.3594]

D-MMC

[2.7746

2.5784
0.4348
1.8384

l0.3054

a =

0.8220
0.3424

0.8180
0.9840

0.9850

0.8797
0.8706
0.0873
0.4037

0.4771

1.0617]

0.8711
0.0590
0.3731
0.5966J

Le tableau présente les valeurs des parameétres pour les modeles SSD-MMC et D-MMC,
tous deux configurés avec cing états. Le modele SSD-MMC inclut des matrices détaillées
pour les paramétres a, B et A, reflétant une structure plus complexe visant a capturer
diverses transitions et comportements d'états. En revanche, le modele D-MMC ne fournit
qgue la matrice du parameter a, ce qui suggéere une structure plus simple. La présence de
valeurs plus élevées dans A pour le SSD-MMC (par exemple, 17,8892) indique des

differences significatives dans

la pondération des états pouvant influencer la

performance. Ces différences mettent en évidence le fait que le SSD-MMC pourrait offrir
une compréhension plus nuancée des dynamiques du systeme, tandis que le D-MMC se
concentre sur une représentation plus simple.
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Tableau 4.4: Exactitude, F-mesure, Précision et Rappel (en pourcentage) pour le MMC de Dirichlet et le
MMC de Dirichlet décalé et mis a I'échelle pour le jeu de données d'occupation des bureaux

Modele Exactitude F-mesure Précision Rappel
SSD-MMC 80.53 74.19 69.31 80.62
D-MMC 75.00 67.66 73.85 75.00

Le tableau 4.4 compare les métriques de performance, notamment |'exactitude, la F-
mesure, la précision et le rappel, entre les modeles SSD-MMC et D-MMC. Le modele SSD-
MMC affiche une exactitude plus élevée (80,53 %) et une F-mesure supérieure (74,19 %)
par rapport au modele D-MMC, indiquant une meilleure performance globale. Bien que
le D-MMC obtienne une précision légérement supérieure (73,85 %) par rapport au SSD-
MMC (69,31 %), ce dernier compense avec un meilleur taux de rappel (80,62 %). Ces
résultats suggerent que le SSD-MMC offre une performance plus équilibrée, excellant a
la fois en exactitude et en rappel, ce qui en fait un choix plus adapté pour le jeu de
données donné.

Conclusion

Ce travail présente une nouvelle approche utilisant les modeles de Markov cachés (MMC)
pour estimer l'occupation dans les batiments intelligents. Pour décrire les données
d'observation de la probabilité d'émission dans les MMC, nous utilisons la distribution de
Dirichlet décalée et mise a I'échelle. Nos algorithmes ont démontré leur capacité a prédire
avec précision le nombre d'occupants dans une piéce, un facteur crucial pour optimiser
['utilisation de I'énergie dans les systemes de batiments intelligents, en utilisant des
données réelles d'occupation. Nos modeles récursifs simplifient le traitement en
réduisant la complexité temporelle a un temps linéaire, ce qui entraine des économies
substantielles en termes de ressources informatiques et d'utilisation de la mémoire par
rapport aux méthodes de traitement par lots standard.

Le modele de Markov caché (MMC) de Dirichlet décalé et mis a I'échelle offre des
améliorations significatives par rapport au MMC de Dirichlet conventionnel dans
plusieurs domaines critiques. L'un des progres les plus notables est sa capacité a intégrer
des facteurs de décalage et de mise a I'échelle, permettant une modélisation plus précise
et nuancée des données de séquence. Cette capacité améliorée permet une
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représentation plus flexible des distributions sous-jacentes, ce qui est particulierement
bénéfique pour la gestion des données avec une imprévisibilité et un bruit inhérents. Par
conséquent, le MMC de Dirichlet décalé et mis a I'échelle démontre une performance
prédictive supérieure en identifiant mieux les connexions temporelles et les motifs dans
les données.

Au-dela de son exactitude et de sa robustesse, le MMC de Dirichlet décalé et mis a
I'échelle se distingue par sa plus grande adaptabilité. Il est particulierement bien adapté
a la gestion de jeux de données complexes et diversifiés en raison de sa flexibilité a
s'adapter a des séquences de durées variées et a des motifs dynamiques. Cette
adaptabilité garantit des performances élevées dans un large éventail d'applications, y
compris l'analyse de séquences biologiques et la reconnaissance vocale. En revanche, le
MMC de Dirichlet conventionnel, dépourvu de ces propriétés adaptatives, peut avoir du
mal a faire des prédictions précises dans des scénarios aussi variés.

Un autre avantage notable du MMC de Dirichlet décalé et mis a I'échelle est son efficacité
computationnelle. En rationalisant les processus d'estimation des parametres et
d'inférence, ce modele réduit la complexité computationnelle globale et les besoins en
ressources. Cette efficacité accélere non seulement I'analyse, mais rend également le
modele plus pratique pour les applications a grande échelle. En comparaison, le MMC de
Dirichlet classique implique souvent des colts computationnels plus élevés, ce qui peut
étre prohibitif dans des environnements en temps réel ou a ressources limitées. Dans
I'ensemble, la précision, la flexibilité et I'efficacité du MMC de Dirichlet décalé et mis a
I'échelle en font une alternative supérieure au MMC de Dirichlet conventionnel, offrant
des avantages significatifs pour I'analyse des données de séquence. Par conséquent, la
latence et la charge de mémoire sont considérablement réduites. En raison de sa
complexité linéaire et de son besoin minimal de puissance de calcul importante, ce
modele récursif est trés efficace pour diverses taches de classification qui utilisent le
modele MMC de Dirichlet décalé et mis a I'échelle.

Une stratégie d'apprentissage basée sur la distribution de Dirichlet décalée et sur les
concepts MMC a été développée pour apprendre les parametres. Comme |'établissement
d'états cachés pour chaque observation est supervisé, les résultats passés ne sont pas
stockés pendant le processus d'entrainement; a la place, les valeurs des paramétres
prédites sont mises a jour au fur et a mesure que de nouvelles données sont regues. Ces
valeurs mises a jour sont ensuite utilisées pour calculer les états cachés les plus probables
pour chaque nouvelle observation de données en utilisant la regle de Bayes pour garantir
la meilleure correspondance possible pendant la phase de test.
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Nous avons démontré que la distribution de Dirichlet décalée et mise a |'échelle surpasse
la distribution de Dirichlet réguliere dans les taches de modélisation impliquant des MMC.
Des données réelles ont validé |'efficacité du MMC de Dirichlet décalé et mis a I'échelle
par rapport au MMC de Dirichlet. De futures recherches pourraient se concentrer sur
I'amélioration des méthodes d'initialisation et le développement de techniques
sophistiquées de sélection des caractéristiques et d'évaluation de la qualité des données
pour améliorer encore plus la précision du modele.
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Annexe

Ce code est écrit en Python. Python est un langage de programmation de haut niveau,
simple et puissant, utilisé pour une variété d'applications, notamment le calcul
scientifique, l'intelligence artificielle, |'apprentissage automatique, I'analyse de
données, et bien plus encore.

Les bibliotheques comme NumPy, Pandas, SciPy, et Scikit-learn, utilisées dans ce code,
sont toutes des bibliotheques Python bien connues pour effectuer des calculs
mathématiques, de I'analyse de données et de I'apprentissage automatique.

import numpy as np

import math

import pandas as pd

from scipy.special import gamma

from scipy.special import psi

from scipy.stats import dirichlet

from sklearn.metrics import precision_recall _fscore support as score
from sklearn.metrics import accuracy_score

from collections import Counter

#print(scipy.stats._file )

def initialize_func(n_state,n_dimension):

#transition = np.random.uniform(size=(n_state,n_state))

#transition = transition / transition.sum(axis=1, keepdims=1)
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#transition = np.array([[0.71771497, 0.28228503], [0.38484181, 0.61515819]])
#transition = np.array([[0.71771497, 0.28228503], [0.38484181, 0.61515819]])
transition = np.array([[0.64639276 ,0.35360724],

[0.37410949, 0.62589051]])

print("this_is_transition:", transition)

#print("trans:",transition, sum(transition[0]))

#emission = np.random.rand(n_state, n_dimension)#instead of n_state matrix each
has n_dim row, i assume D matrix

#beta_emission = np.random.rand(n_state, n_dimension)

emission = np.array([[ 1.2989732, 0.80458251, 0.52224264, 23.59781059 ,
0.09792764],

[0.15241287, 0.16904466,0.67130707, 2.91505114 ,0.07424541]])

print("init_emiss",emission)

val = 1/n_state
ini_prob_state = np.full((n_state),val)
print("init",ini_prob_state)

return transition, emission, ini_prob_state

def data_func(kind):

if kind == "train"":

read file =  pd.read_csv(r'E:\My_Desktop\python_proj\term  1\dirichle-
hmm\occupancy_data\datatraining.txt')

print("trainnnnn:", type(read_file))
read_file.to_csv(r'diridchlet41.csv')
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observed_main = np.genfromtxt('diridchlet41.csv', delimiter=',")
else:

read file =  pd.read_csv(r'E:\My_Desktop\python_proj\term  1\dirichle-
hmm\occupancy_data\datatest2.txt')

read_file.to_csv(r'diridchlet_test14.csv')

observed_main = np.genfromtxt('diridchlet_test14.csv', delimiter=",")

observed = observed _main[1:]

observed = observed[:, 2:]
print(observed[1],"\n")#,np.sum[np.exp.observed])
observed_shape = observed.shape
print("indatafunc",observed_shape)

return observed_shape,observed

def normalize_func(observed _norm,observed shape):

print("in_normalize:", observed_shape, sum(observed_norm),
np.sum(observed_norm))

print("in_normalize:",observed_norm([0])
observed_norm = observed_norm / 100
foriin range(observed_shape[0]):

X = np.exp(observed_normli])

observed_norm[i] = x / np.sum(x)#axis = 0

return observed_norm
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def dirichlet_func(output, alpha):

return dirichlet.pdf(output, alpha)

def Generalized_Dirichlet_func(output, alpha, beta):#start at index 0 to n-1
eta =]
result=0
foriin range(n_state):
part_1=gamma(sum(alpha, beta)) / gamma(alpha) * gamma(beta)
print("type_partl", type(part_1))
part_2 = math.pow(outputli], (alphali] - 1))
print("type_partl", type(part_1))
if i == n_state - 1:
eta [i] = beta[i-2] - 1
else:
eta[i] = beta[i] - alphali+1] - beta[i+1]
part_3 = math.pow((1 -np.sum(alphal:i+1])), etali])
print("type_partl", type(part_1))
result = part_1 * part_2 * part_3
print("type_partl", type(part_1),"resss:",result)

print("result_of GD _IS:", result)

def update_transition_func(n_state, n_dim, data,ini_prob, tr_mat, emi_mat):
n_col = n_state * n_state
n_output = len(data) - 1
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compu_mat = np.ones([n_output, n_col])
#print("identity:", n_col, n_output, n_state, n_dim, compu_mat)
for k in range(n_output): #k represents the output sequence of row k,k+1
foriin range(n_state):
index = n_state * i
for jin range(n_state):
compu_mat[k][index + j] = ini_prob[i] * tr_mat[i][j] \
* dirichlet_func(data[k], emi_mat[i])\

* dirichlet_func(data[k+1], emi_mat[j])

each_prob =]

foriin range(n_col):
each_prob.append(compu_mat([:,i].sum())

max_prob =[]

foriin range(n_output):
max_prob.append(np.max(compu_mat[i]))

total_prob = sum(max_prob)

return each_prob, total_prob

def pi_calculate_func( state_prob_pre, transition):# i@t = A A- 1@ta"’1.
#print("new pi",np.dot(transition, state_prob_pre))
if time ==0:
return state_prob_pre

else:
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return np.dot(transition, pi_calculate_func(time - 1, state_prob_pre, transition))
return np.dot(state_prob_pre, transition)

def teta_calculate_func(state_prob_curr, state, alpha_time, observ_seq_time):

first_val = np.log(gamma(np.sum(alpha_time)))
second_val = np.sum(np.log(gamma(alpha_time)))
third_val = np.multiply( (alpha_time[-1] -1) , np.log(observ_seq_time[-1]))

fourth_val = np.sum(np.multiply((alpha_time[0:-1] - 1),(np.log(observ_seq_time[0:-
1)

logDir = first_val - second_val + third_val + fourth_val

#print("logdir",logDir)

return state_prob_curr * logDir

def w_calculate_func(time, teta_max, sumation_teta, w_pre_time):
#print("in_w_calculated")

if time == 0:

return
np.divide((np.multiply(np.log(observed_norm[0]),teta_max)),sumation_teta)

else:
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return w_calculate_func(time-1, teta_max, sumation_teta)\

+ (1/time) * (np.divide((np.multiply(np.log(observed_norm[time-
1]),teta_max)),sumation_teta)

- w_calculate_func(time - 1, teta_max, sumation_teta))

return w_pre_time + (1 / time) *
(np.divide((np.multiply(np.log(observed _norm|[time]), teta_max)), sumation_teta) -
w_pre_time)

defy_calculate_func(time, teta_max, sumation_teta, y_pre_time):
#print("in_y_calculated")
if time ==0:
return np.divide( teta_max, sumation_teta)
else:
return y_calculate_func(time-1, teta_max, sumation_teta) + \
(1/time) * (np.divide(teta_max, sumation_teta) -

y_calculate_func(time - 1, teta_max, sumation_teta))

returny_pre_time + (1/time) * (np.divide(teta_max, sumation_teta) -y _pre_time)

def alpha_calculate_func(alpha, w, y):
val = psi(np.sum(alpha)) + np.divide(w, y)
print("this_is_val:", val,"hereeeee", psi(np.sum(alpha)), np.divide(w, y))
return (1 / np.log(1 + np.exp(-val)))
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def assign_class_func(prob_arr, dir_prob):

assign_label = np.multiply(prob_arr, dir_prob)

my_defined_label = np.argmax(assign_label, axis = 1)

return my_defined_label

def update_alpha_func(time):
if time ==0:
pass
else:

pass

#epsilon = 0.5#0.19 #was 0.9

n_state=2

observed_shape, observed = data_func("train")
#separate class label

class_lable = observed|:,-1]
#print("lable",class_lable)

observed = observed[:,:-1]

#print("observedd")

n_dimension = observed_shape[1] - 1 # omit the class lable column

observed_norm = normalize_func(observed, observed_shape)
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print("ressL", sum(observed_norm(0]))

print("input:", n_state, n_dimension)

transition, emission, init_prob = initialize_func(n_state, n_dimension)

print("dd,",observed_norm[1], emission[1])

state_prob_curr = init_prob

time = observed_shape[0]

flag = O#[0,0]

emission_new = np.ones([n_state, n_dimension])
teta_arr =]

sum_arr=0

epsilon = 0.66 #8:36#0.6

#ind = int(class_lable[j])

#if (flag[ind] ==1 andj>2)orj>500:

for jin range(time):

if j > 35:
break

print("thisistimee",j)
ind = int(class_lable[j])
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if flag ==-91:# and j > 20:#j>23

#emission_new(ind] = emission[ind]#np.ones([n_state, n_dimension])

continue
#ind = int(class_lable[j])
#if (flag[ind] ==1 andj>2) orj>500:

H# break

else:

state_prob_curr = pi_calculate_func(state_prob_curr, transition)

#print("atelseee")

teta_arr=1]

foriin range(n_state):# for each state call this function to calculate sum teta_arr

teta_arr.append(teta_calculate_func(state_prob_curr[i],
observed_norm([j]))# i=ith state

#print("jjjj:",j,observed_normlj])

#print("teta:")

sum_arr = sum(teta_arr)
ifj==0:

w = np.divide((np.multiply(np.log(observed _norm[0]),
sum_arr)

y = np.divide(teta_arr[ind], sum_arr)
#print("hereiis:::", w, y)

else:

#print("summmmarr:", teta_arr, n_state)

w = w_calculate_func(j, teta_arr[ind], sum_arr, w)
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#print("w:is:", w)

y =y_calculate_func(j, teta_arr[ind], sum_arr, y)
#print("y:is:")
emission_new(ind] = alpha_calculate_func(emission[ind], w,y)

#print("emission", emission_new(ind],emission[ind])#,emission_new,
type(emission_new))

#print("hereee")
emission_change = abs(emission_new(ind] - emission[ind])
#print("emi_chane",emission_new,"**",emission,'%%%')
emission[ind] = emission_new(ind]
if (emission_change < epsilon).all():

print("done!", j)

#print("final_emission_is:",emission)

flag=1

#each_prob, total prob = update_transition_func(n_state, n_dimension,
observed_norm, init_prob, transition, emission)

#each_prob = np.array(each_prob)/total_prob

#for i in range(n_state):

# transition[i] = each_prob[i*n_state:i*n_state+n_state]
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#transition = transition / np.sum(transition, axis=1, keepdims=1)

#print("normal_new_trans", transition)

print("test_data")

final_label =[]

test_data_shape,test_data = data_func("test")
n_rows = test_data_shape[0]

new_dimension = test_data_shape[1] - 1
print("new_dimmmmmmm:", new_dimension)
#separate class label

test_lable = test_data[:,-1]

test_data = test_datal:,:-1]
test_data_norm = normalize_func(test_data, test_data_shape)
new_dimension2 = test_data_norm.shape[1] - 1

print("newwwww_dimeen",new_dimension2)

unigie, count = np.unique(test_lable, return_counts=True)
#print("datatest", test_data_norm[0], count, type(count), unigie)
print("number of whole datatest:")

prior_prob = count/ n_rows

dir_prob = np.ones([n_rows, n_state])

print("myprob:", prior_prob)

foriin range(n_rows):
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for jin range(n_state):

dir_probl[i][j] = dirichlet_func(test_data_norm[i],emissionj])

final_label = assign_class_func(prior_prob, dir_prob)
#print("test_lables:", final_label)

uni_final, count_final = np.unique(final_label, return_counts=True)

confusion_mat =[0,0,0,0]

foriin range(n_rows):

if (test_lable[i] == 0 and final_label[i] == 0) :
confusion_mat[0] +=1

elif (test_lable[i] == 1 and final_label[i] == 1):
confusion_mat[1] +=1

elif (test_lable[i] == 0 and final_label[i] == 1) :
confusion_mat[2] +=1

else:#(test_lable[i] == 1 and final_label[i] == 0)

confusion_mat[3] +=1

print("confusion", confusion_mat)
accuracy =((confusion_mat[0] + confusion_mat[1])/n_rows) * 100

#f score = (confusion_mat[0]/(confusion_mat[0] + 0.5*(confusion_mat[2]
confusion_mat[3]))) * 100

f score
((confusion_mat[0]+confusion_mat[1])/((confusion_mat[1]+confusion_mat[0])
0.5*(confusion_mat[2] + confusion_mat[3]))) * 100

print("result",count_final,uni_final,"gg",count, unigie,'\n’,
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"accuracy_is:",accuracy,"f-score;", f_score)

print("alpha_is:", emission)

acc = accuracy_score(test_lable, final_label)

precision, recall, fscore, support = score(test_lable, final_label, average='weighted')

print("con_mat:", acc, fscore, precision, recall, support )
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