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Résumé

La transition énergétique actuelle vise à moderniser les systèmes électriques pour les rendre

plus durables, équitables et fiables. Dans cette transition, les réseaux électriques sont devenus

des systèmes complexes intégrant diverses ressources énergétiques renouvelables et distribuées,

des véhicules électriques, des systèmes de stockage et de nouvelles charges intelligentes.

Cependant, il est nécessaire d’innover dans les mécanismes de gestion du réseau pour exploiter

au mieux toutes ces ressources et garantir leur bon fonctionnement. Dans ce contexte, différents

mécanismes ont été proposés pour remplacer la structure hiérarchique traditionnelle du réseau

et pour rendre la gestion décentralisée et efficiente. L’un de ces mécanismes est l’énergie

transactionnelle (ET), qui permet à toutes les parties prenantes de participer à des marchés

de gré à gré pour acheter des services énergétiques. De cette manière, les consommateurs et

les générateurs concluent des contrats bilatéraux pour répondre à leurs besoins et maintenir

l’équilibre dynamique du réseau. Ces contrats déterminent les prix, les quantités d’énergie et les

services associés. Par ailleurs, l’ET cherche à améliorer l’efficacité technique et économique du

réseau, de sorte qu’elle encourage des procédures standardisées pour l’échange d’informations

et pour découvrir la valeur des services.

Le paradigme de l’ET représente un défi pour certains utilisateurs qui ne sont pas habitués à

participer aux marchés de l’énergie. C’est le cas des utilisateurs résidentiels qui jouent un rôle

passif dans les mécanismes de gestion traditionnels et qui bénéficient des prix réglementés.

Pour cette raison, ce projet propose de développer un agent automatisé qui représente les

utilisateurs résidentiels et qui facilite leur participation à un marché de ET. L’objectif de

cet agent est de trouver le plan de consommation approprié en considérant l’utilité perçue

par les utilisateurs et le coût de l’énergie. L’agent proposé s’appuie sur des comportements

asynchrones pour collecter des informations et interagir avec le marché.

Tout d’abord, l’agent doit interagir avec son environnement local afin de connaître les res-

sources derrière le compteur et de planifier sa consommation. Dans cette interaction, l’agent

doit connaître la contrôlabilité des appareils et modéliser leur dynamique de façon appropriée.

De plus, il faut tenir compte que les conditions de fonctionnement des appareils changent au
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cours du temps, de sorte que les modèles doivent être adaptés. À cette fin, une technique de

gestion des données utilisant la validation croisée a été développée pour entraîner les modèles

avec les données les plus récentes et les plus pertinentes.

Ensuite, l’agent doit interagir avec l’environnement transactionnel pour obtenir des offres

de marché et décider la meilleure stratégie de consommation. Cette stratégie dépend de

l’élasticité-prix (la sensibilité de la demande aux variations de prix) de l’utilisateur ou de

l’évaluation économique de l’utilité. Afin d’inclure ces informations dans les transactions, on

utilise un système de recommandation qui suggère une valeur de l’élasticité en fonction du

comportement historique de l’utilisateur. Le système facilite la participation des utilisateurs en

leur permettant d’exprimer leurs préférences par des choix simples.

Comme résultat de l’intégration de ces procédures dans une architecture logicielle, l’agent

développé est capable de représenter un utilisateur résidentiel dans un marché de ET à

terme. Dans le cadre de ce projet, les systèmes de chauffage sont considérés comme des

charges contrôlables dans les résidences en raison de leur facilité d’utilisation et du fait qu’ils

représentent la plus grosse charge résidentielle en hiver dans des pays comme le Canada. Par

conséquent, les agents automatisés trouvent la meilleure stratégie de consommation en tenant

compte du confort thermique des utilisateurs. Les résultats des transactions démontrent la

faisabilité de l’intégration de ces agents dans les mécanismes de ET pour progresser vers une

gestion décentralisée et efficace du réseau électrique.
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Abstract

The ongoing energy transition encourages the modernization of electric power systems to make

them more sustainable, equitable, and reliable. As a result, the grids have become complex

systems that integrate distributed renewable resources, electric vehicles, e-storage systems,

and new smart loads. Although, it is necessary to develop new management mechanisms to

exploit these resources and guarantee the grid operation. In this regard, different mechanisms

have been proposed to change the traditional hierarchical management of the grid and make it

decentralized and more efficient. One of the most promising mechanisms is the transactive

energy (ET) that allows all stakeholders to participate in over-the-counter markets to acquire

energy services. In this way, consumers and generators set prices and quantities of energy and

services in bilateral contracts while keeping the dynamic balance of the grid. Besides, ET looks

for technical and economic efficiency, so it promotes standard procedures for information

exchange and value discovery.

The ET paradigm poses a challenge for customers that are not familiar with energy markets.

That is the case of residential customers who have had a passive role in traditional grid

management mechanisms by relying on regulated prices. For that reason, this project aims

to develop an automated agent that represents the residential customers and facilitates their

participation in energy transactions. The objective of this agent is to find an appropriate balance

between the customer’s utility and the electricity cost. The proposed approach is based on

asynchronous behaviors to fulfill the agent’s tasks and interact with the environments.

Firstly, the agent needs to interact with the local environment to know the behind-the-meter

resources and plan the consumption. In this procedure, the agent needs to know the applian-

ces’ capabilities and model their dynamics accordingly. It is relevant to note that operative

conditions for the appliances change in time, so the models need to be adapted. In this sense,

we develop a data management technique to train the agent models with the most recent and

relevant data.

Afterwards, the agent needs to interact with the transactive environment to get the market offers

and find the optimal consumption strategy. This strategy depends on the price elasticity of the
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customer and its willingness to pay. In order to include this information in the transactions, we

develop a recommender system that suggests an elasticity value according to the historical

customer behavior. This system eases the customers’ participation but not limits its capacity

to impose preferences in transactions.

Integrating all these procedures into a software architecture results in an agent that is able

to participate in a forward market on behalf of a residential customer. In this project, space-

heating systems are considered as controllable loads due to their availability in countries

like Canada. Thus, the automated agent maximizes the customer’s utility by balancing the

thermal comfort and the electricity cost. The transaction results demonstrate the feasibility of

integrating these agents into grid management mechanisms to advance towards decentralized

and efficient power systems.
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Chapitre 1 - Introduction

1.1 Contexte générale de recherche

Le monde est actuellement confronté à de nombreux défis environnementaux tels que la lutte

contre le changement climatique et la pollution des éléments abiotiques. Ces défis exigent une

transition énergétique vers une exploitation durable des ressources qui limite l’augmentation

de la température moyenne mondiale à 1,5 °C par rapport aux niveaux préindustriels. Plusieurs

études indiquent que permettre une augmentation supérieure à cette limite causerait des

dommages irréversibles à la planète et à nos sociétés [1]. Les activités humaines ont déjà

induit une augmentation d’environ 1 °C, et avec les mesures actuelles, la limite de 1,5 °C

pourrait être atteinte d’ici 2040 [2]. Il est nécessaire de proposer un programme de travail avec

des actions concrètes pour préserver l’environnement.

Lors de la récente convention COP 26, plus de 40 pays ont convenu d’éliminer progressivement

les investissements dans les systèmes à base de charbon et de maintenir la croissance des

émissions de gaz à effet de serre qui contribuent au réchauffement climatique en dessous

de 2 % [3]. Toutefois, cette réduction de l’exploitation des combustibles fossiles n’est pas

suffisante pour éviter la limite de l’augmentation de la température mondiale. Les projections

du groupe d’experts des Nations Unies (ONU) indiquent qu’il sera nécessaire de réduire de

moitié les émissions de gaz à effet de serre au cours de la prochaine décennie et de parvenir

à une consommation net-zero d’ici à 2050 [4]. Net-zero signifie qu’au cours d’une période

donnée, la consommation des ressources est égale à la production locale. En outre, l’ONU

précise que pour réduire l’inégalité causée par le réchauffement climatique, il est nécessaire

de remplacer le modèle centralisé d’exploitation des ressources par des systèmes distribués.
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Le changement dans la gestion des ressources ne doit pas devenir un obstacle au dévelop-

pement économique. La lutte contre le changement climatique doit s’accompagner d’une

augmentation des énergies renouvelables et une amélioration de l’efficience de la consom-

mation d’énergie. De cette manière, nous serons capables de maintenir un niveau adéquat

de bien-être social à mesure que la population augmente [5]. Les énergies renouvelables qui

devraient se développer dans les années à venir sont le solaire (13 %/an), l’éolien (9,6 %/an) et

les biocarburants (9,2 %/an) [6]. Du côté de la consommation, l’efficience doit augmenter dans

tous les secteurs, bien que les secteurs résidentiels et les transport présentent les meilleures

marges d’amélioration (en conservant la productivité, la consommation diminue 2,5 %/an et

0,3 %/an respectivement) [6].

Dans ce contexte, les systèmes électriques sont devenus le cœur de la transition énergétique

grâce à leur grande efficience par rapport aux autres systèmes énergétiques. En conséquence,

de nombreux gouvernements ont lancé des plans d’électrification des activités économiques

[7]. Pour atteindre l’objectif d’une consommation net-zero en 2050, au niveau mondial, le

secteur industriel doit être électrifié à 69 %, les systèmes de chauffage résidentiel à 32 %, la

cuisson des aliments à 48 %, le transport léger à 77 % et le transport lourd à 44 % [8]

Les stratégies des plans d’électrification sont diverses, mais leurs objectifs peuvent être

encadrés en trois critères : durabilité, équité et sécurité [9]. La durabilité fait référence au

maintien du développement et du bien-être social sans compromettre les ressources pour

les générations futures. L’équité consiste à garantir des services énergétiques pour tous à

un coût abordable. La sécurité fait référence à la fiabilité, à la résilience et à l’adéquation

des infrastructures. Le perfectionnement de ces indicateurs est la clé pour relever les défis

environnementaux et soutenir le développement économique.

Dans un effort pour améliorer la durabilité, les ressources renouvelables ont été intégrées à

différentes échelles dans les systèmes électriques. Cependant, la nature variable et intermittente

de certaines de ces ressources constitue un défi pour le maintien de l’équité et de la sécurité du

service d’énergie électrique. Par exemple, le manque de prédictibilité de l’énergie éolienne et

de l’énergie solaire photovoltaïque empêche de les inclure dans un modèle de planification
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économique qui minimise le coût total de fonctionnement du système [10]. Par conséquent,

dans de nombreux scénarios, il a été résolu d’accompagner les énergies renouvelables d’autres

ressources à réaction rapide telles que le gaz naturel [11]. Dans ces situations, la sécurité est

privilégiée au détriment de la durabilité et de l’équité.

Afin de moderniser les systèmes électriques et de faire progresser la transition énergétique,

il est nécessaire d’innover dans les ressources flexibles visant à compenser la variabilité des

énergies renouvelables [12]. Les cadres réglementaires doivent éviter que la flexibilité d’un

système électrique soit basée sur les combustibles fossiles. En fait, il existe des sources de

flexibilité moins coûteuses qui peuvent également être efficaces, telles que la gestion de la

demande et les reconfigurations du réseau [13]. Ainsi, la tendance à la baisse des prix des

dispositifs de stockage d’énergie à grande échelle pourrait les rendre intéressants en tant que

sources de flexibilité dans un futur proche [14].

L’intégration des différentes sources de flexibilité doit se faire en considérant leur capacité,

coût et l’échelle de temps dans laquelle elles peuvent fonctionner. En général, les sources

de flexibilité sont classées selon la durée de leur intervention en ressources opérationnelles,

d’équilibrage ou de coordination [15]. Les ressources opérationnelles sont celles qui réagissent

dans des délais inférieurs à une minute, comme l’inertie des générateurs, les batteries et

les reconfigurations du réseau. Les ressources d’équilibrage réagissent en un intervalle de

quelques minutes, comme la gestion à la demande, ou les dispositifs de stockage thermique ou

d’hydrogène. Les ressources de coordination réagissent à des intervalles de quelques heures,

ou même de quelques jours, comme le réajustement des unités de génération.

Bien que toutes les ressources de flexibilité puissent contribuer au maintien de l’équilibre

du réseau, la gestion de la demande résidentielle est considérée comme l’une des ressources

ayant le plus grand potentiel, en raison des perspectives d’électrification [16]. Dans des pays

comme le Canada, le secteur résidentiel représente déjà 33 % de la consommation totale

d’électricité et cette proportion devrait augmenter à moyen terme grâce au développement de

nouveaux appareils et aux mesures de télétravail [17]. L’engagement du secteur résidentiel

sera essentiel pour gérer le réseau et être en mesure d’intégrer davantage de ressources de



4

génération renouvelables. Il convient de souligner que les opportunités offertes par ce secteur

en matière de flexibilité ne doivent pas compromettre la qualité du service aux utilisateurs

[18]. Cela signifie que les utilisations finales de l’énergie ne sauraient être limitées : l’énergie

des véhicules électriques doit satisfaire les besoins de mobilité, l’énergie des chauffages doit

assurer le confort thermique, etc.

En termes de mécanismes de gestion pour l’intégration des ressources de flexibilité, l’énergie

transactionnelle (ET) est une des solutions les plus attrayantes car elle vise à maximiser

le bien-être social et à mieux répartir les bénéfices entre tous les agents du réseau. Pour

cela, l’ET utilise les évaluations économiques des services énergétiques pour allouer les

ressources en tenant compte des contraintes techniques du système. Différents acteurs tels

que les producteurs, les consommateurs et les détaillants peuvent alors exprimer leur volonté

de payer ou de vendre des services et participer aux décisions d’équilibrage du réseau. L’ET

s’oppose à la structure hiérarchique traditionnelle du réseau car il favorise le partage de

l’information et l’optimisation distribuée [19]. En fait, chaque agent optimise individuellement

ses objectifs et, grâce aux interactions avec les autres, ils atteignent l’équilibre du système.

L’une des principales caractéristiques de l’ET est l’utilisation de réseaux de communication

bidirectionnels afin que les acteurs du réseau puissent négocier, coordonner ou coopérer

en fonction des services qu’ils peuvent offrir ou dont ils ont besoin. Donc, l’ET peut être

considérée comme une application des technologies des réseaux intelligents (SGT) car elle

nécessite une infrastructure d’interconnexion cyberphysique [20]. De plus, l’ET repose sur les

principes de modularité, d’adaptabilité et d’évolutivité, de sorte que les couches de données et

les composants physiques doivent être normalisés, observables et contrôlables [21].

Le champ d’application de l’ET est suffisamment large pour permettre l’intégration de toutes

les ressources de flexibilité et de tous les acteurs du secteur de l’électricité [22]. En fait,

le concept de l’ET peut être mis en œuvre à différents niveaux du réseau avec différents

types de marchés. Par exemple, dans les réseaux de distribution, il est possible de créer

des marchés locaux avec des acteurs tels que les générateurs distribués, les détaillants en

énergie, les agrégateurs de demande, les organismes de surveillance, les prosommateurs et les
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utilisateurs. La diversité des acteurs et des interactions ne doit pas empêcher le mécanisme de

l’ET d’atteindre son objectif d’équilibrage du système électrique et d’efficacité économique.

Pour parvenir à un système électrique entièrement géré par l’ET, il sera nécessaire d’intégrer

plusieurs marchés locaux. À cette fin, les contrats à terme sont largement recommandés car ils

laissent le temps à tous les agents de coordonner et d’intégrer leurs opérations [23]. L’idée

d’un contrat à terme est que les parties (acheteurs et vendeurs) conviennent librement de la

fourniture d’un service dans le futur. De cette façon, un marché de gros peut alors trouver son

équilibre en intégrant les contrats précédemment convenus sur les marchés locaux.

1.2 Motivation

Les nouvelles possibilités offertes par des technologies telles que l’ET invitent à repenser le

rôle de tous les acteurs d’un système électrique, tant pour maintenir le fonctionnement du

système que pour améliorer des bénéfices aux utilisateurs. Les avantages de ces technologies

pour accroître le bien-être social ont été théoriquement démontrés [22]. Toutefois, il faut

trouver des stratégies pour faciliter la participation et la mise en œuvre des mécanismes

de l’ET. En particulier pour le secteur résidentiel, qui représente une part importante de la

demande, il est nécessaire de modifier son rôle passif dans la gestion du réseau électrique.

Il convient donc d’identifier les raisons qui motivent les utilisateurs à mettre en œuvre des

solutions technologiques et à moderniser leurs systèmes de gestion de l’énergie. Parmi ces

motivations figurent la réduction des coûts, l’amélioration de la fiabilité du service, la réduction

des pertes et les bénéfices environnementaux.

Dans le cadre de l’ET, les clients résidentiels seront tenus responsables de réagir aux signaux

du marché qu’ils reçoivent des autres agents pour gérer leur consommation d’énergie. Cette

interaction est essentielle pour atteindre l’équilibre du réseau où le prix de l’énergie reflète

les évaluations économiques des services [24]. Le prix d’équilibre indique également la

distribution et le niveau d’accès aux services énergétiques, même si les clients négocient

de manière égoïste [25]. Il faut souligner que l’ET permet aux agents non seulement de

négocier, mais aussi de coopérer et coordonner pour poursuivre des objectifs communs,

comme l’amélioration de la durabilité d’un système électrique.
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L’évolution du rôle des clients résidentiels constitue une difficulté pour ceux qui n’ont pas

l’habitude de participer aux transactions énergétiques. Il est donc nécessaire de développer

des agents automatisés qui facilitent la participation dans les mécanismes de l’ET. De plus,

ces agents aideront les utilisateurs à respecter les engagements pris sur les marchés, ce qui

rendra le fonctionnement du réseau plus fiable. Les agents automatisés ont plusieurs tâches à

remplir, dont les principales sont les suivantes :

— Les agents automatisés doivent modéliser la consommation et la dynamique des res-

sources derrière le compteur pour évaluer la faisabilité des stratégies de consommation.

Cette prévision des ressources doit être effectuée de manière efficace afin de pouvoir

répondre rapidement aux exigences du marché.

— Les modèles construits par les agents perdent de leur précision au fil du temps en

raison de l’évolution des conditions de fonctionnement des appareils. Par conséquent,

les modèles doivent s’adapter aux nouvelles conditions.

— Les modèles des différentes ressources doivent être intégrés dans la stratégie de

consommation pour que l’agent automatisé puisse maximiser l’utilité du client.

— Les agents automatisés doivent également connaître les préférences des clients avant

de participer à des transactions. Si les agents ne tiennent pas compte des préférences,

ils ne peuvent pas garantir le meilleur équilibre entre le coût et le confort.

Pour les utilisateurs, il faut aussi envisager des alternatives afin de contribuer à la gestion du

réseau qui n’affectent pas le confort. Au Canada, une alternative particulièrement intéressante

est le contrôle des systèmes de chauffage. Ces systèmes représentent environ 66% de la

consommation du secteur résidentiel et leurs méthodes de contrôle ont été largement étudiées

[26]. De plus, les règlements et les normes de construction garantissent que les bâtiments

résidentiels ont une isolation thermique, ce qui fournit un certain niveau de stockage thermique

[27]. On peut donc tirer parti de ce stockage pour modifier la consommation de chauffage sans

réduire sensiblement la température.

1.3 Problématique

Les développements récents des mécanismes de l’ET ont dépassé les défis particuliers des

clients résidentiels pour se concentrer sur les besoins du réseau électrique [22]. Il a été
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supposé en plusieurs occasions que la demande d’énergie correspondrait aux exigences

du système sans analyser en détail les besoins des clients. Cependant, le succès de l’ET

dépend de la participation active des clients aux négociations sur l’énergie. Pour cette raison,

le problème central de ce projet de recherche est de faciliter la participation efficace des

utilisateurs résidentiels (consommateurs et prosommateurs) dans les mécanismes de l’ET par

le développement d’un agent automatisé. Cet agent interagit avec les ressources de la résidence

et le marché transactionnel pour formuler une stratégie optimale de consommation d’énergie

selon les besoins du client. De plus, l’agent automatisé doit présenter des informations simples

afin que l’utilisateur puisse facilement comparer les compromis entre le coût et l’utilité.

En ce qui concerne l’interaction avec le mécanisme de l’ET, il est nécessaire de définir le type

de marché auquel l’agent va participer. Dans ce cas, on considère un marché à terme dans

lequel un agrégateur de demande lance un processus de négociation en demandant à l’agent

résidentiel automatisé la consommation prévue pour une période définie. Cette interaction

correspond à un jeu de Stackelberg, où l’agrégateur est le leader et l’agent résidentiel le

suiveur [28]. Sous ces conditions, la stratégie de consommation de l’agent résidentiel est

formulée avec des informations complètes, en se fiant aux signaux qu’il reçoit de l’agrégateur.

Comme hypothèse dans ce projet, on considère que la conception du marché ne fournit pas

d’incitations pour les agents résidentiels à mentir sur leur consommation. On n’envisage pas

non plus la possibilité pour les agents résidentiels de communiquer entre eux ou s’engagent

dans des transactions de pair-à-pair (P2P) [29].

A partir de la définition du marché et les interactions des agents, les défis pour le développement

de l’agent résidentiel automatisé se détaillent de la manière suivante :

— Afin de modéliser la consommation, il faut connaître la contrôlabilité des ressources

derrière le compteur. Pour les appareils que l’agent ne peut pas contrôler, il est toujours

nécessaire d’estimer la demande d’énergie. En fait, il est possible d’agréger la demande

d’équipements non contrôlables et d’utiliser des modèles de boîte noire basés sur des

données qui se focalisent sur la performance de l’estimation. En revanche, pour les

appareils que l’agent peut contrôler, il est nécessaire de modéliser leur dynamique
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avec un certain degré d’interprétabilité pour évaluer la faisabilité des stratégies de

consommation. Le défi consiste à identifier un modèle qui fournit une exactitude et

une précision acceptables selon chaque type de charge pour formuler la stratégie de

consommation et réagir en temps requis aux signaux du marché.

— Afin d’adapter les modèles, il est nécessaire d’analyser l’évolution des conditions

de fonctionnement des systèmes modélisés. Dans le contexte résidentiel, les change-

ments peuvent être à la fois graduels et soudains. Par exemple, la dégradation des

appareils peut apparaître progressivement alors que le renouvellement des appareils

est un changement soudain. Même les changements dans les conditions de fonction-

nement peuvent être dus à des variables de calendrier de nature récursive, car ils

sont liés au comportement des utilisateurs. Plusieurs méthodes d’adaptation ont été

proposées pour différents modèles afin de faire face soit aux changements graduels ou

aux changements soudains [30]. Néanmoins, il est nécessaire d’étudier en détail les

changements qui peuvent se produire dans ce contexte spécifique et de formuler une

stratégie d’adaptation qui les prend tous en compte.

— Pour concevoir les modèles de ressources, les adapter et formuler une stratégie de

consommation, l’agent automatisé a besoin d’une méthode structurée de traitement de

l’information. À cet égard, le paradigme de programmation orientée agent constitue une

alternative intéressante car il permet de définir les comportements réactifs et proactifs

de l’agent de manière asynchrone [31]. De cette façon, l’agent peut agir de manière

proactive pour collecter toutes les informations dont il a besoin à travers diverses

sources et réagir à temps lorsqu’il reçoit un signal de l’agrégateur de demande. Le

défi consiste à proposer une architecture logicielle qui intègre tous les comportements

requis par l’agent et qui soit facilement réalisable afin de ne pas limiter l’extensibilité

des mécanismes de l’ET.

— Pour inclure les préférences des utilisateurs dans les processus de décision, diverses

méthodes d’apprentissage actif ont été développées pour demander directement aux

utilisateurs les paramètres nécessaires à un problème d’optimisation. Toutefois, cette

approche n’est pas adaptée aux utilisateurs inexpérimentés tels que les utilisateurs

résidentiels. Par contre, il faut définir la façon de présenter des informations simples et
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facilement comparables afin que ces utilisateurs puissent exprimer leurs préférences.

Il convient aussi de mettre en œuvre un système de recommandation qui apprend

des choix précédents de l’utilisateur pour suggérer des décisions appropriées dans de

nouvelles conditions [32]. Ainsi, l’agent sera plus autonome dans ses interactions sur

le marché en évitant de consulter l’utilisateur à chaque fois.

1.4 Objectifs et contributions

Pour répondre à la problématique exposée, ce projet propose de développer un agent automatisé

avec des techniques d’apprentissage adaptatif pour participer de manière appropriée à un

système transactionnel. Les étapes proposées pour atteindre ce but sont résumées dans les

objectifs spécifiques suivants :

— Caractériser les systèmes derrière le compteur des consommateurs et des prosom-

mateurs résidentiels pour connaître leurs possibilités dans les mécanismes d’énergie

transactionnelle.

— Formuler une méthode d’apprentissage adaptative qui tient compte des profils de

consommation et de leurs variables explicatives afin de fournir des informations aux

agents pour la prévision et la planification dans un marché à terme.

— Intégrer la méthode d’apprentissage dans l’architecture d’un agent automatisé pour

contrôler les appareils en fonction des signaux du marché.

— Analyser les méthodes de collection de données appropriées pour compléter les infor-

mations requises pour les transactions et réduire la complexité pour les utilisateurs.

La réalisation de ces objectifs a donné lieu à trois contributions principales

— Une nouvelle méthode d’apprentissage adaptative basée sur la validation croisée

pour les agents résidentiels. La méthode est non itérative, de sorte qu’elle est moins

complexe sur le plan informatique que les autres méthodes de la littérature. De plus, la

méthode permet de conserver une seule fenêtre de données pour entraîner plusieurs

modèles, car elle prend en compte différents critères avant d’éliminer les données.



10

— Une architecture logicielle pour des agents résidentiels automatisés composée de

comportements asynchrones. Ces comportements définissent la manière dont l’agent

collecte les informations nécessaires pour participer à un marché à terme de l’ET.

Parmi les comportements, il y a aussi un processus d’optimisation pour trouver la

stratégie de consommation la plus appropriée pour l’utilisateur.

— Un système de recommandation basé sur un processus gaussien qui permet de modéli-

ser les préférences des utilisateurs. Ce système de recommandation a été développé

spécifiquement pour les préférences de confort thermique, de sorte que l’agent peut

l’utiliser pour contrôler les systèmes de chauffage. Avec ce système, on définit la

manière dont l’utilisateur peut configurer ses préférences sans être obligé de connaître

les détails techniques des transactions ou les paramètres du système de commande.

1.5 Méthodologie

La méthodologie proposée pour répondre aux objectifs de ce projet de thèse est structurée

en quatre étapes. Dans une première étape, on définit le protocole d’interaction de l’agent

résidentiel dans l’environnement transactionnel et les signaux qui seront échangés. À cette

fin, on a analysé l’état de l’art des plateformes de l’ET pour identifier les signaux les plus

fréquemment utilisés par les consommateurs d’énergie. Ensuite, on développe l’architecture

logicielle de l’agent résidentiel en intégrant les comportements (modules ou processus) qui

lui permettent de réaliser ces tâches. Puis, on analyse comment l’agent peut caractériser son

environnement local. Pour ce faire, il est nécessaire d’identifier les besoins en matière de

modélisation des charges résidentielles et concevoir une méthode d’adaptation appropriée pour

l’agent. Finalement, on définit l’interaction avec l’utilisateur pour fermer la boucle de contrôle

des charges résidentielles. Dans ce cas, un système de recommandation a été développé afin de

simplifier les informations demandées aux utilisateurs et de rendre la participation de l’agent

au système de l’ET plus autonome. La validation de la méthodologie proposée a été faite avec

des données réelles de consommation de la région du Québec, Canada.



11

1.5.1 Définition de l’environnement transactionnel

La théorie des jeux est le cadre conceptuel pour l’analyse des stratégies d’agents rationnels.

Dans le cas d’un marché de l’ET sur lequel un agrégateur de demande intervient en tant

que leader, la configuration approprié pour décrire la dynamique du marché est le jeu de

Stackelberg [33]. Selon cette configuration, l’agrégateur commence l’interaction avec les

agents résidentiels en envoyant un signal de prix à tour de rôle et il attend que chacun réponde

avec son plan de consommation. Ainsi, les agents résidentiels formulent leur stratégie à chaque

fois en s’appuyant sur les informations de l’agrégateur. Après un certain nombre de répétitions

de cette interaction, l’agrégateur obtient assez d’informations pour établir des contrats à terme

avec chaque agent. La seule marchandise considérée est l’énergie active, les messages sont

donc simplement des vecteurs du prix ou de consommation pour la période du marché. Comme

condition de fonctionnement, l’agrégateur doit savoir à l’avance quels agents il coordonne et il

doit s’assurer que tous participent aux transactions. L’interaction entre les agents est illustrée

dans la Figure 1-1.

FIGURE 1-1 Processus d’interaction séquentielle

Habituellement, les mécanismes de l’ET sont conçus pour être déployés sur des protocoles

de communication de haut niveau (tels que XMPP 1) sans aborder les aspects des couches

inférieures [34]. Pour permettre à l’agrégateur d’identifier les agents résidentiels avant de

commencer la négociation, ces derniers envoient un message d’inscription annonçant qu’ils

sont prêts à participer. Ainsi, l’agrégateur crée la liste des agents et lance le processus séquentiel

1. Extensible Messaging and Presence Protocol
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de négociation. Une fois que le profil agrégé de demande est favorable, l’agrégateur envoie un

message d’approbation (un accusé de réception en informatique) à tous les agents résidentiels.

La Figure 1-2 résume cette interaction dans le langage de modélisation unifié des agents

(AUML). Étant donné que les agents poursuivent un contrat à terme pour la provision d’énergie

dans une période futur, le temps requis pour effectuer le processus séquentiel n’est pas un

facteur critique.

FIGURE 1-2 Interaction entre un agrégateur de demande et les agents résidentiels

Ce projet est focalisé sur les agents résidentiels et il n’est donc pas intéressant d’évaluer

la pertinence des agrégateurs ou le bénéfice économique pour les gestionnaires de réseau.

On part du principe que l’objectif de l’agrégateur est de coordonner les agents résidentiels

afin d’aplanir la demande agrégée (réduire le rapport entre puissance de crête et puissance

moyenne PAR), car c’est une approche habituelle dans la littérature [35]. Par conséquent,

l’agent agrégateur utilisé pour envoyer des signaux de prix ne possède que les comportements

asynchrones suivants : acquisition d’informations sur les prix à partir d’un marché de gros,

enregistrement des clients, optimisation du profil agrégé de demande et communication avec

les agents. L’architecture de cet agent est présentée dans la Figure 1-3.
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FIGURE 1-3 Architecture logicielle de l’agent agrégateur

Tout d’abord, l’agrégateur doit obtenir les paramètres relatifs aux coûts du réseau afin de

formuler une politique tarifaire et la valeur initiale de l’incitatif. L’agrégateur doit également

garder en mémoire le registre des agents résidentiels qui appartiennent à son marché et, si pos-

sible, les classer en tant que consommateurs ou prosommateurs. Dans le bloc d’optimisation,

l’agrégateur met à jour le signal de prix selon les réponses des agents résidentiels et l’objectif

de coordination qu’il a (dans ce cas la réduction du PAR). Enfin, l’agrégateur doit disposer

d’un module de communication pour envoyer les signaux de prix et recevoir les profils de

consommation.

1.5.2 Développement de l’architecture des agents résidentiels

Selon le Pacific Northwest National Laboratory, les agents qui participent à un mécanisme

de l’ET doivent effectuer les tâches suivantes : prévision, planification, contrôle de la charge,

inscription au marché, négociation, vérification et rapprochement [36]. Ces tâches résument

l’interaction de l’agent avec les ressources derrière le compteur et le système transactionnel,

comme le montre la Figure 1-4. Dans le cadre du modèle BDI (beliefs, desires, intentions),

on peut dire que les croyances de l’agent sont exprimées dans les modèles mathématiques

de ressources derrière le compteur, ses désirs sont exprimés dans la fonction objective d’un
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problème d’optimisation, et ses intentions apparaissent avec la solution de ce problème pour

être ensuite communiquées aux autres agents.

FIGURE 1-4 Tâches de l’agent résidentiel

L’agent résidentiel dispose de trois sources d’information : les systèmes de mesure des appa-

reils, les services d’information externes (tels que les services météorologiques) et l’interface

homme-machine (HMI). Il est avantageux pour l’agent de mettre en œuvre une base de données

indexée dans le temps pour sauvegarder les données provenant de ces trois sources. L’agent

doit traiter ces données afin de reconnaître et modéliser son environnement local. Ensuite,

il doit optimiser la stratégie de consommation et établir les signaux de commande pour les

actionneurs des appareils. Il existe plusieurs sources d’incertitude dans les données de l’agent,

de sorte que la consommation réelle peut s’écarter de la stratégie de l’agent. Pour cette raison,

il faut disposer de mécanismes pour concilier les différences sur le marché et permettre à

l’agent de calculer les pénalités pour ses écarts. Toutes les tâches de l’agent mentionnées

ci-dessus sont structurées sous la forme de fonctions asynchrones dans l’architecture logicielle

développée.

Les tâches de l’agent résidentiel peuvent être divisées en deux catégories : la prévision (collecte

et organisation des données) et la planification (formulation de stratégies de consommation). La

partie prévision est généralisable à différents types de marchés car elle dépend des ressources

derrière le compteur. D’autre part, les tâches de planification dépendent des signaux de prix

que l’agent reçoit du système de l’ET, elles sont donc formulées spécifiquement pour le jeu de
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Stackelberg décrite ci-dessus. Pour participer à d’autres marchés, il faut modifier les horizons

d’optimisation ou même les variables de décision.

1.5.3 Caractérisation de l’environnement local et apprentissage adaptatif

À partir du flux de données des systèmes de mesure, l’agent doit générer les modèles des ap-

pareils. Dans cette application, l’agent doit savoir à l’avance si les dispositifs sont contrôlables

ou non, car les modèles requis seront de nature différente. Pour les appareils qu’il ne peut

pas contrôler, il lui suffit de prévoir la consommation. Cela signifie que l’agent peut utiliser

des modèles de boîte noire privilégiant la performance [37]. D’autre part, pour les appareils

contrôlables, l’agent doit connaître leur dynamique et leurs limites de fonctionnement. Donc,

il faut utiliser des modèles qui permettent une meilleure interprétation des caractéristiques

physiques pour ces appareils. Le processus de modélisation des données est illustré dans la

Figure 1-5.

FIGURE 1-5 Modélisation à partir du flux de données

Afin de simplifier la gestion des données et de ne pas rendre les variables des modèles

redondantes, l’agent regroupe les données de toutes les charges non contrôlables et de tous

les dispositifs de génération. Pour évaluer la méthodologie proposée, on a utilisé une étude

de cas basée sur des données de consommation de la région de Québec, CA, qui montrent

une corrélation avec des variables telles que l’heure de la journée et la température extérieure.

Les données du dispositif de génération correspondent à une installation photovoltaïque de

10 kWp. Par rapport à la charge contrôlable, on considère un système de chauffage d’une

seule zone. Pour ce système, on utilise un modèle d’espace d’état qui fournit l’interprétabilité

nécessaire pour déterminer les effets de différentes actions de contrôle.
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L’algorithme proposé pour adapter les modèles des ressources mentionnés ci-dessus considère

que les conditions peuvent changer à des vitesses différentes. Par exemple, les conditions

climatiques qui influencent la consommation changent progressivement tout au cours de

l’année. La dégradation des appareils peut également être considérée comme un changement

progressif. Par contre, le renouvellement des appareils et la déconnexion des modules de

génération provoquent des changements soudains.

1.5.4 Apprentissage des préférences des utilisateurs

L’agent doit connaître les préférences de l’utilisateur afin de le représenter dans les transactions.

Plus précisément, il doit connaître l’élasticité-prix ou la manière dont l’utilisateur valorise

son utilité par rapport au coût de l’électricité. Pour éviter de consulter ce paramètre à chaque

fois, on utilise un système de recommandation qui suggère des valorisations appropriées selon

le comportement historique de l’utilisateur. Cela réduit l’intervention de l’utilisateur, mais

ne limite pas sa capacité à prendre des décisions. Dans le cas du système de chauffage, les

préférences de l’utilisateur sont traduites en termes de confort thermique [38].

Lorsqu’on demande à un utilisateur rationnel quelles sont ses préférences, on prévoit qu’il

choisira les mêmes valeurs dans les mêmes conditions puisque ses préférences en matière de

coûts sont strictement monotones [39]. C’est-à-dire que, face à deux alternatives qui donnent

lieu à des utilités égales (même confort thermique), l’utilisateur rationnel préfère toujours

l’alternative la moins coûteuse. Certains facteurs induisent du bruit dans les décisions de

l’utilisateur, comme l’impatience et l’inattention. Cependant, selon la loi des grands nombres,

il est possible de considérer que les préférences suivent une distribution gaussienne pour les

décisions en variables continues (ou modèle de Mallows pour les préférences discrètes) [40].

Par conséquent, le système de recommandation devient un processus gaussien.

Un avantage de l’utilisation des processus gaussiens est qu’ils réduisent le problème du

démarrage à froid des systèmes de recommandation, car ils peuvent incorporer une distribution

a priori et s’adapter rapidement aux nouvelles données. D’autre part, les équations pour prédire

les prochains états du processus sont bien documentées dans la littérature [41].
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1.6 Structure du mémoire

Au cours de ce chapitre d’introduction, on a énoncé le problème que ce projet de recherche

vise à résoudre dans le contexte général de l’ET, ainsi que la méthodologie pour y répondre.

Le chapitre 2 suivant présente l’état de l’art des différentes techniques mentionnées dans

la méthodologie : en premier lieu, les principales avancées dans le développement d’agents

automatisés pour les marchés de l’électricité et les standards applicables sont décrites. Ensuite,

les systèmes multiagents et les plateformes de l’ET sont analysés pour mieux comprendre

leurs avantages. Puis, on examine en détail les techniques d’apprentissage adaptatif existantes

et la possibilité de les intégrer dans des agents résidentiels. Finalement, les méthodes d’ap-

prentissage des préférences existantes dans la littérature sont présentées avec les interactions

des utilisateurs.

Le chapitre 3 présente les articles publiés comme résultat de ce travail de recherche. Le premier

détaille la technique d’apprentissage adaptatif créée pour répondre aux besoins d’information

de l’agent résidentiel. Le deuxième article établit l’architecture logicielle de l’agent pour

intégrer les différentes techniques d’apprentissage de manière modulaire. Finalement, le

dernier article décrit l’interaction de l’agent avec l’utilisateur et la manière dont l’agent peut

apprendre les préférences.

Le chapitre 4 décrit le montage expérimental permettant de valider les fonctions des agents

résidentiels. Il convient de noter que la mise en œuvre réelle des agents automatisés nécessite

des solutions pratiques pour garantir l,extensibilité du système de l’ET. Par conséquent, ce

chapitre présente également des suggestions d’un point de vue technique pour l’installation

des agents. A titre d’exemple, les modèles créés pour les simulations sont aussi présentés.

Le chapitre 5 présente les possibilités ouvertes par le développement de l’agent résidentiel

automatisé ainsi que la vision d’un système entièrement géré par l’ET. L’approche développée

dans ce projet visant à créer de la valeur pour les clients permettra d’évoluer vers une gestion

distribuée et efficace des ressources. Ce chapitre aborde également les prochaines étapes du

développement des autres acteurs du réseau et l’évolution de l’agent résidentiel pour contrôler
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plusieurs charges. Le chapitre 6 présente enfin les conclusions de ce travail de recherche en

soulignant les principales contributions.



Chapitre 2 - État de l’art

2.1 Agent résidentiel automatisé

Pour faciliter la participation des utilisateurs résidentiels au système de l’ET, on utilise un

agent automatisé programmé sur le matériel local de la résidence. Le concept de programma-

tion orientée agent a été introduit en 1993 comme un paradigme dérivé de la programmation

orientée objet [42]. Dans ce paradigme, un agent est défini comme une entité capable de

raisonner, de prendre des décisions de manière indépendante, de communiquer avec d’autres

agents, de réagir à son environnement et d’exécuter des actions pour atteindre son objectif.

Par conséquent, un agent n’agit pas seulement de manière réactive, mais aussi de manière

proactive, contrairement aux autres approches de programmation conventionnelles. Ce para-

digme a permis d’étendre l’application des agents à diverses domaines telles que la gestion

des communications, l’automatisation, la robotique et les jeux vidéo [43].

Un agent doit posséder des compétences cognitives et sociales pour percevoir l’état de son

environnement et agir de manière autonome en fonction de sa rationalité [44]. Une méthode

largement utilisée pour le développement d’agents automatisés consiste à formuler la structure

du logiciel sous la forme du modèle croyance-désir-intention (BDI), comme le montre la Figure

2-1. Ce modèle intègre des fonctionnalités axées sur des mécanismes d’apprentissage et des

procédures d’optimisation afin de permettre aux agents de prendre des décisions rationnelles.

Il faut considérer que la rationalité d’un agent est limitée par la traçabilité des conséquences

de ses actions, les limites cognitives et le temps disponible pour prendre des décisions. Aussi,

il convient de souligner que les croyances de l’agent sont des modèles mathématiques qui

représentent l’état actuel de son environnement, et peuvent être stochastiques ou déterministes.
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Ensuite, les désirs de l’agent sont généralement formulées comme une fonction objectif d’un

problème d’optimisation. Les intentions apparaissent alors comme la solution au problème

d’optimisation en considérant les croyances que l’agent a sur son environnement. Il existe

d’autres méthodes de développement d’agents qui requièrent la connaissance de la transition

des états dans l’environnement de l’agent, comme le Procedual Reasoning System (PRS) et le

Situation Calculus [45].

FIGURE 2-1 Modèle BDI

Les caractéristiques d’autonomie, de proactivité et de sociabilité des agents les rendent

intéressants pour résoudre les problèmes liés aux réseaux électriques. Au cours des dernières

années, les agents ont été utilisés pour gérer les microréseaux, surveiller et diagnostiquer les

anomalies du réseau, coordonner les protections et planifier le fonctionnement d’un système

électrique [46]. Parmi les avantages de l’utilisation d’agents, on peut citer l’amélioration de

la supervision du système par la distribution des agents et la réduction de la complexité en

évitant les solutions centralisées. De plus, les agents donnent une condition d’adaptabilité au

réseau lorsqu’ils sont capables d’apprendre et de se rajuster à de nouvelles conditions [47].

Les agents sont définis par une architecture logicielle qui décrit les modules qui les composent

et les relations entre eux [48]. Les modules sont communément appelés comportements, car ils

sont initialisés et gérés par l’agent lui-même sans contrôle externe. Les comportements peuvent

être exécutés une fois, périodiquement ou en réaction à des événements dans l’environnement.

L’architecture logicielle définit également la relation entre ces comportements, car ils peuvent

fonctionner de manière asynchrone ou comme une machine à états. Par exemple, un agent peut

utiliser un module pour filtrer les messages qu’il reçoit d’autres agents, et ceci peut déclencher

un autre module cognitif pour préparer une réponse aux messages.
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Dans le contexte du problème transactionnel, différentes architectures logicielles ont été

proposées en fonction du rôle de l’agent. Dans la littérature, il est possible de trouver des

architectures d’agents pour les gestionnaires de réseau, les agrégateurs de demande et les

gestionnaires de groupes de charges spécifiques telles que les véhicules électriques et les

batteries, etc. [49]. Cependant, le développement d’agents pour le secteur résidentiel est

insuffisant, car les solutions se concentrent sur des agents qui ont une meilleure observabilité

du système pour coordonner la demande [50]. En effet, un agent résidentiel n’est pas en

mesure d’observer les actions des autres agents, sa rationalité est donc plus limitée et ses

décisions ne garantissent pas le fonctionnement optimal du réseau. Il faut les coordonner

par l’intermédiaire d’un agrégateur de demande ou d’un agent de niveau supérieur. Il existe

également des approches qui évitent l’utilisation d’agents résidentiels en donnant la possibilité

aux agents des opérateurs de réseau de contrôler directement les charges [51].

Les développements dans le domaine des agents gestionnaires de charges ont aussi intégré

des normes telles qu’ISO 1 14543 qui spécifie les protocoles de communication pour les

équipements du secteur résidentiel, ISO 15067 qui guide les mécanismes de réponse à la

demande, et ANSI/CTA 2 2045 qui fournit un cadre pour les systèmes de communication

modulaires. L’adoption de normes aidera les entreprises intéressées à développer des solutions

pour les clients et à réduire le coût de la technologie [52]. De plus, ils permettent le déploiement

de systèmes plus efficaces avec une granularité plus élevée. Dans une résidence, plusieurs

agents pourraient coexister pour gérer des dispositifs particuliers et même agir de manière

opportuniste pour accroître l’utilité de l’utilisateur [53].

Toutefois, la plupart des approches d’agents proposées ne tiennent pas compte des préférences

des utilisateurs pour prendre des décisions en matière de transactions énergétiques. En fait, le

développement des agents s’est davantage concentré sur les caractéristiques des équipements

et n’a pas suffisamment pris en compte le comportement des utilisateurs. En conséquence,

les systèmes développés donnent l’impression d’imposer des conditions aux utilisateurs et

d’être intrusifs dans la gestion des appareils. Un autre aspect qui n’a pas été bien étudié dans

1. International Organization for Standardization
2. American National Standard / Customer Technology Association
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le développement des agents est le changement des conditions de leur environnement. Bien

que les objectifs de l’agent peuvent rester les mêmes, ses croyances et ses intentions doivent

s’adapter aux informations les plus récentes qu’il possède.

2.1.1 Les plateformes multi-agents

Il est essentiel non seulement d’analyser les lacunes de la recherche sur les agents résidentiels,

mais aussi de comprendre comment les agents interagissent entre eux pour atteindre leurs

objectifs. Au cours des dernières années, les systèmes multiagents (MAS) ont été utilisés

dans divers domaines de l’ingénierie pour la gestion distribuée en raison de leur flexibilité,

extensibilité et autonomie. En particulier, ces caractéristiques sont appropriées pour le contrôle

et la gestion des systèmes électriques qui deviennent de plus en plus complexes en raison de

l’incorporation de ressources distribuées. L’adoption des MAS peut contribuer à la popularisa-

tion de l’ET, car ils favorisent la participation et l’interaction des utilisateurs avec d’autres

acteurs du réseau. Par ailleurs, les MAS améliorent la transparence des marchés de l’énergie

parce qu’ils permettent un audit continu des agents et de leurs interactions. Pour ces raisons,

l’économie computationnelle basée sur les MAS est considérée comme l’une des clés pour le

développement de mécanismes de ET. [54]

L’une des premières applications du MAS sur les marchés de l’énergie apparaît dans les

développements de Bunn en 2001 [55]. Dans ce travail, des modèles automatisés basés sur des

agents sont proposés pour explorer les impacts de la restructuration et de la décentralisation

des marchés de gros en Angleterre. Également pour les marchés de gros, Nicolaisen et al.

[56] ont étudié le mécanisme d’enchères à deux niveaux en utilisant des agents qui prennent

leurs décisions en fonction d’algorithmes d’apprentissage par renforcement. Pour les marchés

locaux, il y a des analyses d’agents capables de décider tant des consommations d’énergie que

des types de contrats [57]. Sur la base de ces études, plusieurs plateformes de simulation ont

été développées, telles que MASCEM (MAS for competitive Electricity markets) de 2003 par

l’Institut polytechnique de Porto [58], AMES de 2017 à l’Université de l’Iowa [59] et TESP

de 2017 par Pacific Northwest National Laboratory (PNNL) [60].

Plus récemment, certaines plateformes ont été élaborées spécifiquement pour l’ET, comme
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le système Volttron développé par le PNNL [61]. L’objectif principal de cette plateforme

est de rendre le marché accessible grâce à des ressources informatiques à faible coût tout

en maintenant l’extensibilité, l’interopérabilité et la sécurité des données. Pour conserver

ces caractéristiques, la plateforme a intégré plusieurs protocoles de communication et a

permis la connexion d’un grand nombre de dispositifs (charges, générateurs et systèmes de

stockage). Cette plateforme permet également d’intégrer le protocole OpenADR, créé par

une alliance d’industries reconnues dans le secteur de l’électricité, qui vise à normaliser les

signaux de gestion de la demande [62]. Cependant, le fait que Volttron soit centré sur les

dispositifs plutôt que sur les utilisateurs rend le système intrusif. Une autre plateforme qui

suit des principes similaires centrés sur les dispositifs est la plateforme EF-Pi développée par

FAN (Flexiblepower Alliance Network), mais elle n’a pas le même niveau d’intégration des

standards commerciaux que Volttron [63].

Les plateformes MAS susmentionnées ont permis d’analyser le couplage entre les marchés

locaux à court terme et les marchés de gros par le biais de l’ET [64]. Ces couplages sont

nécessaires pour améliorer la flexibilité du système et supporter la prise de décision de

chaque agent en divers horizons et niveaux de gestion. Les plateformes ont également permis

d’améliorer la répartition des coûts et de comprendre que les MAS ne sont pas à l’abri des

défaillances du marché, telles que la concurrence imparfaite, les barrières à l’entrée ou les

rationalités limitées [65]. Par ailleurs, il a été possible d’étudier les MAS avec des agents

régulateurs pour harmoniser les interactions et rendre les marchés plus transparents.

Les développements dans le domaine des MAS ont conduit à la création de cadres de référence

visant à normaliser les interactions entre les agents, tant pour les réseaux de distribution que

pour les microréseaux [66]. Par exemple, il existe des patrons pour les interactions entre les

agents résidentiels, les agrégateurs de demande et les détaillants, afin de réduire les coûts de

participation et d’exploiter tous les avantages qu’ils peuvent offrir à un système électrique [24].

Les cadres de référence permettent à ces acteurs du marché de formuler des stratégies alignées

sur les intérêts des gestionnaires de réseau et des gouvernements [67]. De plus, grâce à la

scalabilité du MAS, les systèmes électriques pourraient être coordonnés et gérés entièrement

avec des signaux de l’ET [49].



24

Toutefois, la confidentialité et la sécurité des données constituent l’une des préoccupations

croissantes concernant la mise en œuvre des MAS en l’ET [22]. Étant donné que les interactions

des agents utilisent directement les signaux de prix, il y a un risque d’injection de fausses

données et des distorsions [34]. L’une des solutions pour éviter ces problèmes consiste à

intégrer la technologie Blockchain, qui a prouvé son utilité pour améliorer la sécurité des

transactions énergétiques [68]. De plus, la technologie Blockchain est alignée sur les principes

de transparence et de décentralisation de l’ET.

2.2 Modélisation adaptative des flux de données

Dans le modèle BDI présenté précédemment, les croyances que l’agent a sur son environ-

nement sont des modèles mathématiques obtenus à partir de méthodes d’apprentissage au-

tomatique supervisé [69]. Pour l’agent résidentiel, ces modèles lui permettent d’estimer la

consommation des appareils et de connaître leur dynamique afin de les contrôler. Dans l’appren-

tissage supervisé, l’agent identifie les variables explicatives qui influencent la consommation

et trouve la relation entre elles. Les modèles sont donc le résultat d’un problème de régression.

Cette approche d’apprentissage automatique a été utilisée pour modéliser la consommation du

secteur résidentiel à différentes échelles de temps et s’est avérée pratique pour les besoins en

information des agents [70]. Pour mettre en œuvre les méthodes d’apprentissage supervisé,

il faut disposer d’un ensemble de données d’apprentissage prédéfini avec des interprétations

précises.

Afin que l’agent puisse se fier aux informations contenues dans les modèles, il doit s’assurer

que les données d’apprentissage sont liées à son environnement actuel. En cas de changement

des conditions de l’environnement, l’agent doit adapter les modèles en apprenant des nouvelles

conditions. Cela implique que la procédure d’apprentissage de l’agent est intégrée dans un

algorithme adaptatif qui définit quand et comment entraîner les modèles [71]. Différents

algorithmes d’adaptation ont été développés pour appliquer des méthodes d’apprentissage

supervisé à des flux de données en tenant compte des différents types de changements qui

peuvent apparaître.
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Formellement, le changement dans le temps de la distribution conjointe entre une variable à

prédire (y) et ses variables explicatives (X) est connu sous le nom de "dérive conceptuelle"

[72]. La distribution conjointe Pt(X ,y) en temps t s’exprime de la manière suivante en raison

de la relation causale qui existe entre les variables [73] :

Pt(X ,y) = Pt(y|X)Pt(X) (2.1)

Pt(y|X) est la distribution postérieure de la variable à estimer conditionnée par les variables

explicatives, et Pt(X) est la distribution des variables explicatives [74]. La dérive conceptuelle

peut se produire en raison d’un changement de l’une ou des deux distributions dû à diverses

causes. Par exemple, si les variables explicatives contiennent des informations météorolo-

giques, les changements saisonniers apparaîtront dans Pt(X), tandis que les effets tels que la

dégradation intrinsèque des équipements apparaîtront dans Pt(y|X). Les modèles génératifs,

Pt(X |y), ne sont pas pris en compte sous l’hypothèse que la variable à estimer ne conditionne

pas les instances futures des variables explicatives. Généralement, une dérive conceptuelle est

exprimée avec la distribution conjointe évaluée aux temps t et t +m, (Pt(X ,y) ̸= Pt+m(X ,y))

ainsi les dérives conceptuelles peuvent être classées comme soudaines ou graduelles selon la

magnitude de m [75]. La Figure 2-2 représente différents types de dérives conceptuelles qui

pourraient apparaître dans les données de l’agent résidentiel, telles que les dérives soudaines,

graduelles, et incrémentales (un cas particulier de dérives graduelles).

FIGURE 2-2 Types de dérives conceptuelles

En vue de résoudre le problème de la dérive conceptuelle, différentes stratégies d’adaptation
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ont été développées pour les modèles d’apprentissage supervisé. Afin de limiter l’analyse de

l’état de l’art, il est nécessaire de déterminer les caractéristiques des dérives conceptuelles qui

peuvent se produire dans le contexte d’un agent résidentiel. Tout d’abord, il peut y avoir des

dérives conceptuelles graduelles et soudaines dans la même fenêtre de données, ainsi que des

valeurs aberrantes du système de mesure ; l’adaptation doit donc être robuste et ne pas se limiter

à un seul type de changement [76]. Ensuite, l’agent doit entraîner les modèles des multiples

appareils, ou groupes d’appareils, pour prendre une décision en un temps limité, de sorte qu’il

n’est pas pratique d’utiliser l’adaptation par ensemble de modèles [77]. Finalement, l’agent

doit intégrer facilement de nouveaux appareils avec différents modèles, donc l’utilisation de

techniques d’adaptation incrémentale n’est pas recommandée, car ils sont basés sur un modèle

spécifique [78].

À partir de ces considérations, la Figure 2-3 montre les caractéristiques que doit avoir l’al-

gorithme pour adapter les modèles d’un agent résidentiel. En ce qui concerne la stratégie

d’adaptation, elle peut être continue ou déclenchée uniquement lorsqu’une dérive conceptuelle

est détectée. En ce qui concerne la gestion des modèles, l’option consiste à utiliser un modèle

unique pour réduire le volume de données à traiter. Concernant l’acquisition des données,

l’option est alors d’intégrer des fenêtres de données à chaque fois car l’agent opère sur un

marché à terme. Pour le mécanisme d’oubli des données, il faut tenir compte à la fois du

temps d’acquisition et de la pertinence des données. Enfin, la stratégie d’apprentissage doit se

faire par le biais du recyclage (re-entraîner) car il n’est pas possible d’utiliser des méthodes

incrémentales.

FIGURE 2-3 Algorithmes d’apprentissage adaptatif



27

Dans la littérature, il est possible de trouver plusieurs algorithmes qui ont les caractéristiques

souhaitées pour cette application, par exemple : le "Drift Detection Method" (DDM) qui est

basée sur le suivi de l’erreur de prédiction du modèle pour adapter ses paramètres lorsque

cette erreur dépasse un seuil [79]. La méthode d’adaptation continue basée sur le nombre d’or,

qui consiste à rechercher de manière exhaustive le nombre optimal de données permettant de

minimiser l’erreur du modèle à chaque instant [80]. Une autre option est la méthode proposée

par Klinkenberg dans [81] qui est basée sur la validation croisée en prenant les données les

plus récentes comme ensemble de test. La méthode "Fish", qui repose sur l’entraînement

continu du modèle en ne sélectionnant que les données les plus récentes qui sont les plus liées

aux variables explicatives de la période à prévoir [75]. La méthode ADWIN, qui est basée sur

un test d’hypothèse où l’hypothèse nulle est qu’il n’y a pas de dérive conceptuelle et donc

pas de données à ignorer. Cette hypothèse est testée avec la différence de la moyenne des

ensembles des données avant et après l’ajout de nouveaux échantillons [82].

2.3 Élicitation des préférences

Dans le secteur résidentiel, plusieurs études ont identifié des charges qui peuvent être utilisées

pour donner de la flexibilité aux systèmes électriques [83]. Les mécanismes de l’ET permettent

de valoriser cette flexibilité de sorte que les agents automatisés puissent réaliser des économies

en modifiant leur consommation. Toutefois, pour modifier la consommation sans compromettre

le confort, les agents doivent tenir compte des préférences des utilisateurs.

Une méthode simple pour connaître les préférences des utilisateurs consiste à interroger

directement la disposition à payer (WTP) par le biais d’une interface homme-machine (HMI)

[84]. On pourrait aussi demander aux utilisateurs sa propension à accepter (WTA) un certain

degré d’inconfort en échange d’économies [85]. Une autre option consiste à demander les

préférences en termes relatifs à l’utilisation finale de l’énergie, comme la température de

chauffage ou le degré d’éclairage, sans demander explicitement la WTA ou la WTP [86].

Le problème des interrogations directes est que le système finit par dépendre de l’intervention

de l’utilisateur (humain dans la boucle) [87]. Afin de réduire cette intervention et de ne pas

imposer ou supposer des conditions à l’utilisateur, l’agent devrait apprendre les préférences



28

et suggérer des actions appropriées au lieu de les demander à chaque fois. De ce point

de vue, l’apprentissage des préférences pourrait être considéré comme un apprentissage

supervisé, car il exige que l’utilisateur désigne des interprétations dans un ensemble de

données d’apprentissage. Même si on peut utiliser des stratégies d’apprentissage actif ou

bayésien pour créer l’ensemble de données d’apprentissage en ligne [88].

Concernant l’apprentissage des préférences, il existe deux approches dans la littérature : les

méthodes de classement ou les systèmes de recommandation [89]. Dans le premier cas, l’agent

essaiera d’établir un classement des options disponibles sur les données de l’utilisateur. Ces

classements peuvent être absolus ou par comparaison entre pairs [90]. Par contre, les systèmes

de recommandation sont basés sur des filtres d’information : filtres collaboratifs ou filtres basés

sur le contenu. Un filtre collaboratif tente de trouver des utilisateurs ayant des comportements

similaires pour construire l’ensemble de données d’apprentissage, tandis que un filtre basé

sur le contenu utilise les informations des expériences précédentes du même utilisateur pour

recommander des décisions appropriées [32].

Étant donné que l’agent automatisé doit connaître l’élasticité de la demande par rapport au prix

(soit par WTA ou WTP) et non une valeur discrète, il n’est pas possible de faire un classement

complet avec toutes les valeurs que les utilisateurs peuvent choisir. D’autre part, comme un

agent résidentiel n’a pas accès aux informations des autres utilisateurs dans un mécanisme TE,

il n’est pas non plus possible d’utiliser des techniques de filtrage collaboratif. Par conséquent,

l’alternative pour développer le système de recommandation des agents est d’utiliser un filtre

basé sur le contenu. Les techniques les plus couramment utilisées dans ces filtres de contenu

sont les classificateurs bayésiens, le partitionnement k-means, les arbres de décision et les

réseaux neuronaux [91].

Pour développer le filtre basé sur le contenu, il est important de considérer que l’utilité perçue

par l’utilisateur est monotone par rapport au coût de l’électricité, mais concave par rapport

à la consommation [39]. De plus, les utilisateurs sont rationnels et, par conséquent, leurs

préférences sont stationnaires [92]. Cela implique que lorsque les préférences d’un utilisateur

sont interrogées dans les mêmes conditions, il a tendance à choisir les mêmes options. Il y
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a des facteurs de bruit tels que l’impatience ou l’inattention, mais en appliquant la loi des

grands nombres, les préférences tendent à avoir une distribution gaussienne [40]. Ce même

principe est utilisé pour l’élicitation des préférences dans les méthodes de classement telles

que la méthode de Mallows [93].

Un défi fréquemment rencontré par les filtres basés sur le contenu est le démarrage à froid,

car ils ne disposent pas de suffisamment de données au démarrage pour fournir une recom-

mandation précise [32]. Certaines des solutions à ce problème ont été données dans une

perspective d’optimisation bayésienne et d’apprentissage par renforcement [87], [94]. Un

deuxième défi pour ces systèmes est d’avoir un bon degré de sérendipité, ou de trouver de

bonnes recommandations qui n’ont pas été explorées par l’utilisateur. En effet, les agents

ne sont entraînés que sur la base des expériences précédentes de l’utilisateur, sans vraiment

savoir si ce dernier a exploré toutes les options qui pourraient lui être bénéfiques [95]. Un

dernier défi pour ces systèmes est d’avoir une précision et une exactitude adéquates. Dans ce

cas, la précision est plus importante pour les agents résidentiels car les écarts impliquent des

dépassements de coûts et des pénalités dans les mécanismes de l’ET.

Dans le cas spécifique de ce projet avec les systèmes de chauffage, les préférences que l’agent

automatisé doit reconnaître sont liées à la sensation de confort thermique de l’utilisateur.

Spécifiquement pour ce type de préférences, on trouve dans la littérature des méthodes basées

sur les chaînes de Markov [96] et des filtres de contenu avec des variables de calendrier

[97]. Ces approches sont compatibles avec notre proposition de modéliser les préférences des

utilisateurs par un processus gaussien.



Chapitre 3 - Présentation des résultats par articles

Les résultats de la méthodologie proposée pour atteindre les objectifs de ce projet de re-

cherche ont été séparés en trois publications. En premier lieu, la technique d’apprentissage

adaptatif développée est présentée, puis l’intégration de cette technique dans l’architecture

logicielle de l’agent, et finalement la technique d’apprentissage des préférences pour inclure

les informations de l’utilisateur.

3.1 Modélisation adaptative des charges résidentiels

3.1.1 Contexte

Dans cette première partie, on considère le problème de la reconnaissance de l’environnement

local de l’agent résidentiel. Cet environnement est composé des dispositifs situés derrière le

compteur, à partir desquels on obtient un flux de données contenant les mesures de consom-

mation. De ce flux de données, l’agent automatisé doit créer des modèles qui lui permettent

de prévoir et de planifier la consommation. Dans ce cas, la consommation est considérée

comme une variable continue pour les groupes d’appareils considérés. Par conséquent, les

modèles sont le résultat de problèmes de régression qui sont résolus à l’aide de techniques

d’apprentissage automatique supervisé.

Étant donné que les appareils ne sont pas tous contrôlables, l’agent doit savoir à l’avance

sur quels appareils il peut prendre des décisions. Cela est dû au fait que les approches de

modélisation sont différentes en fonction du type de charge. Pour les appareils qui ne sont pas

contrôlables, il faut seulement prévoir la consommation pour la période de marché demandée.

Par contre, pour les appareils contrôlables, les modèles doivent permettre de comprendre la
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dynamique et d’évaluer les actions de contrôle. C’est-à-dire que les modèles pour les charges

contrôlables doivent avoir un degré d’interprétabilité plus élevé.

Une fois que l’agent dispose des modèles des différents appareils ou groupes d’appareils, il doit

se demander quand les réentraîner pour les adapter à de nouvelles conditions. La technique

d’adaptation développée pour les modèles de l’agent résidentiel est expliquée ci-dessous.

Contrairement aux méthodes existantes dans la littérature, la méthode développée ici regroupe

les fenêtres de données de plusieurs modèles pour éviter la redondance des informations. De

cette façon, l’agent résidentiel peut s’adapter aux changements dans le fonctionnement des

charges contrôlables et non contrôlables et des dispositifs de génération.

3.1.2 Méthodologie

La méthode d’adaptation est basée sur la réduction de l’ensemble des données d’apprentissage

uniquement lorsque les performances des modèles sont inférieures à une valeur de référence.

Cette valeur peut être choisie en fonction de la taille de la variable à prédire ou en utilisant une

métrique relative qui indexe l’erreur d’estimation avec une mesure descriptive des données.

La performance est mesurée par validation croisée en utilisant comme ensemble de test

l’ensemble de données le plus proche des variables explicatives de la période à prédire. Donc,

si le résultat de la validation croisée est satisfaisant, le modèle est réentraîné avec toutes les

données disponibles ; sinon, les données les moins pertinentes sont supprimées. Pour évaluer

la pertinence des données, on utilise non seulement la proximité dans le temps, mais aussi

la distance dans l’espace d’échantillonnage [98]. La distance euclidienne est utilisée comme

mesure de la proximité entre les échantillons. L’algorithme est résumé dans la Figure 3-1.
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FIGURE 3-1 Algorithme d’adaptation

Pour mettre en œuvre cet algorithme, il est nécessaire de définir la mesure indicative pour

accepter ou rejeter le résultat du test de validation croisée. Dans la détection de la dérive

conceptuelle, il est habituel d’utiliser la RMSE (erreur quadratique moyenne), car elle donne

plus de poids aux grandes déviations. Cependant, il est également possible d’utiliser la valeur

normalisée NRMSE pour exprimer la limite de tolérance en valeurs relatives plutôt qu’en

unités de la variable à prédire. D’autre part, il est nécessaire de définir la taille minimale de

l’ensemble de données d’entraînement, car elle doit être beaucoup plus grande que le degré

de liberté du modèle pour garantir la convergence de l’entraînement. Pour la mise en œuvre

de cette méthode dans les agents résidentiels, la taille minimale de la fenêtre de données est

considérée comme une valeur fixe. Cependant, d’autres applications de cette méthode peuvent

intégrer des techniques de sélection de modèles pour définir ce paramètre.
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L’un des avantages de cette technique par rapport aux autres techniques de la littérature est

qu’elle permet de sélectionner les données d’entraînement à chaque fois, ce qui permet à

l’agent d’entraîner plusieurs modèles sans conserver de données redondantes. La conception

de cette méthode a été focalisée sur l’aspect pratique de son intégration dans l’agent résidentiel

automatisé et non sur l’adaptation d’un modèle particulier à une dérive conceptuelle spécifique.

3.1.3 Résultats

La méthode proposée pour adapter les modèles de l’agent a été testée dans deux conditions où

l’on suppose l’existence d’une dérive conceptuelle. Pour trouver ces conditions, on a entraîné

les modèles pour les différents groupes d’appareils avec différentes fenêtres de données, et

on a vérifié si l’ajout de données induisait des erreurs de prévision plus élevées. Les résultats

obtenus en termes d’erreur d’estimation sont similaires à ceux obtenus par d’autres méthodes

bien connues dans la littérature telles que ADWIN [82] ou DDM [79]. Il n’est donc pas

possible d’affirmer que la méthode proposée est la meilleure option dans tous les cas de dérive

conceptuelle qui peuvent se présenter à l’agent résidentiel. En fait, une méthode simple comme

le maintien d’une fenêtre de données dans un buffer peut être une stratégie d’adaptation

acceptable pour certaines dérives qui peuvent survenir. On a également comparé cette méthode

avec des méthodes qui ne considèrent le problème d’adaptation que pour les dérives soudaines,

comme la méthode du nombre d’or qui effectue une recherche exhaustive [80]. En supposant

que tous les changements sont soudains, cette méthode tend vers l’optimum global avec une

complexité de calcul de O(log2(
a
N )), où a est l’espace de recherche et N est la taille minimale

de la fenêtre de données.

L’avantage de la méthode proposée réside dans la gestion des données, car elle ne supprime pas

tous les échantillons qui n’ont pas été utilisés pour l’entraînement des modèles. De cette façon,

l’agent peut conserver une seule fenêtre de données pour entraîner les différents modèles sans

perdre les données pertinentes. Un autre avantage de cette méthode par rapport à d’autres dans

la littérature est qu’elle est exécutée comme un algorithme non-récursif (one-shot), c’est-à-

dire qu’elle utilise moins de ressources computationnelles que les algorithmes de recherche

exhaustive comme la méthode du nombre d’or.
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Abstract: An efficient participation of prosumers in power system management depends on the
quality of information they can obtain. Prosumers actions can be performed by automated agents
that are operating in time-changing environments. Therefore, it is essential for them to deal with
data stream problems in order to make reliable decisions based on the most accurate information.
This paper provides an in-depth investigation of data and concept drift issues in accordance with
residential prosumer agents. Additionally, the adaptation techniques, forgetting mechanisms,
and learning strategies employed to handle these issues are explored. Accordingly, an approach
is proposed to adapt the prosumer agent models to overcome the gradual and sudden concept
drift concurrently. The suggested method is based on triggered adaptation techniques and
performance-based forgetting mechanism. The results obtained in this study demonstrate that
the proposed approach is capable of constructing efficient prosumer agents models with regard to
the concept drift problem.

Keywords: adaptation; concept drift; data streaming; forecast; modeling; prosumer; regressor;
supervised machine learning

1. Introduction

In recent years, the growth of distributed generation and residential prosumers [1] has motivated
energy companies to develop new ways of commercializing energy. Their main objective is to reduce
the cost and improve the power system management. Accordingly, decentralized optimization
processes that enable more participation of final customers expected to help this ambition [2]. In order
to facilitate higher cooperation of end customers (including both consumers and prosumers), intelligent
decision-making systems are required [3]. In the residential sector, these systems’ aim of minimizing
the energy cost must also account for customers comfort. For instance, controllable loads, such as
heating, ventilation, and air conditioning (HVAC), allow the cost reduction based on dynamic tariffs
by taking into account preferable temperature set-points [4].

The intelligent systems are considered as agents since they can perceive the environment and
take decisions according to an objective [5]. The quality of the decisions of an agent depends on
the information that they have [6]. Consequently, it is crucial to have reliable information about the
environment. However, information can become unreliable due to shifting on weather conditions,
integration of new devices, change of user preferences, and degradation of appliances.

Energies 2020, 13, 2250; doi:10.3390/en13092250 www.mdpi.com/journal/energies
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Generally, for a residential prosumer agent, it is possible to distinguish two environments that
are labeled as local and external. The former refers to the behind-the-meter resources [7], while the
latter describes situations where the prosumer agent can interact with other agents and information
services. In most cases, the external environment only collects data of either weather variables or their
forecast, but in a decentralized management scheme, it is possible to consider the external environment
as a multi-agent system (MAS) [8]. The agent is able to perceive the local environment by observing
the power consumption data of different appliances. In fact, it constructs a time-series database by
accumulating new information from a data stream [9]. However, this process is problematic since
agents have limitations on memory and processing time [10]. In addition, the data stream can drift
over time, thus causing previously trained data models of appliances to lose accuracy [11]. Therefore,
model adaptation on the basis of recent data is essential [12].

In this regard, several approaches have been developed to address the problems related to
non-stationary data streams. In automated machine learning, active and adaptive learning algorithms
have been utilized. The active learning techniques query for the information that they need each
time for training a model [13]. Beside, the adaptive learning methods only update the models when
they detect a drift [14]. Particularly, studies have considered retraining after fixed-size data windows
and rule-based models as adaptation methods, applied to residential appliances models [15,16].
Therefore, they have underestimated the importance of drift issues on data management. Moreover,
other researches have been conducted on training the models incrementally without analyzing the
changes on data streams. For example, Farzan et al. increased the information of a transition matrix
of a discrete-time Markov model to simulate both electricity and heating demands of individual
households [17]. Yoo et al. trained a Kalman filter, recursively, in order to forecast a household load,
considering temperature and occupancy variables [18]. However, adding the information of new
samples directly to the models limits the set of models that can be used to represent the behavior of
appliances. The applicability of these incremental learning techniques should be examined in detail
according to the conditions of prosumer agents [19].

Considering the above restrictions, the main objective of our study is to investigate adaptation
methods that can be useful for prosumer agents to have more reliable information. Through extensive
analysis, this paper contributes to:

• The definition of the main criteria when choosing an adaptation algorithm in the context of
prosumer agents. Here, the issues that the adaptation techniques address are examined to
determine the best solution for models management, future concept assumptions, mixed drifts,
and selection of training strategies.

• The identification of suitable algorithms for adapting the prosumer agents models to overcome
environment changes. The algorithms are estimated with different adaptation strategies and
forgetting mechanisms, such as Adaptive Windowing (ADWIN) [20], FISH [21], and Drift
Detection Method (DDM) [22], in order to identify their required features in the prosumer
agent context.

• Proposition of a new adaptation algorithm based on triggered adaptation techniques and
performance-based forgetting mechanisms. The proposed method is non-iterative; thus, it is
less computationally complex than other methods in the literature. The suggested approach is
capable of training several appliances’ models in relatively fast data streams for the prosumer
agent context, using a single data window.

This paper is organized as follows: Section 2 presents the problem of prosumer agents obtaining
accurate information in a changing environment. The concept drift definition with the implications
of the prosumer agent is also discussed in this section. Section 3 explains the main criteria dictating
the choice of a particular adaptation algorithm for the agents. Next, Section 4 presents the proposed
adaptation algorithm for prosumer agent models. Section 5 presents the experimental setup and the
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comparison of results obtained by using different algorithms followed by the concluding remarks in
Section 6.

2. Problem Statement

The local environment of the prosumer agent is composed of several appliances and local power
generation systems. In order to reduce the number of variables, residential appliances are aggregated
into two main groups, namely fixed loads and controllable loads. Controllable loads correspond to
the appliances that can give some flexibility to the user, allowing him to modify energy consumption
according to external signals he receives. Particularly, controllable loads that are examined in this
study consist of heating systems because they are the most common flexibility source in the residential
sector. In order to forecast both household power demand and know the thermal dynamics, the local
environment is modeled with the data window that the agent creates from the data stream, as shown
in Figure 1. These models have been generally constructed based on supervised machine learning
methods. [23]. For fixed loads and local power generation, the models objective is only to forecast total
power since the agent cannot take any action over these two elements. On the other hand, the model
of controllable loads is developed to estimate the internal temperature based on the household power
consumption profile, decided by the residential agent. As mentioned, this decision has to take into
consideration the occupants’ comfort levels.

Generation
Forecast

Thermal
Dynamics

Fixed Load
Forecast

Adaptive Learning

Data Streaming Data Window

Figure 1. Adaptive learning application.

In all cases, residential prosumer agents need to adapt their models to new environmental
conditions. An essential prerequisite to perform effective adaptations is to analyze the causes of data
changes and the impacts of these changes on agents knowledge. In this context, it is important to
notice that, for data-driven models, the underlying joint probability between features and targets
is known as a concept, and it is assumed to be invariant over some interval of time. However,
this underlying distribution could evolve over time sufficiently to cause a so-called concept drift [11].
The formal definition of concept drift is presented in Equation (1), where the X stands for the input
features (or observations), y is the target variable (or label), and, hence, P(X, y) is the joint distribution
(or concept [21]) evaluated at time t and t + m.

Pt(X, y) 6= Pt+m(X, y). (1)

Due to causality between the features and the target, it is suitable to consider the following form
of the joint probability distribution [24].

Pt(X, y) = Pt(y|X)Pt(X), (2)

where Pt(y|X) is the posterior probability of the target given the features, and Pt(X) is the prior
distribution of the features. For example, weather variables as features are subject to changes with
seasonal conditions that are explained by the term Pt(X). Besides, Pt(y|X) being the conditional
distribution on features could also incorporate time-dependent effects, such as degradation of appliances.
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As mentioned, the solution to deal with inaccuracy due to concept drift is to adapt the models
parameters. However, before choosing an adaptation technique, it is meaningful to look at the
characteristics of the concept drifts that can appear in the data streams of residential prosumers.
Therefore, a prosumer-oriented study on the quantitative and qualitative measures of drift is provided
below based on a general framework, discussed in Reference [25].

2.1. Drift Magnitude

Drift Magnitude D(t, t + m) measures the distance between two probability distributions at two
different instants t and t + m for m > 0. Generally, drift magnitude is measured with the Hellinger
distance H2 since it has a non-negative value, and the distance between A and B concepts is the same as
B and A [26]. However, it is possible to use other distance metrics, such as the total variation distance.

D(t, t + m) = H2(Pt(X, y),Pt+m(X, y))

= 1−
∫ ∞

−∞

∫ ∞

−∞
Pt(X, y)Pt+m(X, y)dXdy.

(3)

The drift magnitude can be used for drift classification. For example, a minor drift does not
necessitate training the model. However, a major drift can imply the need for either retraining or
changing the models (in case of ensemble learning mechanisms). In the data streams that a prosumer
receives, it is possible to identify several minor drifts during the day at short timesteps that do not
necessarily match with a gradual drift, especially for the fixed loads. Besides, when the time step
goes bigger, the drift magnitude does not always increase, which means that there could be recurring
concepts. For example, for the power generation model, if the prosumer has photovoltaic panels,
the concept at dawn may be closer to the concept at night than at noon.

2.2. Drift Duration

The drift duration noted as m can define either a sudden (abrupt) or progressive (gradual or
extended) transition between two concepts, depending on its value. As an example, in the local
environment of a prosumer agent, a sudden concept drift (small drift duration) occurs when appliances
are added, removed, or changed. Other special cases of concept transition like blip drifts and
probabilistic drifts are hard to recognize by the prosumer since they can be mistaken for outliers
in the data stream.

2.3. Drift Subject

Distinguishing a drift subject is difficult for prosumer agents since similar changes on features
distribution can cause different drift subjects. However, it is important to mention that not all the drifts
will require retraining the models. Normally, two categories of drift types are considered according to
its causes [25]:

• Real concept drift: This type occurs when the posterior probability, P(y|X) changes over time
and requires a retraining of the model. The change can occur in either a portion of the domain of
X (sub-concept drift) or all of it (Full-concept drift).

Pt(y|X) 6= Pt+m(y|X). (4)

• Virtual concept drift: It happens when, instead, it is the distribution of the features P(X), which
changes over time while the posterior probability, P(y|X) remains the same. In that case, it is not
always necessary to update the model.

Pt(y|X) = Pt+m(y|X) Pt(X) 6= Pt+m(X). (5)
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2.4. Drift Predictability

The drift in a data stream can be related to independent events, such as seasons and days of
the week. Consequently, it is possible to predict some aspects of the drift if the occurrence of these
events is known. Furthermore, a concept drift can be predicted if a known recurrence pattern exists.
Nevertheless, in the context of a prosumer agent, there can be different concept drifts coming from
different environmental changes that cannot be well differentiated, so it will be barely impossible to
anticipate the occurrence of certain types of drift. Moreover, define a magnitude threshold to identify
the data that corresponds to previously seen concepts depends on the timestep that the prosumer
agent uses.

3. Adaptive Algorithms

In this section, the adaptation algorithms are classified in order to identify suitable methods for
residential prosumer agents problems. This classification is preceded by an examination of sub-issues
that an adaptation algorithm faces [21]:

• The appearance of gradual drifts makes it impractical to assume that the concept of future
data is always closer to the latest data. Therefore, instead of assuming the concept of future
data, it will be useful to implement an algorithm that recognizes the distribution of the features
of arriving data. Besides, in some applications of prosumers, the robustness of the methods is
essential to differentiate outliers from concept drifts. However, in this study, the agent trusts the
external information he receives from measurement systems and weather information services.

• In the data stream, there could be different kinds of drifts mixed and outliers data samples.
Another important concern with the concept drift in the specific context of the prosumer agent is
the concurrence of the drift types. Thus the agent could be facing sudden drifts, gradual drifts,
and incremental drifts within one timeframe [27]. For that reason, adaptation algorithms that
were made to solve problems related to specific cases of drift are not the best option for the agent.
Here, we test some of those algorithms to validate this affirmation.

• It is impractical for a prosumer agent to have different models trained with different data sets
and ensemble the forecasts. Therefore, considering the available mechanisms to update the
agents knowledge, when using a single model, the only strategy is to adapt the parameters.
Nevertheless, in addition to parameters’ adaptation, it is also possible to combine the models
by weighting them as in ensemble learning [28]. The choice of the method should be made
by taking into account the residential agent’s restrictions related to the processing time and
hardware limitation. Normally, the models of three main groups are used to provide information
for other processing systems, such as a Home Energy Management Systems (HEMS), with a
practical objective, like either minimizing energy cost or maximizing comfort. These systems
usually provide results in five to fifteen minutes intervals, thus limiting convenient exploitation
of ensemble learning.

• Not all adaptation techniques may work for all the models. The adaptation of parameters
depends on the model type since some models can be trained incrementally, for example, by using
adaptive linear neuron rule (ADALINE) or recursive least squares (RLS) [29], while others have
to start from zero every time. The drawback of incremental learning is that outliers are directly
included in the model’s knowledge. Notwithstanding, it can reduce memory usage and processing
time. Besides, the choice of the learning strategy depends on the nature of data and the rate of
data collection. Thus, the residential agent could be receiving and processing the data under both
forms of single or batch measurements. For instance, the labels of the models could be given every
time while the features could be queried in batches each several hours.

According to the above considerations, the taxonomy of adaptive learning algorithms is presented
in Figure 2. This classification is different from other ones, previously provided in Reference [14,30],
due to the specificity of the prosumer agent. The new arrangement is to highlight the main concerns
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of agents over the choice of an algorithm, involving an adaptation strategy, model management,
data acquisition, a forgetting mechanism, and a learning strategy. In Figure 2, blind adaptation refers to
a case in which the algorithm updates the model parameters at a pre-defined frequency without specific
verification of the occurrence of concept drift in the data stream [30]. Alternatively, some algorithms
utilize a method to detect concept drift before triggering the adaptation. This mechanism is sometimes
referred to as active adaptation.

Adaptation
Strategy

Triggered
(Active)

Adaptive Learning Algorithms

Blind

Model
Management

Ensemble Single
model

Data
Management

Single point Window

Forgetting
Mechanism

Time based Performance
based

Learning
Strategy

Incremental Retraining
Data

Acquisition

Figure 2. Taxonomy of adaptive learning.

The forgetting mechanism can be time-based in case the oldest samples are deleted, while the size
of the data window either is kept fixed, changes according to a rule, or assigns fading factors to make
old samples irrelevant. In addition, this mechanism can be performance-based in accordance with the
adequacy of the samples for training the model or their similarity with future samples considering
their statistical properties.

Now, with all the considerations for the prosumer agents’ problem, the following algorithms
were selected to adapt the models of the local appliances. In addition, they present some remarkable
characteristics that can be useful to formulate new methods.

3.1. Drift Detection Method

This method proposed in Reference [22], starts with the premise that more items of the same
concept in the data window will reduce prediction error. Consequently, it is possible to take an
error increase as a proof of concept drifts [31]. This is under the assumption that the base learner
controls over-fitting.

For classifiers, the error can be modeled as a random variable from Bernoulli trials; then,
the Binomial distribution gives the general form of the probability for the variable. In that context,
if Pt is the error rate of the learner at time t, then the standard deviation st will depend on the window
size Nt as follows [22]:

st =

√
Pt(1−Pt)

Nt
. (6)

The algorithm storages the minimum value encountered of Pmin and the corresponding smin.
Subsequently, two validations are made according to the confidence level:

• Warning level: confidence level is 95%, so it is reached when Pt + st ≥ Pmin + 2smin.
• Drift detection: confidence level is 99%, so it is reached when Pt + st ≥ Pmin + 3smin.

When the drift is detected, the onset of a new concept is declared starting at the time when
the warning first appeared. As can be noted, this method was designed for sudden drifts. Hence,
for residential agents, the algorithm will detect a drift several consecutive times when there are gradual
drifts. For that reason, in order to apply this method, it was deemed necessary to define a minimum
distance in time between a warning level and drift detection. Furthermore, the regressor models of the
residential agent need to be considered as multi-label classifiers to implement this method. The method
is summarized in Algorithm 1.
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Algorithm 1: Drift Detection method.
input :Data stream of labels (y) and features(X)

output :Trained model
Set initial conditions of Pmin and smin;
begin

if New sample is added at time t then
Calculate Pt and st with Equation (6);
Compare Pt + st with the warning level and the drift detection conditions;
if A drift is detected then

Resize the window data since the warning level appeared or to a minimum size;
end
Train the model with the resulting data window;

end
end

3.2. Gold Ratio Method

This method proposed in Reference [32] was also designed for adapting to sudden drifts.
It assumes that the concept has changed if, at any time, the error of the model surpasses a defined
level. The significance test must be sensitive enough to discover concept drift as soon as possible and
robust to avoid mischaracterizing noise as concept changes. When the accuracy decreases, the oldest
examples should be forgotten, and the size of the data window can be optimized by using a search
algorithm in one dimension. The search algorithm used here is the Golden Ratio method. Considering
a unimodal function, in the interval between a minimum window size (Nmin) and the current size
(Ncurrent), the accuracy function has only one max at Nopt. Then, the algorithm minimizes the number of
function evaluations by dividing the range using the golden ratio (τ = 0.618); in so doing, the optimal
window size is clustered fast [32].

The stopping criteria for the method is the minimum size of the search interval (100 samples
proves to be adequate for the prosumer agent case). The significance test was done by using the root
mean squared error (RMSE), and the acceptance level was adjusted according to the base learner.
For the fixed load model, it is suitable to accept a higher RMSE since it is the most unpredictable signal.
If no concept drift is detected, then the windows continue growing by adding more samples because a
bigger training set will improve learning results if the concept is stable. The complete procedure is
presented in Algorithm 2.

3.3. Klinkenberg and Joachims’ Algorithm

The idea of this method proposed in Reference [33] is to select the window size to minimize
the estimated generalization error. In the original case, the base learner is a support vector machine
(SVM) because of the residual errors of the training (αε− estimator) can give an upper bound of the
leave-one-out errors without training the learner several times. However, the generalization error can
still be minimized by using different window sizes and using k-fold cross-validation, assuming that
most recent samples have a higher correlation with future features. In that way, this method can also
be seen as a search method as presented in Algorithm 3.
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Algorithm 2: Gold ratio method.
input :Data stream of labels (y) and features (X)

output :Trained model
begin

When a sample is added, calculate the R2 coefficient of the regressors;
if R2 coefficient is lower than expected then

Na = Nmin + 0.618(Ncurrent − Nmin);
Nb = Nmin + (1− 0.618)(Ncurrent − Nmin);
Train the model with the Na and Nb most recent samples;
if the accuracy of the model with Na data is bigger than the one with Nb then

The new search space is between [Nb, Ncurrent];
else

The new search space is between [Nmin, Na];
end
Train the model with the resulting data window;

end
end

Algorithm 3: Klinkenberg and Joachims’ Algorithm.

input :Data stream of labels (y) and features (X)

output :Trained model
begin

Divide the current data window in k sub-windows;
Take the last sub-window for testing (cross-validation);
for k− 1 times do

Train the model adding an older sub-window each time;
Perform the cross-validation test;

end
Train the model with the number of sub-windows that performed better on the test;

end

3.4. Fish Method

For sudden concept drift, it should be possible to find the moment of the drift tD by evaluating
extensively for all the samples the likelihood between the distributions before and after that sample,
using the Hotelling test, for example [21].

TD = maxP(dri f t|tD). (7)

However, when the drift is gradual, it is not only the distance in time which is relevant to select
the samples needed to train the models. For that reason, the Fish method proposes to estimate also the
distance in the feature space of the samples respect to the new ones [21]. Thus, for each sample in the
window, it will be necessary to calculate the combined distance [34].

dt = d(T)t + βd(s)t , (8)

where d(T)t is the distance in time, and d(s)t is the distance in feature space of a sample in time t with
respect to the future features. Note that the existence of gradual drifts makes it necessary to give some
relevance to the distance on feature space β > 0. Subsequently, by organizing the samples according
to their distance, it is easy to pick up the N closest samples to train the models. This method is best
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suited for the residential agents’ problems since it can account for both sudden and gradual drifts.
The problem is to define a good distance function that gives reliable insights without increasing too
much the processing time. The prosumer models have few features, so the feature space distance is
calculated as the Euclidean distance because it is easy to compute and works well in low-dimensional
spaces [35]. The method is summarized in Algorithm 4.

Algorithm 4: Fish method.
input :Data stream of labels (y) and features (X)

output :Trained model
begin

Calculate the distance dt for each sample in the data window;
Organize the samples according to their distance;
Train the model with the N closest samples;

end

3.5. ADWIN

This algorithm proposed in Reference [20] is based on hypothesis testing. The idea is that, when
two sub-windows have different averages µ, the expected values are different. Like in a Hoeffding
test, the null hypothesis is that the expected values are the same. The test can be written as follows
for two different sub-windows of sizes N0 and N1: If |µ̂0 − µ̂1| > ε, then the null hypothesis is false.
Here, µ̂ corresponds to the average value of the sub-window, and ε depends on the confidence value δ

according to:

ε =

√
N0 + N1

2N0N1
ln

4(N0 + N1)

δ
. (9)

For the problem of residential agents, analyzed in this paper, the confidence value is taken as
0.5%. The ADWIN method is summarized in Algorithm 5.

Algorithm 5: ADWIN algorithm.

input :Data stream of labels (y) and features (X)

output :Trained model
begin

Divide the available data in sub-windows;
Calculate ε with Equation (9);
while the null hypothesis is false do

Drop the oldest sample;
Perform the hypothesis test for every pair of sub-windows;

end
Train the model with the resulting data window;

end

4. Proposed Algorithm

Given the collection of algorithms we presented above, we propose herein a hybrid approach that
we think is best suited for the prosumer agents problem. Similar to the Drift Detection method and
Gold Ratio method, the proposal is to use triggered adaptation. The algorithm will reduce the training
set of the models only when the expected performance drops below a defined value, not each time that
a new sample arrives.

To check the performance of the models, the procedure will be cross-validation using batches
of the same size as the forecasting horizon (24 h, in this case), like in the Klinkenberg and Joachim’s
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method [33]. The measurement of fit, in this case, is the RMSE because it gives more weight to bigger
deviations; thus, it is better to identify the appearance of concept drifts [36]. It is relevant to mention
that the threshold to accept the results of the cross-validation depends on the nature of the target
variable of each model [37]. The test data set will be the closest batch to future features. Now, to identify
that batch, the distance will be measured as in the FISH method [34] as a combined distance in time
and space of the samples. If the result of the cross-validation test is not good enough, then the model
will be retrained only with the closest N batches. The parameter N needs to be tuned according to the
model to avoid convergence problems in training but knowing that, when a concept drift appears, it is
safer to train with a small amount of data to ensure that all samples correspond to the new concept.
Figure 3 summarizes the proposed algorithm with the procedure for when new data arrives.

Furthermore, forgetting data is a risky task since there are gradual drifts. The proposal here is to
store a data window that contains the N selected samples, as well as the samples that were not selected
but fall in between selected samples.

Get the future features

Divide the data in
sub-windows

Calculate the distance
between the sub-windows

and the future features

Make cross validation
with the closest

sub-window as test set

Train the model with the
N closest sub-windows

Train the model with all
the data available

Forget data until the oldest
sub-window selected

Forget old data only if
there is no memory space

YESNO

Start

Wait for new data
to start again

Are the results acceptable?

Wait for new data
to start again

Figure 3. Flowchart of the proposed algorithm.

5. Numerical Results

In order to validate our proposal, we now report the results of a numerical experiment where we
use a neural network as the power generation model, a decision tree for the fixed load, and a linear
model for the thermal load. The details of the models implemented on Scikit-learn [38] are shown
here below:

Power Generation: The base learner is a feed-forward neural network that forecasts the power
output of a generation system Pgen, as shown in Figure 4. The hidden layers of the network have
100× 5 neurons; the activation function is a hyperbolic tangent, the step size is fixed at 0.0001, the initial
state of weights is 1, and the method used to train the model is stochastic gradient descent. The data
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used in this case was synthetically created by simulating a photovoltaic array in PVlib [39] library with
random cloud coverage (from 0 to 100% with transmittance offset of 0.75) and real temperature of
Trois-Rivières, QC, in 2018.

Time of the day
Total solar irradiance

Wind speed
Wind direction

Cloud coverage
External Temperature

Neural
Network

Predicted PV
Power generation

Figure 4. Model of power generation.

Fixed Load: The model to forecast the fixed load consumption Pf ix is a decision tree where the
quality of a split is measured using the mean squared error, and nodes are expanded until all leaves are
pure [40]. The variables considered in this model are a cosine signal with a period of 24 h, the number
of the day (from 1 to 7), the temperature, and the previous consumption (since the agent obtains data
every 5 min, 288 samples correspond to 24 h). This model is presented in Figure 5. The data used in
this case is real measurements of the power demand of a house in Trois-rivières, QC, during 2018.

Cos(Time of the day)
Day of the week

External temperature Decision
TreeHistorical fixed consumption

Predicted fixed
consumption

Z ... Z-1 -288

Figure 5. Model of fixed load.

Controllable Load (Thermal model): This model s based on the equivalent circuit 5R1C proposed
in the standard ISO 13790:2008 [41]. The inputs in this case are the external temperature Text, the fixed
load consumption Pf ix, the solar irradiance Pirr, and the power demand of the heating system Pheat.
The output will be the internal air temperature Tair. We assume that there is no special ventilation
system, so there is only one external temperature as shown in Figure 6.

Heating consumption
Fixed load consumption

Total solar irradiance
External temperature

Previous internal temperature

Predicted
internal
temperature

Z -1

Hv

Hw

Hm

Hi

Hs

Figure 6. Model of thermal dynamics.

The following equation describes the model.

T(t)
air = α1T(t)

ext + α2T(t−1)
air + β1P(t)

heat + β2P(t)
f ix + β3P(t)

irr , (10)

where T(t−1)
air corresponds to the internal temperature at timestep t− 1. This linear model is trained

by using Ordinary Least Squares (OLS) to find the parameters α1, α2, β1, β2, and β3, which are
combinations of the original parameters of the standard circuit model. The data used, in this case,
corresponds to real measurements in a house in Trois-rivières, QC, during 2018.
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The results presented here correspond to simulations starting in two different days when there
are suspicions of concept drift: A spring day (19 April 2018) and a summer day (23 August 2018).
As mentioned, when the concept changes, old data gives inappropriate data to the models, therefore
the error is reduced by training only with the most recent data. In the selected days, there are symptoms
of concept drift because when training the models with sliding windows, some times the smaller
data window leads to lower errors. Training with sliding windows can be seen as a way to perform
adaptation because, every time the agent receives new data, it retrains the models with the most recent
data, adding the new samples and forgetting the oldest. Here, the training with sliding windows is
used to detect possible concept drifts in data with the evolution of the RMSE. The normalized RMSE
(RMSE) is obtained by dividing the RMSE into the range of the label signal.

The maximum limit of training data for each model is 8064 samples (28 days sampled every
5 min), and the minimum to ensure convergence is 2016 (7 days). The limits were established according
to the models, the linear thermal model can be fitted with less than 2016 samples, but the power
generation model does not converge with less than that. This information about the base learners is
relevant since it is used to tune parameters of the adaptation methods. Here, the models started with
previous knowledge (1 month of data) before beginning the adaptation. In the case that the agent does
not have enough information, the parameters of the models can start with prior values [42].

5.1. Spring Day

As can be seen in Figure 7 with the evolution of the RMSE, running over 48 h, some periods seem
to present concept drifts. For the power generation model, close to the 19 h of April 19th, it is possible
to see an increase of the error when using a window of 8064 samples, that ends close to the 18 h of
the next day. Similarly, for the thermal model, the biggest data window lead to a higher error most of
the time, until the 14 h of April 20th. For these reasons, these days were chosen to test the adaptation
techniques. On the other hand, for the fixed load forecast, the errors with both sizes of sliding windows
are close most of the time, and some outliers on the label data may create prominent peaks.

Before presenting the results, it is pertinent to mention some characteristics of the the weather
data on these days: the external temperature fluctuates in a range from 1.4 ◦C and 9.3 ◦C, with a mean
of 6.06 ◦C; the maximum irradiation of 945 kJ/m2/h is reached at 12 h of the first day. The heating
system of the house has a capacity of 15 kW, and the internal temperature goes from 17.6 ◦C to 21.1 ◦C,
with an average of 19 ◦C.

Afterwards, the models were adapted during the selected period with the techniques presented
earlier. The average RMSE (and NRMS) for each case is presented in Table 1. The results obtained with
the proposed method are systematically better than the most straightforward adaptation by sliding
window, which means that implementing the method gives more reliable information to the prosumer
than not doing so, even though the error reduction may be small. Other algorithms will occasionally
perform better for adapting specific models. For example, the golden ratio method reduces the error
when adapting the power generation model, but it is not suitable to adapt the thermal load model.
Furthermore, the proposed method forgets less data, thus making it possible for the prosumer to use a
single database for all three models.
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(a) Root mean squared error (RMSE) for the power generation model using fixed window sizes
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(b) RMSE for the fixed load model using fixed window sizes
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(c) RMSE for the thermal model using fixed window sizes

Figure 7. Identification of possible concept drifts in a spring day.

Another aspect that should be analyzed when choosing an algorithm is the dispersion of the
error. Algorithms can be deluded by outliers and recurring concepts, leading to an increase in the error.
Consequently, choosing a robust algorithm with low average error and low dispersion is important to
give reliable information to the prosumer. In this regard, the performance of the proposed method is
comparable with the others, as can be seen in Figure 8. One compelling case is the FISH method to
adapt the thermal model because it is less sensible than the all the other algorithms.
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Table 1. Average RMSE and Average NRMSE for a spring day.

Power Generation [kW] Fixed Load [kW] Thermal Load [◦C]

Full memory
(8064 samples) 0.68479 (20.89%) 2.22717 (35.71%) 0.65367 (21.57%)

Drift Detection
Method 0.70753 (21.65%) 2.36283 (37.90%) 0.74063 (24.37%)

Gold Ratio
Method 0.68168 (20.77%) 2.08994 (33.47%) 0.7432 (24.45%)

Klinkenberg
Method 0.70976 (21.64%) 1.99740 (32.02%) 0.653353 (22.01%)

FISH
Method 0.69418 (21.15%) 2.22050 (35.63%) 0.64908 (21.59%)

Adwin
Method 0.69573 (21.19%) 1.89000 (30.31%) 0.70723 (23.33%)

Proposed
Method 0.67787 (20.67%) 1.97518 (31.68%) 0.62385 (20.52%)
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(a) RMSE for the power generation model
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(b) RMSE for the fixed load model
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Figure 8. RMSE dispersion in the spring day.

5.2. Summer Day

Similarly to the procedure to choose the spring day, we train the models using sliding windows
to identify another day with signs of concept drift. On August 23rd, at 16 h, the error of the power
generation model goes bigger when using 8064 samples than 2016, as shown in Figure 9. For the
thermal load, the error with the bigger data window also surpasses the other at the same time. Again,
the results for the fixed load model are close, making it challenging to identify concept drifts. On these
selected days, the external temperature has a range from 12.6 ◦C to 29 ◦C, with a mean of 22.4 ◦C;
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the maximum irradiation is 2900 kJ/m2/h; and the internal temperature goes from 24 ◦C to 28.3 ◦C,
with an average of 25.8 ◦C.
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(a) RMSE for the power generation model using fixed window sizes
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(b) RMSE for the fixed load model using fixed window sizes
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(c) RMSE for the thermal model using fixed window sizes

Figure 9. Identification of possible concept drifts in a summer day.

In Table 2, the average RMSE for the selected summer days is displayed. Again, the proposed
method performs better than the sliding window for all models. Nevertheless, for the fixed load
model, the Klinkenberg and Joachims method achieves a lower average error. This result suggests that
adapting different models with different techniques is preferable in some cases, even if that implies
managing different databases for each model.
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Table 2. Average RMSE and average NRMSE for a summer day.

Power Generation [kW] Fixed Load [kW] Thermal Load [◦C]

Full memory
(8064 samples) 0.44479 (17.32%) 2.80095 (34.55%) 0.47161 (19.82%)

Drift Detection
Method 0.44250 (17.24%) 2.55943 (31.58%) 0.44122 (18.775%)

Gold Ratio
Method 0.45597 (17.80%) 2.43693 (30.04%) 0.47094 (19.79%)

Klinkenberg
Method 0.53091 (20.64%) 2.39652 (29.55%) 0.44375 (19.04%)

FISH
Method 0.46619 (18.17%) 2.95768 (36.87%) 0.79645 (32.82%)

Adwin
Method 0.46240 (18.05%) 2.69773 (33.26%) 0.43769 (18.81%)

Proposed
Method 0.43797 (17.06%) 2.71268 (33.52%) 0.4423 (18.68%)

In this case, the dispersion of the error is comparable for all the methods, but, for the fixed load
model, Drift Detection and Gold Ratio Methods seem to be less sensitive to outliers and recurrent
concepts. On the other hand, in Figure 10, it is shown that the FISH method has the biggest dispersion
in all three models, which means it is not suitable for the kind of drift that appears on these days.
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Figure 10. RMSE dispersion in the summer day.
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5.3. Results Analysis

As mentioned before, for the case of the prosumer agents, concept drift can appear in different
ways, and they are hard to predict. As a consequence, forgetting data becomes a difficult decision
because the agent could lose relevant information for the forecast. In this context, the proposal of
keeping in memory more data than only the training set seems to be adequate for the agent. However,
for some models, other methods obtain a better result using fewer data. For example, for the fixed load
model, ADWIN and Klinkenberg’s methods had the lowest average errors. It is relevant to mention
that these methods assume that future samples are more strongly related to the most recent data in
memory, and it is not possible to keep that assumption when there are gradual drifts.

Another key finding of the experiment is in comparison with the average error when using a
fixed data window. In particular, it is possible to observe that some adaptation techniques were not
adequate since they lead to an increase in the error. In contrast, the proposed method always had a
better performance than using a simple sliding data window. As for the parameters of the proposed
algorithm, the error threshold for accepting the result of the cross-validation was 0.8 kW for the power
generation model, 2 kW for the fixed load model, and 0.8 ◦C for the thermal model. For the parameter
N, the used value was 2016 since it ensures convergence on the training of all the models in the tested
periods. Tuning algorithms parameters depends on knowledge about the performance of the base
learners, so the agents should have validated the models beforehand.

A final remark is that most of the algorithms have a fixed number of operations or training
processes. The only method that has an indefinite amount of operations is the gold ratio search,
for which the complexity is estimated at O(log 1

100 ) (100 is the minimum search interval in this
case) [43]. Inevitably, this method takes more processing time than the others presented here. Since the
models are trained with different amounts of samples every time, it is complicated to establish a metric
to compare processing times.

6. Conclusions

Prosumer agents will play an essential role in energy management systems as they move towards
decentralization. Then, it will be necessary to address their information needs to achieve adequate
decisions. In particular, it is important to recognize that the agent environment is subject to change,
and the models of different appliances need to be adapted to overcome different kinds of concept drift.

In order to formulate strategies to give the residential prosumers more reliable information upon
which to base their decisions, this paper presented relevant criteria to account for when choosing
adaptive algorithms to train the models of the local environment. Some of the existing algorithms
in the literature were tested here with satisfactory results as they occasionally performed better than
having a fixed window size.

Additionally, in this paper, we proposed another method that works for the information needs of
the agents. The method depends on the number of batches selected to train the models; this parameter
should be small to ensure that most of the samples correspond to the new concept but big enough to
ensure the convergence when training the model. In experimental results, this algorithm was the only
one that systematically produced better results than that obtained with a fixed data window size.
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3.2 Architecture logicielle des agents résidentiels automatisés

3.2.1 Contexte

Une fois que l’agent a créé des modèles des appareils dans son environnement local, il

est nécessaire de les intégrer dans une architecture logicielle pour prendre des décisions

et agir dans l’environnement transactionnel. Dans l’architecture logicielle on définit les

comportements : quand et comment l’agent exécute ses actions.

Dans ce cas, l’objectif de l’architecture logicielle est de réaliser deux tâches fondamentales

pour l’agent résidentiel : la prévision et la planification de la consommation. Étant donné que

l’agent interagit dans un marché à terme, ces deux tâches définissent les autres actions telles

que le contrôle de charges locales et la communication avec d’autres agents. Compte tenu des

conditions du marché à terme de l’ET, une fois que l’agent a communiqué sa planification de

consommation, il est obligé de la réaliser dans la mesure de ses possibilités pour éviter une

éventuelle sanction.

Le problème de planification de l’agent consiste à trouver une stratégie de consommation

optimale. C’est-à-dire la stratégie qui maximise la différence entre l’utilité que l’utilisateur

perçoit pour la consommation d’énergie et le coût de celle-ci. Ce problème est résumé par

l’équation 3.1, où Ut est la fonction d’utilité, Ct est la fonction de coût et T est la période

de marché. La fonction de coût dépend des prix d’achat πt et de vente λt de l’électricité.

Habituellement, le prix d’achat est égal au prix de vente, mais dans les cas où ils sont différents,

il apparaît des discontinuités qui peuvent affecter la convexité du problème. La variable de

décision pour l’agent est la consommation des charges contrôlables Pcl,t qu’il doit évaluer

avec l’estimation de la consommation des charges non contrôlables P̂f ,t et l’estimation de la

génération locale P̂g,t . La fonction d’utilité Ut dépend de la nature de la charge contrôlable.

Dans ce cas, avec les systèmes de chauffage, la fonction d’utilité est liée à la température

à l’intérieur de la maison, il faut donc disposer d’un modèle reliant cette température à la

consommation de chauffage.

max
Pcl,1,...,Pcl,T

T

∑
t=1

Ut −Ct (3.1)
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s.c. :

Ct =





πt(Pcl,t + P̂f ,t − P̂g,t) if P̂g,t ≤ Pcl,t + P̂f ,t

λt(Pcl,t + P̂f ,t − P̂g,t) if P̂g,t > Pcl,t + P̂f ,t .
(3.2)

Ut ∝ Pcl,t (3.3)

Le résultat de ce problème d’optimisation est utilisé pour obtenir un contrat à terme dans

l’environnement de l’ET. En supposant que l’agent est neutre par rapport au risque, la varia-

bilité des prédictions n’est pas prise en compte dans les transactions. De son côté, l’agent

agrégateur atteint l’équilibre du marché lorsqu’il peut paramétrer les solutions déterministes

de ce problème d’optimisation. Ce paramétrage peut nécessiter de multiples interactions en

fonction de la taille du marché et de l’horizon d’optimisation.

3.2.2 Méthodologie

L’architecture logicielle est composée de six comportements asynchrones sans ordre hiérar-

chique pour les tâches suivantes : acquisition de données, modélisation adaptative, optimisation,

contrôle des appareils, calcul des rapprochements et communications. Étant donné que l’agent

résidentiel est un suiveur dans le mécanisme transactionnel, son problème d’optimisation est

résolu avec une information complète en se fiant sur les données qu’il possède.

Dans le bloc d’acquisition des données, l’agent obtient le flux de données des appareils, les

informations météorologiques qui affectent la consommation et les préférences de l’utilisateur.

Avec ces données, l’agent crée les modèles ou adapte ceux qu’il possède déjà pour formuler

sa stratégie de consommation dans le bloc d’optimisation. Une fois que l’agent a sa stratégie,

il communique ses intentions de consommation d’énergie afin d’obtenir l’approbation du

système transactionnel et de programmer les actions de contrôle sur les appareils. Comme

il existe des sources d’incertitude qui peuvent empêcher que la consommation planifiée soit

respectée, il est nécessaire pour l’agent d’inclure un bloc de traitement des rapprochements

dans le marché. La Figure 3-2 illustre l’architecture de l’agent.
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FIGURE 3-2 Architecture logicielle de l’agent résidentiel

3.2.3 Résultats

L’architecture proposée a été testée sur un marché local de l’énergie, où un agrégateur de

demandes joue le rôle de leader et envoie des signaux de prix. Les résultats des transactions

simulées montrent que l’architecture est suffisante pour que l’agent puisse rassembler les

informations nécessaires et planifier une stratégie de consommation. En outre, la forme

modulaire de l’architecture permet d’être facilement étendue pour intégrer de nouvelles

fonctions au cas où l’agent participe à d’autres marchés.

Les simulations avec un signal de prix unique ont permis d’identifier une situation de dilemme

du prisonnier qui limite les objectifs des agents dans la configuration des marchés locaux.

Pour les agrégateurs de demandes, cette condition limite le facteur d’aplatissement qu’ils

peuvent obtenir dans le profil de la demande. D’autre part, cette configuration limite aussi

les économies que les utilisateurs les plus élastiques peuvent réaliser puisque le prix dépend

également des actions des agents résidentiels voisins sans coordination. Les solutions possibles
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à ces inconvénients sont discutées dans le chapitre 5 du présent document. Dans les simulations

présentées dans l’article, le prix d’achat a été considéré comme égal au prix de vente pour

éviter les discontinuités et accélérer la solution. Dans les cas où les prix sont différents, l’agent

devra évaluer les différents optimums locaux avant d’annoncer sa stratégie de consommation.
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a b s t r a c t

Transactive Energy (TE) has brought exciting opportunities for all stakeholders in energy markets by
enabling management decentralization. This new paradigm empowers demand-side agents to play a
more active role through coordinating, cooperating, and negotiating with other agents. Nevertheless,
most of these agents are not used to process market signals and develop optimal strategies, especially in
the residential sector. Accordingly, it is indispensable to create tools that automate and facilitate
demand-side participation in TE systems. This paper presents a new methodology for residential auto-
mated agents to perform two key tasks: prevision and planning. Specifically, the proposed method is
applied to a forward market where agents' planning is a fundamental step to maintain the dynamic
balance between demand and generation. Since planning depends on future demand, agents' prevision
of consumption is an inevitable part of this step. The procedures for automating the targeted tasks are
developed in a general way for residential prosumers and consumers, interacting at the distribution
level. These players are managed by a demand aggregator as the leader by means of the Stackelberg
game. The suggested process results in a TE setup for multi-stage single-side auctions, useful to manage
future Smart Energy Markets. Through simulated transactions, this paper examines the market clearing
mechanism and the convenience of agents' planning. The results show that customers with higher price-
elasticity leverage lower costs periods. However, they make it harder to reduce the peak-to-average ratio
of the aggregated demand profile since a unique price signal can create prisoner's dilemma conditions.
© 2021 The Author(s). Published by Elsevier Ltd. This is an open access article under the CC BY-NC-ND

license (http://creativecommons.org/licenses/by-nc-nd/4.0/).

1. Introduction

Energy systems must confront significant challenges to suc-
cessfully integrate renewable resources due to their intermittency
and variability [1]. Accordingly, several technologies have been
deployed to realize smart energy systems that offer more flexibility
and sustainability. The new technologies allow for identifying
synergies between electricity, thermal, and gas grids regarding
optimal global solutions [2]. These advancements along with new

energy market designs can exploit the potential of each component
in the system. Diverse innovative market solutions using smart
infrastructure can result in a better resource allocation to improve
security, equity, and social welfare [3].

Some of the most promising market designs in electrical grids
are based on Transactive Energy (TE) [4]. The main objective of TE is
to decentralize grid management in order to help stakeholders
maintain the balance of the grid while pursuing their objectives.
The change from centralized to decentralized optimization im-
proves grid management because it reduces uncertainties, risks,
and inefficiencies [5]. Particularly, the changes in electricity mar-
kets affect all energy sectors due to the conversion stage, needed for
the final energy use and the synergy with other energy grids.

The TE paradigm applied to energy markets transforms all
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stakeholders into decision-makers that interact (coordinate,
cooperate, and negotiate) with each other [6]. In this sense, TE
creates complications for stakeholders that have a passive role like
residential customers. Indeed, these customers have to process a
significant amount of data to quickly develop a consumption
strategy and find resources through the whole smart infrastructure
[7]. This situation necessitates employing automated tools to fulfill
the transactions on behalf of the residential customers [8]. In this
paper, the automated device is referred to as an agent.

In the literature, the feasibility of integrating residential agents
into grid management has been studied by the game theory [9].
Indeed, different enhancements have been made towards a
framework for agents' interactions in distribution grids [10].
However, residential agents' rationality has been assumed without
special considerations to how they create beliefs, update their de-
sires, and generate intentions. Therefore, it is necessary to define
agents’ behaviors in detail and develop standard procedures for
their tasks. The development of reliable agents help engage cus-
tomers into TE systems [11].

Since grid management depends on agents' interactions and
agreements, the information that they share is one of the most
important aspects to control [12]. There should not exist incentives
to lie in a well-designed mechanism, and each decision-maker
must minimize information errors [13]. For instance, residential
agents need to have a comprehensive understanding of their en-
ergy consumption and retailers need to supply accurate price sig-
nals. In this scenario, residential agents must perform some
anticipation tasks to ensure that their information is reliable. They
need a prevision of uncontrollable variables and a plan to handle
controllable loads. This anticipation helps build trust and define
other agents’ behaviors like local control.

In the specific case of forward-markets, the agents' anticipation
tasks define the operation of the grid [14]. In such context, agents
agree on energy price and consumption for future delivery, and
then they execute their plans to fulfill agreements and avoid pen-
alties. Table 1 summarizes different authors' proposals for agents'
interaction to reach agreements, explicitly in electric grids. Most of
the literature approaches do not take into account agents' infor-
mation needs from diverse sources such as weather data or user’
valuations. Besides, some interaction schemes do not consider the
extend of the solutions considering large TE systems. For these
scalability issues, a demand aggregator agent is favored as a great

bridge to link residential agents andwholesale energymarkets [15].
In this paper, the proposedmarket configuration is a Stackelberg

game where the aggregator leads the interaction to realize a for-
ward contract with the residential agents as followers. Conse-
quently, each residential agent formulates its strategy based on the
signals it receives without either parametrizing or anticipating
other agents' responses [25]. The observability conditions of agents
are different. Residential and aggregator agents fail to parametrize
market signals and individual consumption, respectively [26]. As a
result, they both have to trust the information they receive [27]. TE
mechanisms are beneficial for building such trust since they are
multistage games that allow agents to discover information while
they interact [16]. Thus, in the end of the interactions, agents will
not have an incentive to deviate from their plan considering other
agents’ strategy. This condition leads to a Nash equilibrium point
[28].

The residential agents' strategy is formulated to maximize the
utility by balancing costs and customers’ comfort considering the
constraints of loads dynamics [29]. Energy conversion technologies
in smart energy systems (like power-to-X) are advantageous
because they allow formulating strategies without excessively
compromising comfort [30]. Indeed, residential agents can char-
acterize all their behind-the-meter resources (local environment)
and make an integrated consumption plan. This characterization of
the local environment can be done by using data-driven and sto-
chastic modeling approaches [31]. Besides, an agent can adapt
these models to overcome the accuracy loss when external condi-
tions change [32]. In this case, for simplicity in data management,
energy consumption and generation devices are considered in
groups.

Once the residential agent has characterized its local environ-
ment, it can make a prevision and process the market signals to
optimize its energy consumption plan. Afterwards, it can commu-
nicate its plans and intentions with the demand aggregator or other
participants in the Multi-Agent System (MAS). To complete this
procedure and systematically integrate the prevision results into
the planning procedure, it is valuable to have a structured software
design in terms of agent-oriented programming. Such scheme can
also contribute to the scalability of TE solutions [33]. Within this
context, this paper aims to promote standard procedures for the
prevision and planning tasks of residential agents in a TE system.
The contributions of this work can be summarized as follows:

Table 1
Limitations in state of the art work.

Interaction scheme Achievements Limitations

Cournot competition [16] Considers customers' willingness to pay and preferences. Agents interact directly in the wholesale market, making it problematic
for large power systems.

Coordination of opportunistic
agents [17]

Optimal scheduling of appliances according to resource
availability. Impose agents' solutions over customer
preferences.

Increase the implementation requirements since it proposes aMAS in the
local environment.

Distributed demand response
algorithms [18]

Improved (flatten) aggregated demand profile. Agents need to be informed about their peers' strategies and the pricing
scheme.

Centralized demand response
with TE as security mechanism
[19]

Combined approach to overcome imbalances in the grid and
improve system resiliency.

Agents depend on centralized optimization and forecasts.

Peer-to-peer trading [20,21] Proved economic benefits for the agents. Assumes perfect information and perfect agents that make rational
decisions

Coalition operations and
collaborative agents [6,22]

Interactions between agents successfully integrate DER and
bring economic benefits. Scalable solutions.

Coalitions among suppliers left customers in a disadvantageous position.

Double-side auctions [7,23] Independent agent strategies. Information privacy. Improved
cost allocation.

Lower social welfare compared with iterative games.

Aggregators' direct load control
[24]

Reduces uncertainties. It does not consider customers' preferences and information privacy.

Stackelberg game with MAS in
the local environment [25]

Economic benefits for the residential agent. Hard to extend for multiple agents since retailers have to send in advance
a definitive price signal without information about the consumption.

Energy Hubs [9] Distributed grid management. Scalable solution. Assumes deterministic consumption with perfect agents.
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� A sequential interaction protocol between residential agents
and a demand aggregator agent to find equilibrium points in an
iterative Stackelberg game. As a result of this interaction, the
agents reach forward contracts that set the energy price.
Moreover, this protocol allows the aggregator to coordinate the
demand in a small part of an energy system and offer useful
insights for managing the wholesale energy market.

� A planning algorithm based on agent-oriented programming
paradigm for solving residential agents' information needs in TE.
The algorithm is used to find the best consumption strategy
according to the perception of local environments and the price
signal. This helps characterize the agents' rationality that is
commonly assumed in the literature. Agents' behavior is
formulated for groups of appliances considering risk-neutral
users in order to overcome customers' heterogeneity.

By explicitly defining the decision-making procedure of resi-
dential agents, this work addresses the problem of assuming per-
fect agents with perfect information that is common in the
literature, as presented in Table 1. Furthermore, it proposes to
manage energy systems by coordinating the demand of small parts
through aggregator agents owing to forward-markets potentials.
These aggregators have proven to bring benefits to all stakeholders
in the system [15]. Through this proposition, we prevent residential
agents from interacting directly with wholesale markets since it
complicates the management of large energy systems.

The rest of this paper is organized as follows: Section 2 explains
the developed framework of TE and the opportunities of residential
agents in the market. Section 3 presents the proposed procedures
for residential agents to perform the anticipation tasks with the
definition of their behaviors. The experimental setup and results,
obtained from case studies with simulated transactions, are dis-
cussed in Section 4, followed by the concluding remarks in Section
5.

2. Transactive energy framework

Transactive Energy systems are composed of economic and
control mechanisms that allow the dynamic balance of supply and
demand by using value as a key operational parameter [34]. The
main features that differentiate TE from other grid management
schemes are the distributed decision-making process and the two-
way communication channel between all agents [35]. TE allows
agents interaction to find equilibrium points and balance the grid.
Particularly, user-perceived values reflect their willingness to pay.
In an aggregated manner, these valuations tune the price of energy
and services in the transactions [36].

Commonly, interactions between agents are not unique because
they can have different objectives. For example, retailers and final
consumers can have opposite objectives and thus, they should
negotiate. On the other hand, two prosumers with similar objec-
tives can cooperate [37]. Individually, each agent looks for opti-
mizing its payoff function. However, at the end, the system reaches
an equilibrium with agreed transactions [38]. Normally, agents
have to know market rules and perhaps even pricing schemes and
taxation regulations before agreeing on transactions [39].

In this study, we consider that agents representing residential
customers interact only with a demand aggregator. Therefore,
residential prosumer and consumer agents negotiate with this
aggregator agent to buy or sell energy in a forward market [40]. For
simplicity, it is assumed that the only commodity in trades is active
energy. It should be noted that TE is conceived for electricity grids
and its implementation requires all the layers, proposed in the
Smart-Grid Architecture Model (SGAM), to provide communication
between agents [41]. The schematic of the proposed setup is

presented in Fig. 1, where HQ is the aggregator agent and H1, H2,…,
Hk are the residential agents. Since the system is not meant to
operate as an isolated microgrid, generation resources adequacy
and reliability are not advised [42].

Since there is only one commodity in trades, the exchanged
messages between the agents are more straightforward than others
proposed in the industry such as OpenADR and ANSI/CTA 2045
[43]. Firstly, the aggregator registers the residential agents. After-
wards, it waits for the “ready” (RDY) message from each one to start
the interaction process. All agents have to participate in all market
periods even if they send void purchasing or selling offers. When all
agents are ready, the aggregator, as the leader, sends the price
signal first and then, waits for each residential agent's response.
Finally, whenever the aggregated demand profile is satisfactory, the
aggregator sends an “acknowledgment” (ACK) message and the
residential agents assume their last proposed consumption is
accepted. This interaction is represented by the Unified Modeling
Language (AUML) in Fig. 2.

It is presumed that there are no security concerns in lower layers
since the interaction is made on high-level communication layers
by utilizing protocols like XMPP or MQTT [44]. The main advantage
of the strategy of waiting for each response is that it ensures all
residential agents participate in transactions even if it takes longer
processing times than other approaches in the literature [40]. Since
the residential agents get a forward contract, their planning and
interaction procedures are made in advance and consequently, the
processing time is not critical.

The changes in the residential sector strategy towards trans-
acting active energy inevitably affect other energy markets [45].
Moreover, residences can be directly connected to heat and gas
grids in order to supply specific demands by switching the tech-
nologies [46]. Accordingly, it is necessary to analyze the scaling
options of a market re-design to advise a higher social welfare [47].
In this regard, the proposed agents’ interaction allows for coordi-
nating the residential sector active energy demand, in advance, and
using the resulting forward contracts for clearing the wholesale
electricity market. Furthermore, the results can be utilized in other
energy markets to forecast the demand.

2.1. Proposed aggregator agent architecture

In the value discovery mechanism, the aggregator, as the leader
of a Stackelberg game, makes an initial assumption about resi-
dential agents' consumption to start negotiations [25]. Under this
concern, the proposed agent architecture for aggregators has four
behaviors, as presented in Fig. 3. First, the aggregator agent gets
data from two components of the price accounting for the unitary
cost of energy and the initial incentive or commercialization/ag-
gregation rate. Second, it registers customers and perchance clas-
sifies them according to their demand flexibility or elasticity. Third,
it takes the residential agents' responses to update the demand
model and formulate the pricing strategy based on an optimization
problem. The pricing strategy corresponds to the aggregator's

Fig. 1. System setup with one demand aggregator.
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objective in the energy system. Generally, in electrical grids, the
aggregator's goal is to flatten the aggregated demand profile
minimizing the peak-to-average ratio (PAR) [48]. It should be
noticed that it is possible to minimize the PAR by employing rein-
forcement learning techniques without building the demand
model [49]. Finally, the aggregator agent architecture requires a
behavior to communicate the price signals with the residential
agents.

Employing a single aggregator to minimize PAR improves risk
management and grid assets use [42,50]. However, it is interesting
to have competing aggregators in order to mitigate their market
power in cases where they try to maximize revenues [15]. The
problem formulation for the aggregator in our case is presented in
Eq. (1).

min
I1;…;IT

PAR¼ T maxðP1;…; PTÞPT
t¼1Pt

(1)

st : Pt ¼ Pflex;tpt þ Pfix;t ct (2)

pt ¼UC þ It (3)

XT
t¼1

PtIt ¼ E (4)

Where, It (decision variable) stands for the incentives at each time t,
and Pt is the power demand signal discretized in T energy blocks
according to the market period. UC stands for the unitary cost of
electricity and E expresses the expected revenue. Normally, the
price pt is the sum of UC and It . Here, UC is considered as a constant
value that the aggregator knows beforehand from the wholesale
market. Since a part of the electricity demand is inelastic (even
some appliances can be necessity goods), E has a limit, given by a
revenue cap regulation. The optimization horizon, T, is often set to
24 h (day-ahead) in forward-markets. However, reducing T can be
suitable for micro-grids because it can assist with a reliable forecast
of intermittent distributed energy resources (DER) [51].

The aggregated demand, Pt , is modeled as a linear function of
the price as naive approach without further information on each
house appliances. Pfix;t and Pflex;t correspond to the fixed and pro-
portional parts of the demand, respectively. These parameters are
estimated from a simple linear regression by using the Least-
squares method based on Eqs. (5) and (6) with normally distrib-
uted error term (as an assumption). An individual incentive
formulation for each customer by using independent values of Pfix;t
and Pflex;t can result in a lower PAR considering users’ participation
in various energy markets. However, this is out of the scope of this
paper. Besides, when there are only consumers and the energy
price is ensured to be positive, the demand can be modeled as a
function of the logarithm of the price to accelerate the convergence.

bPflex;t ¼
COVðpt ; PtÞ
VARðptÞ (5)

bPfix;t ¼ Pt � bPflex;tpt (6)

The mean values, Pt and pt are incrementally updated in each
iteration of the negotiation process. Similarly, the variance, ðVARÞ
and covariance, ðCOVÞ are updated with the Welford's online al-
gorithm [52]. The iterative process between the aggregator and the
residential agents stops when there are no significant changes in
the estimated regression parameters.

3. Residential decision-making process

The Pacific Northwest National Laboratory (PNNL) summarizes
the tasks that stakeholders should perform to participate in TE
systems as follows: planning, prevision, local control, register,
negotiation, check-out, and reconcile [35]. Indeed, the success of
these tasks depends on the knowledge that the agent has about its
environment. In the residential agent context, we can distinguish
two environments that account for a local environment composed

Fig. 2. Proposed AUML diagram.

Fig. 3. Aggregator Agent architecture.
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of behind-the-meter resources and a transactive environment as
the MAS. Fig. 4 presents the interactions of the residential agent
and its environments. Due to the number and heterogeneity of
appliances that a house can have, it is convenient to classify them
into controllable loads, uncontrollable loads, and power generation
devices.

Automating the tasks for residential users is essential because
the flexibility in this sector comes from elastic users operating
controllable loads. However, exploiting flexibility can be chal-
lenging if users do not appropriately respond to market signals.
Instead, an automated agent guarantees rationality in the operation
of loads at least inside the range of its observability [53]. The res-
idential sector flexibility assists with the proper incorporation of
intermittent and variable renewable resources, which, in turn, re-
sults in more sustainable energy systems.

This work focuses on the planning and prevision tasks because
they define the operation of a forward-market. The planning in-
tends to find the right sequence of actions to minimize cost
considering the agents' Beliefs, Desires, and Intentions (BDI) [54].
The BDI approach implies that the residential agent has reactive
behavior to respond to events and cognitive behavior to model its
environment. Note that, in this context, agent's behavior defines
activities that should be performed autonomously without external
instruction [55]. In brief, the residential agent acquires the
following.

� Beliefs corresponding to models that are built by using the local
environment.

� Desires that are expressed in the pay-off function of an opti-
mization problem.

� Intentions that present the solutions to the optimization prob-
lem during the planning task.

Since weather conditions influence both power generation of
DER and energy consumption, the residential agent needs to
receive weather data from an external information services to plan
its strategy. Therefore, the first step in the anticipation tasks is to
connect to those information services. It should be noted that the
agent carries out the consumption planning in a way to reach a
forward contract. Therefore, it should trust the weather forecast to
formulate its action [56]. The next step in the planning procedure is
to get data related to user's price-elasticity. This information can be
obtained directly from a Human-Machine Interface (HMI) or
inferred by using preference learning methods. Once the agent has
both weather forecasts and price-elasticity data, it is ready to
receive price offers and solve its optimization problem. The pro-
posed planning procedure is summarized in the Algorithm 1.

Algorithm 1. Residential agent planning procedure.

In the Stackelberg game configuration, presented above, the
residential agents are followers and thus, they wait for the aggre-
gator's offers. Since there is only one aggregator, the residential
agents do not need to arrange bids and they can recognize the
market period directly from the price signal [5]. The follower agents
formulate their best strategy, s*, by taking into account only the
price signal, which they receive at each moment. It is noted that the
complexity of the MAS and the unobservability of other agents'
responses make it infeasible to parametrize the price signal [57].
Therefore, residential agents undergo difficulties to find perfect
subgame equilibrium points albeit knowing that the TE mechanism
has an optimal substructure [24]. This limitation can be regarded as
a major issue of spot markets (not forward-markets) due to their
small planning window.

The consumption strategy, s*, deals with controllable loads, Pcl;t ,
uncontrollable loads, Pf ;t , and power generation devices, Pg;t . The
models of uncontrollable loads and power generation devices are
required to forecast their outcomes. On the other side, the model of
controllable loads is needed to know their dynamics under
different conditions and evaluate the strategies’ feasibility. As a

result, the total estimated consumption, bPt , for a given time, t, can
be computed by Eq. (7).

bPt ¼ bPf ;t þ Pcl;t � bPg;t (7)

Accordingly, the architecture to accomplish the prevision and
planning tasks is presented in Fig. 5. It contains six asynchronous
behaviors with no hierarchical order comprising data acquisition,
adaptive modeling, optimization, local control, reconciliations, and
communications. The agent's primary knowledge must contain the
data window for training each model and all the external infor-
mation, needed to solve the optimization problem. The calculation
of reconciliations is also presented in the agent's architecture
because the historical results of penalties can provide useful in-
formation for some users' planning. For instance, risk-averse agents
can use past reconciliation costs to improve their strategies
regarding asymmetric market penalties [23]. However, that is not
part of the anticipation tasks considered here to be automated.

3.1. Data acquisition

The agent measures appliances’ power consumption in the local
environment and creates a data stream [58]. It can be convenient to

Fig. 4. Interaction of the residential agent with its environments.
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implement lambda-based processing architectures for this
behavior, depending on the sampling time and the number of ap-
pliances [59]. Consequently, the agent stores parts of the data
stream, needed to create its environmentmodels, in a time-indexed
database. Furthermore, this database contains data from other
sources such as weather forecast services to complete the infor-
mation, required for the modeling phase.

Since the agent represents a final consumer, it is crucial to
consider users’ comfort constraints and price-elasticity. For this
purpose, the data acquisition behavior includes an HMI that en-
ables the communication between the agent and the user. For
example, users could define preferred temperature setpoints for
controlling heating systems, or state of charge limits for controlling
electric vehicles [22,60].

3.2. Adaptive modeling

It is relevant to have an adaptive learning process because there
can be concept drifts in the data. Concept drift is a change in the
hidden joint probability between the consumption ðPf ;t ; Pcl;t ; Pg;tÞ
and its explanatory variables. In fact, the collected data can present
any kind of drift because there are many changing sources. For
example, weather conditions and appliances degradation can cause
gradual drifts while technology upgrades can bring about sudden
drifts. Therefore, the models should be adapted to overcome both
kinds of drifts. This can be achieved by a suitable technique that is
chosen considering the data management and the forgetting
mechanisms as key factors. Models management or learning
strategy can be adjusted according to the chosen configuration
because not all the models can be ensembled or incrementally

trained [61].
For the residential agent, a technique based on Fish and Drift

Detection methods, presented in Ref. [62], is utilized. This manner,
summarized in the Algorithm 2, is suitable for this case because it
forgets less data and, in turn, allows the agent to train manymodels
with a single data window.

Algorithm 2. Adaptive Learning method.

It can be noticed that the algorithm depends on the distance
between data sub-windows and the error metrics. Indeed, the
distance in time in the data stream and the distance in feature
space must be weighted. The euclidean distance is frequently used
in the literature for measuring distance in feature space due to its
fast calculation [63]. Afterwards, it is convenient to use relative
metrics like the Normalized Root Mean Square Error (NRMSE) in
the cross-validation step to make the acceptance criteria inde-
pendent of the variable magnitude. The number of data sub-
windows, selected to train the models, should be always enough
to ensure convergence in training.

3.3. Optimization

Subsequently, the agent takes the prevision results from the
local environment models to plan its consumption strategy. As a
follower, the MAS is not fully observable because other agents'
actions are not deterministic and exogenous events affect their
strategies. Under these circumstances, it is unfeasible for the resi-
dential agent to parametrize the MAS. Alternatively, its best option
is to trust the price signals that it receives. Under this choice, the
agent's consumption plan is done with certainty and the only de-
cision variable is the energy demand of the controllable loads. Such
consumption strategy can be favored as the best action according to
all the available information [27]. It should be pointed out that the
prevision tasks of modeling and data acquirement should be car-
ried out once per market period. Nevertheless, the planning prob-
lem must be solved at each iteration of the negotiation process.

The optimization problem for the residential agent is formulated
in Eq. (8). The objective is to maximize the individual welfare as the
difference between the utility, Ut , that the user perceives from
consuming energy, and the cost, Ct , that it has to pay in return. The
utility from uncontrollable loads does not shift the solutions, and
thus Ut is a function of only Pcl;t. The cost function is a piecewise
affine function depending onwhether the agent is buying or selling
energy. Usually, the buying price, pt , is higher than the selling price,

Fig. 5. Residential Agent's architecture.
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lt , to remunerate the grid usage [64]. Finally, the aggregator can
only send pt , and lt can be settled as a constant percentage of that.
This problem is constrained by comfort restrictions and dynamics
of controllable loads.

maxbP1;…;bPT

XT
t¼1

Ut � Ct (8)

Ct ¼

8><
>:

ptbPt if bPg;t � bPf ;t þ Pcl;t
�ltbPt if bPg;t >dPf ;t þ Pcl;t

(9)

The utility function depends on the controllable load and it must
be concave. Furthermore, the utility function can be a function of
either Pcl;t or derived variables. For instance, Ut can be represented
as a function of household internal temperature or the state of
charge of batteries when controlling heating systems or electric
vehicles, respectively. In the problem formulation, the significance
of the utility function in comparison with the cost, Ct , reflects the
user's price-elasticity. Therefore, the utility function often has a
scale parameter that is tuned according to the user's preferences.

3.4. Local control

The local control of loads is not relevant to the anticipation
tasks, but it can be usefully included in the agent's software ar-
chitecture. In this behavior, the agent communicates with the
drivers of controllable loads to follow the TE agreements. For this
purpose, agents can integrate other models to adjust control ac-
tions with short-term forecast like time-series models of low
computational cost [65]. Besides, this behavior can be expanded by
other protocols to communicate with appliances.

3.5. Reconciliations

The estimated bPf ;t and bPg;t can have errors due to the weather
forecast and inner model inaccuracies. This results in deviations
even if controllable loads are adjusted to follow exactly the TE
agreement. Normally, energy contracts specify penalties for these
kinds of deviations and involving regulations [66]. The reconcilia-
tion cost can be obtained right after the market period ends.

In power systems, some grid codes show that stability limits are
not symmetric and thus, underestimating energy consumption can
be cheaper than overestimating it for the grid operator. This effect
can be translated to final consumers with different penalties for
positive and negative deviations [67]. In this case, risk-averse
agents can use previous reconciliation results to shift their con-
sumption strategy and avoid higher penalties. However, this anal-
ysis considers risk-neutral agents whose best strategy is to

communicate their estimates, bPt .

3.6. Communications

Finally, the residential agent needs a communication block to
interact with other agents. It receives price signals and answers
with the consumption strategy. The agent certainly needs to know
the communication protocols, executed in lower levels of the smart
grid. The schematic of the communications of the described MAS is
presented in Fig. 6. The aggregator agent receives information from
other higher-level agents or a market database (market DB) and
communicates with the residential agents through a local server.
The house DB represents the residential agents’ primary
knowledge.

4. Case studies

The implemented communication server uses the XMPP pro-
tocol to test the proposed TE configuration. The market period is
24 h. Energy and price signals are discretized in intervals of 5 min.
The agents’ behavior is programmed by using SPADE in python to
make them asynchronous [68], and the optimization problems are
addressed by using the solvers of SciPy [69].

For the residential agents, the utilized weather data corresponds
to the conditions from 1st to February 5, 2018 in Trois-Rivi�eres, QC.
Regarding the residential agents’ designs, the power generation is
modeled by a feed-forward neural network with 100 neurons in
five layers and a hyperbolic tangent as the activation function. The
inputs of this model are the time of day, solar irradiance, wind
speed, wind direction, cloud coverage, and external temperature.
Besides, in order to forecast the consumption of uncontrollable
loads, a Support Vector Machine (SVM) is used with a radial basis
function as the kernel. In this case, the explanatory variables are a
cosine signal with a 24 h period, the number of the days of theweek
(from 1 to 7), the external temperature, and the previous time in-
terval consumption. In addition, the controllable load corresponds
to a single-zone space heater. The dynamics of this load are
modeled based on a linear function of its consumption, Pcl;t , and the
external temperature, qext;t , as presented in Eq. (10). This model
assumes that the current value of internal temperature, qint;t , is
linked to its previous one, qint;t�1 [70]. The parameters a and b are
obtained by the ordinary least-squares method and adapted
through Algorithm 2 as the other models.

bqint;t ¼aqext;t þð1�aÞqint;t�1 þ bPcl;t (10)

For this controllable load, the utility function is presented in Eq.
(11). qref is the internal temperature that maximizes the customer's
comfort and obtained from the thermostat set-points. This utility
function is concave because there are no monotone preferences for
temperature. In other words, the utility is non-decreasing while the
marginal benefit is non-increasing. It should be noted that zero
consumption does not imply zero utility in this case [71]. The
parameter d represents the user's elasticity and is considered
constant. It is used for weighting the utility with respect to the cost.
Since the only heating source is electricity, the utility function does
not consider cross-elasticity with other resources. When the agent
is participating in more energy markets, it is necessary to expand
the utility and cost terms to find an optimal integrated strategy for
consumption [47].

Ut ¼ � d

�bqint;t � qref

�2
(11)

The electrical heating system as controllable load adds two new
constraints to the agents’ planning problem. First, the consumption,
Pcl;t , cannot exceed the technical limit of the space heater. Second,
the final internal temperature must be equal to the initial one in
order to start everymarket period from similar conditions and keep
the optimal substructure of the problem. The constraints are pre-
sented in Eqs. (12) and (13). Nonetheless, the second constraint
should be modified when using rolling horizons or discounted
functions with infinite planning periods for other kinds of markets.

Pcl;max � Pcl;t ct (12)

q0 ¼ qT (13)
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4.1. Five residential agents

The first case study contains five houses with the following
devices:

H1. Controllable heating system, uncontrollable electrical loads,
and solar PV array

H2. Controllable heating system, uncontrollable electrical loads,
and solar PV array

H3. Uncontrollable electrical loads and solar PV array

H4. Controllable heating system and uncontrollable electrical
loads

H5. Uncontrollable electrical loads

The proposed residential agent architecture with the mentioned
load models is enough to overcome residential customers’ het-
erogeneity because the models are trained to produce zero output
when there is no data. The consumption data of uncontrollable
electrical appliances corresponds to real measures, collected from
houses in Trois-Rivi�eres, QC, during the same period as weather
data. The solar PV arrays and the heating systems have capacities of
10 kWp and 15 kW, respectively.

In order to apply a sensibility analysis to the parameter d, all the
agents are configured with the same constant value in this TE
framework. This parameter only affects the houses with control-
lable loads and thus, H3 and H5 can be considered inflexible de-
mand. On the other hand, given the convexity of the utility function
for heating systems, there is a limited range where changing d af-
fects the cost of H1, H2, and H4. This range that depends on the
parameters of the model (Eq. (10)) is subject to gradual changes
from one market period to another because of the adaptive
training.

Fig. 7 presents the results of internal temperature for one house
with different values of d where qref ¼ 21�C. A customer with high
price-elasticity is represented by a low value of d, which leads to
higher deviations from the reference temperature. Such customer
undergoes more temperature fluctuations to leverage low price
periods by preheating.

The final agreed power demand for d ¼ 0:1 is presented in Fig. 8.
On the last day, the consumption increases due to low external
temperature. According to the corresponding planning procedure,
the total aggregated demand for the five days should be
2965.77 kW h and the PV surplus 15.38 kW h. Since the planning
procedure results in a forward contract instead of a future one, the
penalties for deviations should not be harsh for residential
customers.

Fig. 9 presents the results related to the price signal based on d ¼
0:1. The unitary cost, UC, is $0.04 and the initial cost is $0.06. It can
be understood that when the solar PV arrays are producing energy,
the prices reduce in order to incentivize consumption. The itera-
tions stop when the estimated PAR converges with a relative dif-
ference between consecutive iterations lower than 10�4.

Table 2 summarizes the final peak-to-average ratios for different
price-elasticities within five days. The gap between the actual value
and the estimated PAR demonstrates the aggregator's need to
improve its model of the residential agents' response. It should be
noticed that a lower value of d increases the peaks not only in the
temperature but also in the consumption. However, customers
with higher price-elasticities pay a lower final cost and have a
bigger margin to adjust the load drivers in the real operation.

4.2. Seven residential agents

In the next step, two other houses are added to the initial case.
These homes consist of uncontrollable appliances and controllable
heating systems with the same capacity to examine their contri-
butions to the system flexibility. The other conditions remain equal
for the new arrangement. The aggregated energy use increases, but
the demand profile has lower PAR. This is due to the new control-
lable loads contribution to flattening the profile. However, an in-
dividual price signal for each customer can be a better approach to
shift the consumption when there are different kinds of control-
lable loads. The demand profile for d ¼ 0:1 is presented in Fig. 10.

Similarly, the price signal has low values during solar PV pro-
duction hours. The final cost increases for this case due to the new
houses energy consumption. The revenue from the aggregation rate
is the same in all cases. The price results for d ¼ 0:1 are presented in
Fig. 11. Furthermore, the entire results for cost and PAR are pre-
sented in Table 3.

4.3. Results analysis

The results, presented in Tables 2 and 3, show that elastic users
managing controllable loads can reduce the operation cost of an
energy system. In this case, users’ elasticity is represented by the
scaling parameter, d, of the utility function. This representation is
useful to formulate an optimization problem for balancing utility
and energy cost in order to find a consumption strategy. The opti-
mization is carried out by an automated agent that gets a forward
contract. This, in turn, can simplify the participation of residential
customers in energy markets and grant the rationality in the de-
cision process to develop market-clearing mechanisms.

It is relevant to consider that users’ elasticity can vary in time.

Fig. 6. Data network in a distribution circuit.
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However, selecting an accurate value of elasticity to perform
transactions is not a trivial task for automated agents. A possible
solution is to allow users to express their preferences on comfort
and cost continuously in order to adapt the problem formulation.

Besides, the results of controlling electric heating systems show
that a more elastic users bear bigger fluctuations in temperature.
Thus, it could be reasonable to add ramp restrictions into the
optimization problem because these variations can reduce the
lifespan of some heating systems [72].

Another problem existing in the literature, mentioned in Table 1,
is the direct interaction between residential users and wholesale
energy markets that causes difficulty in coordinating large energy
systems. In the simulated transactions, it has been evidenced that
residential agents can get contracts by interacting only with de-
mand aggregators since they know the unitary cost of energy and
their revenue cap. The advantage of forward contracts is the pos-
sibility of having demand estimates, in advance, to plan the system

Fig. 7. Temperature conditions of the houses.

Fig. 8. Aggregated energy demand with five residential agents for.d ¼ 0:1

Fig. 9. Negotiations results with five residential agents for.d ¼ 0:1

Table 2
Final Peak-to-Average ratio at different elasticities with five residential agents.

d Day 1 Day 2 Day 3 Day 4 Day 5 Cost [CAD]

0.0001 3.0953 3.7448 4.2460 2.3986 2.7348 119.0689
0.001 2.4247 1.9857 2.9140 1.5243 1.5081 120.6070
0.01 1.8471 1.5520 2.8390 1.2855 1.3470 120.8605
0.1 1.5828 1.3935 2.5551 1.2242 1.3407 125.1178

Fig. 10. Aggregated energy demand with seven residential agents for.d ¼ 0:1

D. Toquica, K. Agbossou, N. Henao et al. Smart Energy 2 (2021) 100019

9



operation towards coordinating several energy markets. Moreover,
the historical information about these contracts can be useful to do
long-term planning and ensure the adequacy of the resources.

In the aggregator side, there is an estimation error that results in
a miscalculation of the PAR as it can be seen in the part b of Figs. 9
and 11. A part of this problem relates to the assumption that Pt is a
function of only the instant price pt . Such situation can be solved by
using reinforcement learning techniques that parametrize the
residential agents' responses better. One interesting result, useful to
improve the aggregator agent's models, is that the convergence rate
does not rely on the number of flexible resources. The fact that the
price signal is unique for all residential customers can lead to a
Prisoner's Dilemma (PD) because it shifts all the flexible resources
to consume on the same low price periods.

4.4. Limitations and application opportunities

The proposed agent architecture can be expanded to transact
commodities other than active energy. The residential agent needs
more models of devices in its local environment to forecast their
consumption and know their controllable potentials. However, the
general formulation of the optimization problem remains the same
(balancing users’ utility and energy cost). For the aggregator agent,
it is necessary to include other optimization blocks because flat-
tening the demand profile is not of interest to all energymarkets. In
such a case, it is advantageous to use asynchronous behavior to
support multi-objective optimization. This results in agent archi-
tectures that contribute to the development of smart energy sys-
tems and allow for the integrated operation of all energy grids,
involved in the residential sector.

The interaction protocol, presented in this paper, is sequential to
ensure the participation of all residential agents. This configuration
is suitable for forward-markets but limits the application to other
markets such as spot markets where clearing time is crucial.
Additionally, the proposed protocol is not intended to permit the
communication between the residential agents because it is ex-
pected that the aggregator makes the coordination. In future work,
it is interesting to analyze the potentials of this interaction protocol
to use individualized price signals and avoid PD.

In the above cases, it has been assumed that the system is able to
absorb all imbalances because the adequacy of energy resources is
out of the scope of this paper. In fact, for addressing this matter, the
aggregator agent needs to communicatewith higher-level agents in
the wholesale market to get an estimate of the unitary cost of en-
ergy beforehand. However, the operation of a large energy system
ultimately depends on the ensemble of small coordinated systems.

Finally, it is important to mention that the COVID-19 pandemic
hastens application opportunities for technologies that engage the
residential sector in TE systems. In fact, lockdown measures have
increased the energy demand of houses [73]. Even after economic
recovery, the residential sector electricity demand is expected to
remain higher than before the pandemic [74].

5. Conclusions

In recent years, transactive energy systems have been developed
to allow different kinds of grid agents to trade active energy among
other services. These systems help retailers and utility companies
refine and automate their information process and decision algo-
rithms. Nevertheless, demand-side agents requirements, especially
in the residential sector, have not been properly contemplated and
their decision-making process has been overlooked. Therefore, it is
important to develop automated systems that make decisions and
participate in transactive mechanisms on behalf of residential
customers. Particularly, the anticipation tasks of prevision and
planning must be automated to engage customers into forward-
markets.

In this paper, the proposed planning algorithm for residential
agents has been implemented through an agent architecture with
six behavior. This architecture can be conveniently integrated into a
multi-agent system to leverage transactive energymechanisms and
advance towards fully decentralized smart energy systems. Besides,
the adaptability character of the proposed architecture allows for
overcoming the heterogeneity of residential customers. The
developed planning algorithm can be used with different models of
controllable and uncontrollable appliances and expanded to
participate in other energy markets.

To integrate the residential agent architecture into a transactive
energy system, we have presented an interaction protocol to reach
equilibrium in a Stackelberg gamewith a demand aggregator as the
leader. This protocol is sequential to ensure all agents participate in
the transactions and contract energy for the market period. The
suggested strategy for managing the energy system can contribute
to scalingmarket solutions and help analyze complex systems as an
ensemble of small coordinated systems. The proposal has been
tested by using simulated transactions and actual data of household
appliances and electric heating systems, as controllable loads,

Fig. 11. Negotiation results with seven residential agents for.d ¼ 0:1

Table 3
Final Peak-to-Average ratio at different elasticities with seven residential agents.

d Day 1 Day 2 Day 3 Day 4 Day 5 Cost [CAD]

0.0001 3.0544 3.2389 4.1896 2.3787 2.6406 186.0821
0.001 2.3888 1.9023 2.8923 1.3180 1.4777 187.6408
0.01 1.7408 1.4152 2.6069 1.2800 1.3426 190.3280
0.1 1.5358 1.3744 2.4661 1.2093 1.3400 191.2978
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during winter period. The results have demonstrated that the
flexibility of residential resources strongly depends on users’ val-
uations of comfort.
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3.3 Intégration des préférences des utilisateurs

3.3.1 Contexte

Dans ce projet, on considère un système de chauffage comme la charge contrôlable de l’agent

résidentiel. L’agent peut profiter des périodes de prix bas pour augmenter la consommation

de chauffage et la réduire lorsque le prix n’est pas favorable. Puisque, sur le marché à terme,

l’agent reçoit des prix pour un horizon défini et il est possible de planifier la consommation si

on dispose d’un modèle de la dynamique thermique de la maison. Le modèle thermique utilisé

dans cette étude a été établi à partir de données de consommation réelles dans la région du

Québec, Canada.

Le chauffage a été choisi comme charge contrôlable dans ce projet, car il représente une part

importante de la consommation résidentielle dans plusieurs pays [16]. De plus, la capacité

thermique des maisons et des bâtiments permet de modifier la consommation de ces charges

sans impacter fortement le confort des utilisateurs. Ces charges sont aussi relativement faciles

à contrôler et à modéliser [99].

Toutefois, avant de modifier la consommation de chauffage, l’agent doit connaître les préfé-

rences thermiques de l’utilisateur afin de garantir un niveau de confort adéquat à tout moment.

Si les préférences de l’utilisateur ne sont pas prises en compte, l’agent privilégie la minimi-

sation des coûts à la maximisation du confort, ce qui conduit à une perte de bien-être pour

l’utilisateur. C’est pourquoi il est nécessaire de développer une méthode qui permette à l’agent

d’interroger les préférences de l’utilisateur et de les inclure dans le problème transactionnel.

3.3.2 Méthodologie

Pour inclure les préférences de l’utilisateur, on utilise un système de recommandation pour

suggérer une évaluation du confort thermique dans le cas où l’utilisateur ne la communique

pas à l’agent. Ce système est entraîné à partir des choix précédents effectués par l’utilisateur

dans des conditions similaires. Cette approche n’empêche pas l’utilisateur d’imposer ses

préférences lorsqu’il n’est pas d’accord avec la valeur suggérée. L’interaction entre l’utilisateur

et le système de recommandation est présentée dans la Figure 3-3.
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FIGURE 3-3 Interaction de l’utilisateur avec le système de recommandation

Le système de recommandation est basé sur un processus gaussien, car cette distribution

s’est avérée utile pour modéliser des données de préférences [40]. Dans ce cas, le processus

gaussien prend en compte des variables telles que la température extérieure et le prix moyen

de l’électricité pour estimer les préférences en matière de confort thermique. L’utilisation de

la moyenne comme valeur représentative est due à l’aspect pratique du calcul, mais il serait

possible d’utiliser une autre mesure statistique qui donne une idée du comportement quotidien

du prix et de la température. Un avantage des processus gaussiens est qu’ils conservent toutes

les informations nécessaires à la connaissance de la distribution uniquement dans les matrices

de moyenne et de covariance. De plus, pour ces processus, il existe des méthodes bien définies

dans la littérature pour calculer l’estimateur du "maximum a posteriori" (MAP) [41]. En

général, ces méthodes impliquent l’inversion d’une matrice de covariance. Dans ce cas, la

décomposition de Cholesky est utilisée pour l’inversion car elle est plus efficace en termes de

calcul que les méthodes traditionnelles pour les matrices définies positives [100].
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En connaissant les décisions que l’utilisateur a prises précédemment pour différentes condi-

tions, la première étape du système de recommandation consiste à entraîner le processus

gaussien avec ces données. L’étape suivante consiste à déterminer quand l’estimateur MAP est

une recommandation adéquate et quand il vaut la peine d’explorer d’autres options. Si l’utilisa-

teur n’a pas exploré suffisamment de combinaisons température/coût, la recommandation peut

diverger de la MAP à raison d’un écart type pour présenter une combinaison plus économique,

compte tenu du fait que les préférences en matière de coûts sont strictement monotones.

D’autre part, lorsque les moments du processus gaussien atteignent un état stationnaire (en

considérant un certain seuil), le MAP devient une recommandation appropriée.

3.3.3 Résultats

La validation du système de recommandation a été effectuée en considérant les variables qui

influencent la décision de l’utilisateur, telles que la volonté de payer, la température préférée,

l’impatience et les conditions environnementales. Pour étudier les décisions des différents

types d’utilisateurs, on a effectué une analyse de sensibilité sur ces variables. La décision

prise par l’utilisateur est d’accepter ou non le plan de consommation proposé par l’agent, et de

modifier l’évaluation du confort thermique s’il ne l’accepte pas.

Le système de recommandation proposé, basé sur un processus gaussien, a été comparé à

d’autres techniques de recommandation bien connues telles que la méthode de persistance et les

machines à vecteurs de support (SVM) [101]. Les résultats montrent que les recommandations

de la méthode proposée ont un taux d’acceptation plus élevé, même pour les utilisateurs

impatients. Comme cas de contrôle, on a choisi un utilisateur ayant une haute propension à

payer pour vérifier que les méthodes ne souffrent pas de surapprentissage.
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ABSTRACT Flexibility from demand-side resources is increasingly required in modern power systems to
maintain the dynamic balance between demand and supply. This flexibility comes from elastic users manag-
ing controllable loads. In this context, controlling Electric Space Heaters (ESHs) is of particular interest
because it can leverage building inner thermal storage capacity to shift consumption while maintaining
comfort conditions. Some economic Demand Response (DR) programs have considered exploiting EHSs
flexibility potentials in recent years. However, these programs still struggle to engage customers due to the
complexity of processing price signals for inexpert users. Therefore, it is necessary to develop automated
tools for helping users to operate their loads. Accordingly, this paper presents a recommender system based
on Gaussian processes to discover users’ valuations of thermal comfort and perform the predictive control
of their ESHs. The proposed method enables customers to participate in DR programs and impose their
preferences through straightforward queries instead of directly changing control parameters. Validation
results demonstrate that users maximize their utility by supplying noiseless and consistent data to the
recommender system. Additionally, the suggested approach achieves a higher acceptance rate than other
methods from the literature, such as persistency and support vector machines.
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NOMENCLATURE
Acronyms
ESH Electric space heater.
DR Demand response.
GP Gaussian process.
HMI Human-machine interface.
MAP Maximum a posteriori.
UX User experience.
WTP Willingness to pay.

Variables
ct Electricity cost at time t .
F Scale factor of the thermal comfort valuation.

FH Set of n historical values of F .
In×n Identity matrix of n × n dimension.
K Covariance function.
Pt Energy consumption of the ESH at time t .
Pmax Capacity of the ESH.
Papp,t Consumption of household appliances at time t .
Pirr,t Total solar irradiation at time t .
s Consumption strategy.
T Market period of t time slots.
ut User’s utility at time t .
xM Set of average values of π and θext for a market

period.
XH Set of n historical average values of π and θext .
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δt Form factor of the thermal comfort valuation at
time t .

πt Electricity price at time t .
σH Standard deviation of the components of XH .
σM Standard deviation of the estimation of F .
σn Standard deviation of the noise in FH .
θt House indoor temperature at time t .
θre f User’s preferred temperature.
θext,t Outdoor temperature at time t .
ϕt Thermal comfort valuation at time t .

I. INTRODUCTION
The world is experiencing an energy and technology transition
driven by environmental, social, and economic concerns. One
of the goals of this transition is to decarbonize electric power
generation by integrating renewable resources. However, it
becomes challenging to keep the dynamic balance of the grid
counting with these resources due to their intermittent and
stochastic nature. Therefore, it is crucial to increase the flex-
ibility of power systems to absorb imbalances and maintain
reliable, resilient, and secure energy supply [1]. Flexibility
can come from different sources like Demand Response (DR)
programs, fast generation ramping, grid reconfigurations, and
energy storage systems [2].
The interest in flexibility from DR programs is encouraged

by the adoption of new smart technologies, especially in the
residential sector [3]. This sector is also a huge energy con-
sumer in many countries, and modifying its demand patterns
can significantly improve the system operation. Accordingly,
different DR programs have emerged to manage residential
sector loads such as electric vehicles, Electric Water Heaters,
Air-Conditioners, and Electric Space Heaters (ESHs) [4], [5].
Some of these programs have also incorporated energy stor-
age systems to shift the demand without compromising the
comfort [6]. In this regard, ESHs are advantageous since they
can use building inner thermal energy storage to provide flex-
ibility.
According to the International Energy Agency, ESHs can

become a major source of flexibility in many regions [7]. Such
opportunity has stimulated regulators to develop codes and
standards for electrifying space heaters and accelerating the
adoption of smart technologies. However, it is still necessary
to engage customers and show them the economic advan-
tages of providing flexibility with their ESHs. Some barriers
to having more participants in DR programs are the lack of
customers’ knowledge, the technology cost, and the response
fatigue [8]. In order to address these problems, it is suitable
to automate the customers’ decision process rather than take
direct control of their loads. However, the automation is not
simple since each customer has a different valuation of com-
fort and experiences various conditions.

A. RELATED WORKS
It is desirable to focus the DR programs on customers’
preferences to avoid imposing conditions and to make the

control actions more welcomed. In this context, the con-
venience of recommender systems for engaging residential
customers into DR programs has been explored in the lit-
erature [18]. Indeed, recommendations can facilitate users’
interactions with automated systems and help discover better
consumption strategies. Previous findings on the application
of recommender systems for residential energy management
are listed in Fig. 1. Those applications highlight the challenge
of collecting data from inconsistent user inputs even when
they act rationally with stable and monotone preferences.
This situation is due to noisy drivers like impatience, com-
fort bias, privacy concerns, and misperceptions. Accordingly,
recommender systems have to build training datasets aiming
to improve both the accuracy and serendipity of the sugges-
tions [19].
For the specific case of ESHs, recommender systems have

been used to aggregate energy consumption and infer thermal
comfort perception [20]. A common technique for these rec-
ommenders is collaborative filtering that collects data from
several users before suggesting control actions. These fil-
ters can identify average preferences and cluster customers,
so they are suitable for office buildings or groups of resi-
dences [21]. However, these techniques are not aware of the
specific context of each customer. Beyond that, they do not
examine the effect of individual preferences on elastic con-
sumption, which is crucial for customizing DR programs.
Aside from recommender systems, other strategies to in-

clude users’ preferences into ESH control require querying
customers directly about specific parameters. For active learn-
ing strategies, the control algorithm queries the customer
when it faces unknown conditions and uses Bayesian updates
to discover absolute preferences [22]. Then, customers must
know their willingness to pay (WTP), parametrize their de-
mand curves, and define temperature comfort limits explicitly
for answering the queries and participating in DR programs.
These scenarios are not practical to promote DR programs
among inexpert customers. Moreover, direct queries are not
handy for automating ESHs control since they do not tend to
reduce annoyance [23].
There exist also approaches that infer occupancy instead

of preferences to consider human-in-the-loop in ESHs con-
trol [24]. These intrusive methods require several sensors to
detect occupancy and model customers’ behavior. Avoiding
user queries makes it hard for the modeling process since
finding all variables that affect user behavior is not easy, and
general assumptions result in low accuracy predictions. [25].
Furthermore, control of heating systems based on occupancy
measurements becomes reactive and unsuitable for planning
DR programs [26].

B. PAPER CONTRIBUTIONS
This paper presents a recommender system that suggests ad-
equate thermal comfort valuations for practical participation
in economic DR programs. The recommender can be seen
as a regressor in a supervised machine learning framework
that takes previous users’ inputs to predict their preferences
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FIGURE 1. Findings of previous applications of recommender systems in home energy management systems.

TABLE 1 Characteristics of the Human-in-The-Loop Control Schemes for Residential ESHs

in future conditions [27]. In the proposed method, users can
accept or adjust the suggestions before automated control
mechanisms take action. The human intervention is reduced
in the long run as the recommender system learns users’ pref-
erences. Furthermore, the recommender presents user-friendly
information, making it easy for the users to impose their pref-
erences when they disagree with the suggestions. In this way,
the recommender learns the specific context of a customer
without querying for complex data or using intrusive methods.
The features of the proposed approach are summarized in
Table 1.
The proposed recommender system is integrated into a

predictive control technique for the ESHs to participate in
economic DR programs. This technique is based on a ther-
mal dynamics model to verify the feasibility of consumption
strategies. Previous studies have proved the feasibility of em-
ploying discrete-time linear models to represent thermal load
dynamics, even in multi-zone buildings [30]. Considering the
matters discussed concerning the proposed recommender sys-
tem, the contributions of this paper can be summarized as
follows:

� The design of a recommender system that helps cus-
tomers complete the information of a predictive control
scheme for ESHs. The system does not impose con-
straints but adapts the control mechanism to the users’
context without intrusive methods. The recommenda-
tions are made over the weights of a payoff function,
which reflects thermal comfort valuations and users’
price-elasticity. The developed method builds on Gaus-
sian process assumptions to update user preferences
when they provide new information.� A straightforward querying method based on the gen-
eralized optimal-choice axiom to retrieve preference
information from inexpert users. The proposed method
deploys user-friendly information for customers to com-
pare similar options when making decisions. Then, they
can directly modify the parameters of an ESH control
mechanism and participate in DR programs. At the same
time, they improve the recommender system training
with relevant feedback. In contrast with the active-
learning methods, users are not committed to providing
information for each new DR condition.
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C. PAPER ORGANIZATION
The rest of the paper is organized as follows: Section II
presents the model-based predictive control formulation and
the effects of user preferences on DR programs. Section III
describes the recommender system, developed for the specific
case of ESHs, and the characteristics of the queries to the
users. Section IV discusses the case study and the validation
method, followed by the concluding remarks in Section V.

II. MODEL-BASED PREDICTIVE CONTROL OF HEATING
SYSTEMS
Economic DR programs send price signals to customers for
relevant time windows [31]. Next, customers trust the infor-
mation they receive and formulate their consumption strategy
with certainty. This procedure allows for considering DR
in planning and dispatching problems. Here, the DR con-
figuration assumes no communication between residential
customers, so their plans are not coordinated. For each cus-
tomer, the consumption strategy s∗ attempts to maximize the
individual utility as the difference between customer benefit
(thermal comfort) and electricity cost, as presented in (1). The
decision variables correspond to the consumption at each time
slot.

s∗ = argmax
P1,P2,...,PT

T∑
t=1

(ut − ct ) (1)

s.t. : 0 ≤ Pt ≤ Pmax ∀t (2)

θ0 = θT (3)

where for t time slots, ut is the benefit perceived from Pt
energy consumption, and ct is the energy cost. T is the market
period and Pmax is the capacity of the ESH system. The final
temperature, θT must be equal to the initial condition, θ0 to
ensure the problem has an optimal substructure in the long
run. The cost function, ct with the known price signal, πt

is presented in (4) as a linear function since it is assumed
there is no economy of scale for residential customers. The
decision variable, Pt is continuous considering that the control
signal can be modulated appropriately for thermostatically
controlled heaters or heat pumps.

ct = πt Pt (4)

It should be noted that the utility function, ut is concave be-
cause there are no monotone preferences in temperature [32].
This function is not directly related to consumption but the
actual temperature of the indoor air mass, θt . In fact, there is
an optimal temperature, θre f that maximizes users’ comfort
so that the utility is proportional to the deviation from that
reference, as presented in (5). The factor, ϕt encompasses the
user’s arc price-elasticity to weight the user’s utility against
the cost.

ut = −ϕt (θre f − θt )
2 (5)

In order to relate ut to the consumption, it is necessary
to include the thermal dynamic model of the system. For a

FIGURE 2. Agreed cost as a function of the thermal comfort valuation.

single-zone structure, the dynamic response is similar to an
RC circuit as described in the standard ISO 52016 [33]. In
discrete-time, the thermal model is reduced to the state-space
equation, (6), where θext,t is the external temperature, Pirr,t
is the total solar irradiation, and Papp,t is the energy con-
sumption of other appliances in the house. The coefficients
α1, α2, β1, β2, β3 can be found with a least-squares method
and updated adaptively when new measurements are avail-
able. For multi-zone buildings it is necessary to include the
heat transfer coefficients between zones [34].

θt = α1θext,t + α2θt−1 + β1Pirr,t + β2Papp,t + β3Pt (6)

The constraint in (3) can be relaxed to preserve the tractabil-
ity of the problem, considering that the optimization problem
has the form of a linear quadratic regulator with this thermal
model. Next, to perform predictive control, it is necessary
to acquire the forecasts for θext,t and Pirr from external in-
formation services. Likewise, it is required to either make
a forecast for Papp,t , or gather such information from other
smart controllers in the house if available. All the forecasted
variables used to develop the consumption strategy repre-
sent a source of error. However, assuming a well-designed
DR mechanism, it is reasonable to formulate a risk-neutral
consumption strategy relying on the expected values of the
forecasted variables. [35].
Finally, the factor ϕt of the utility function must be set

according to the customer preferences. In this case, the choice
of this factor is automated by the recommender system tak-
ing into account the historical user choices. However, in the
automation, it is crucial to consider that the control problem
formulation imposes limits on this factor where its increase or
decrease does not change the final cost, as shown in Fig. 2.
The cost is maximum when the indoor temperature is equal to
the reference θre f , and it cannot be zero due to the constraint
in (3). The curve in Fig. 2 can be stretched or contracted
depending on the parameters of the thermal model.

III. RECOMMENDER SYSTEM
Given the configuration of the economic DRmechanisms, res-
idential customers cannot collect data from their peers. This
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FIGURE 3. Basic components of the user interface.

also preserve their data privacy. Thus, they cannot implement
collaborative filtering techniques to obtain values for ϕt [36].
Consequently, the option is to implement a content-based rec-
ommender considering only the previous choices of the same
customer. The thermal comfort valuation ϕt is divided into a
scale factor F and a form factor δt , as presented in (7), to
capture context-aware preferences and intraday changes. The
exponential transformation allows covering a wide range of
values in compact numbers.

ϕt = e−Fδt (7)

Previous studies on ranking problems have shown that
users’ preferences fit Mallow’s model because a customer
tends to choose the same values under the same querying
conditions [37]. Thus, that model is frequently used for distri-
butions of ranked preferences with different distance metrics
of the permutations. Following the same principle of Mallow’s
model (law of large numbers), the continuous parameter, F
is modeled by a normal distribution, and the recommender
system becomes a Gaussian Process (GP). The feasibility of
modeling thermal preferences through a GP has been explored
formerly in [38]. For δt , which changes during the day, it
is convenient to set a profile in an interval between (0,1] to
capture household occupancy information. This profile is also
obtained from previous customer choices within similar days.
This content-based approach can face difficulties in the

early stages when there is not enough data for training. Some
solutions to this cold-start problem have been proposed based
on Bayesian optimization and inverse reinforcement learn-
ing [39], [40]. In both cases, it is necessary to use a prior
distribution of a function or its parameters and update it when
new observations are available.

A. DATA DISAGGREGATION
The user interface should display simple information since the
customer only needs to adjust thermostat set-points for the
next market period while inspecting the electricity cost. The
basic components of the user interface are presented in Fig 3.
From the user’s inputs, it is possible to obtain the ϕt profile for
the utility function using the Karush-Kuhn-Tucker conditions.
Next, it is necessary to disaggregate the values of F and the
profiles of δt . To do this for a particular day, F is considered as

the maximum value of customer choices in the product (Fδt )
since δt ∈ (0, 1].
For the next market period, the recommended value F is

obtained from a GP regression. Then, δt for t ∈ [1, . . .,T ] is
taken by weighting previous values of similar days. Various
measures of similarity have been explored in [41] considering
several features. Since δt captures occupancy information, it is
suitable to consider similarity according to the day of the week
and to give more weight to the adjacent days. For instance, the
occupancy of the next Friday can be closer to the one of the
last Friday, or the occupancy of a Saturday can be similar to
previous weekends.

B. GAUSSIAN PROCESS
From the machine learning perspective, the recommender sys-
tem is a regressor that maps user preferences under given
conditions. The general formulation of the GP regressor is
presented in [42]. The parameter F is influenced by features
like the electricity price and the external temperature. There-
fore, its estimation, F̂ can be defined by (8) below. Since this
parameter is considered constant during the market period, i.e.
one day, it is suitable to use the daily average values θ̄ext and
π̄ as feature variables in the regression.

F̂ = f (π̄ , θ̄ext ) = f (x) (8)

In order to simplify the notation of the GP, the set of n days
historical features is outlined by XH = [x1, . . ., xn]T ∈ Rn×2

and the next market-period features are xM ∈ R1×2. Likewise,
FH = [F1, . . .,Fn] ∈ Rn stands for corresponding historical
observations of F obtained from previous user’s choices. The
GP is presented in (9),[

FH
F

]
∼ N

(
0,

[
K (XH ,XH ) + σ 2

n In×n K (XH , xM )
K (xM ,XH ) K (xM , xM )

))
(9)

where K is the covariance function that maps the feature
vectors, x, into Gram matrices, and σn represents the noise of
the observations. Since preferences are expected to be station-
ary, there is no need for a tracking system and the prior mean
is set to zero. This canonical notation is favourable for the GP
because the conditional distributions are well-known in the lit-
erature [42]. In this case, the interest is in the distribution of F
given FH ,XH , and xM , so the first and second-order moments
are presented in (10) and (11). In the GP, the expected value,
E[F |xM ,XH ,FH ] is also the maximum a posteriori (MAP) es-
timator of F , which is both an adequate solution for regression
problems and a good recommendation in some situations as
presented later in this document.

E [F |xM ,XH ,FH ] = K (xM ,XH )
[
K (XH ,XH ) + σ 2

n In×n
]−1

FH
(10)

σ 2
M = K (xM , xM ) − K (xM ,XH )

[
K (XH ,XH ) + σ 2

n In×n
]−1

× K (XH , xM ) (11)

In practice, the inverse of [K (XH ,XH ) + σ 2
n In×n] is com-

puted with the Cholesky decomposition since the covariance
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matrices are Hermitian positive-definite. For this case, it is
convenient to consider the radial basis function as the covari-
ance function, which has two parameters σH and L, presented
in (12). This function is helpful because user preferences are
expected to be stationary, discarding seasonal effects, vacan-
cies, and other long-run behavior changes [43]. Thus, the
covariance function is stationary considering only the simi-
larity in the features space.

k(x, x′) = σ 2
He

− 1
2 (x−x′ )T L−1(x−x′ ) (12)

where L ∈ R2×2 is a diagonal matrix in which large entries
imply a low correlation between the feature and the covari-
ance. σ 2

H corresponds to the expected value of the squared
norm of XH elements. Then, the required Gram matrices are
composed as follows:

K (XH ,XH ) =

⎡
⎢⎣
k(x1, x1) . . . k(x1, xn)

...
. . .

...
k(xn, x1) . . . k(xn, xn)

⎤
⎥⎦ (13)

K (xM ,XH ) = [k(xM , x1), . . ., k(xM , xn)] (14)

K (xM , xM ) = [k(xM , xM )] (15)

the set of parameters, L can be tuned by maximizing the
likelihood of historical data using quasi-Newton methods. The
likelihood for the formulated GP is presented in (16),

log(P (FH |XH )) = − 1

2
FT
H

[
K (XH ,XH ) + σ 2

n In×n
]−1

FH

− 1

2
log

(
K (XH ,XH ) + σ 2

n In×n
)

− n

2
log(2π ) (16)

where n is the number of samples in FH . Subsequently, it
is possible to estimate the MAP estimator of F for the next
market period. At this point, it is necessary to analyze when
the MAP expresses an accurate recommendation. First, utility
functions are considered ordinal and users are assumed to be
rational, which means they have strict preferences for cost
savings [44]. Besides, customers can have a range of accept-
able temperatures for which the perceived utility is the same.
This means, in brief, a consumption strategy s1 is strictly pre-
ferred over s2 (s1 � s2) if it has a lower cost and manages the
temperature setpoints inside an acceptable margin. However,
this does not imply that the user knows what the optimal strat-
egy is. In fact, users can merely accept consumption strategies
cheaper than their WTP without searching for the optimal.
Therefore, recommending the MAP, obtained from historical
data, will lead to an acceptable value of F̂ but not to the best.
It is convenient to suggest the MAP when the GP becomes

stationary, assuming stationary preferences of rational users.
Conversely, it is favorable to suggest a higher value than the
MAP (lower-cost strategy) while the GP has not reached a
steady state. For example, the MAP plus one standard de-
viation. In this way, the recommender system improves the
serendipity by showing unknown alternatives to the user. The

statistical moments of the GP are compared before and after
an update through a pre-defined threshold to check stationar-
ity. The recommender system is summarized in Algorithm 1.
The process of moving from the MAP can be seen as an

exploration that is needed to find the optimal strategy from
stochastic feedback [39]. When the process converges, the
recommender system can stop the exploration and start the
exploitation of the acquired knowledge about user’s prefer-
ences, i.e. suggesting only the MAP. Accordingly, it is suitable
to move with the standard deviation, which is big when the
agent has few data points and gets smaller quickly when the
user gives consistent responses.
A drawback of the formulated GP is its application to online

learning because the covariance computation and the matrix
inversion are impractical for large datasets. The GP regressor
hasO(n2) memory cost andO(n3) computational complexity,
where n is the number of samples [45]. This issue can be dealt
with a recursive estimation, similar to the Kalman filter, by
considering the previous posterior as the prior and using a
linear model, which relates states and observations [46]. In
this way, the recommender system can avoid storing extensive
historical data and keep only information from the last market
period.

C. CUSTOMER QUERIES
Considering that querying can create annoyance to the user,
it is not suitable to ask for approval of a suggested power
consumption plan at each time. Actually, when the customer
does not make corrections, it is assumed that it has ac-
cepted the suggestion, and the related data is stored to train
the recommender system. The customer interacts through a
Human-Machine Interface (HMI) that displays the suggested
DR agreement for the next market period (temperature set-
points and cost) and allows changing the set-points. Once the
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FIGURE 4. Information flows in the proposed recommender system.

FIGURE 5. Flow chart of the user interactions.

user changes a parameter, it is necessary to recalculate the
cost. This interaction is sketched in Fig. 4.
As a result, at the start of each market period, the system

recommends a combination of temperature and cost to the
customer to either accept (do nothing) or refuse (adjust set-
points). At the end, the agreed parameters become data to train
the recommender system in both cases. This procedure is pre-
sented in Fig. 5. It is worth mentioning that the customer can
also modify the reference temperature, θre f . However, such
modification is not considered in the current market period but
in the next one. Consequently, a single parameter is queried
and the customer can compare similar options when making
decisions.
The HMI does not present penalties for deviation from the

DR agreement in the proposed approach because the system
is performing a predictive control. The ultimate goal of the
HMI is to present user-friendly information and allow users
to set their preferences. Thus, it is convenient to show only
the temperature set-points and the total cost, and let the user
modify just one of those. For more expert users, the HMI can
include penalties information, if it influences their decisions.

FIGURE 6. Decision network for the customer.

IV. EXPERIMENTAL SETUP AND VALIDATION
Since a customer becomes committed to the DR mecha-
nism, the accuracy of suggestions is crucial in the proposed
mechanism. Therefore, the metrics for the recommender sys-
tem must consider both the decision support and the deviation
of the suggestions. In this case, we use the user’s accep-
tance rate for the decision support and the difference from
the final agreement in kWh as the accuracy metric. We per-
form an offline validation simulating the customer decision
process to validate the recommender system. Besides, we
compare the proposed approach with other two recommender
techniques frequently used in the literature, under the same
conditions:� A persistency method that recommends user’s accepted

values for the last market period [47]. Considering sta-
tionarity in the preferences, a customer can choose the
same options for consecutive days when external fea-
tures (π and θext ) have slight changes.� ASupport Vector Regressor (SVR) that has the same ker-
nel (covariance function) as the GP [48]. For this case,
the acceptable margin from the hyperplane is set to 0.1,
the regularization parameter for deviations is considered
1, and the training stop criteria is a tolerance of 0.001.

The variables that influence customer behavior are depicted
in the decision network in Fig. 6. The reference tempera-
ture, θre f , the temperature setpoints, θt , the WTP, and the
impatience function are decision nodes for the user, while
the suggestion and the occupancy profile are chance nodes.
The impatience function is merely a step function. Thus, the
user stops interacting with the HMI after a defined number
of queries. Formally, the queries reduce customers’ comfort,
and they stop interacting when their utility starts decreasing at
each interaction [38]. Highly involved users adjust setpoints
until they find an appropriate agreement, giving less noisy data
to the recommender system. It is worth mentioning that the
offline validation presented here does not allow for measuring
the user experience (UX) with the HMI.
The decision network is compiled for the simulated cus-

tomer in Algorithm 2. The decision process starts with
a predefined WTP and the range of acceptable tempera-
tures. The reference temperature is fixed beforehand. The
HMI specifies the step-size in which ϕt can increase or
decrease.
As a result, more patient customers with lower WTPs make

more changes in the HMI while very impatient ones with

VOLUME 3, 2022 85



TOQUICA ET AL.: RECOMMENDER SYSTEM FOR PREDICTIVE CONTROL OF HEATING SYSTEMS

higher WTPs accept any suggested agreement at first. Due
to the interest in the acceptance rate, a sensibility analysis is
carried out with different values of WTP.

A. DATA DESCRIPTION
The weather data for θext and Pirr corresponds to 90 winter
days (20th December to 20th March, 2018) in the city of
Trois-Rivieres, Quebec, Canada. The Papp data is related to a
real house in the same location. This data has been used to find
the parameters of the thermal model by ordinary least-squares
regression. The resulting values are presented in (17) below.
θext and θ , Papp and P, and Pirr are expressed in Celsius
degrees, kWh, and kW/m2, respectively.

θt ≈ 0.08316θext,t + 0.99168θt−1 + 0.00016Pirr,t

+ 0.07142Papp,t + 0.11064Pt
(17)

The value of ϕt can vary from −10 to 10 at steps of 0.2.
Finally, the market period, T is 24 hours and the signals are
discretized at 5-minute intervals. The price signal corresponds
to the spot market in Ontario, Canada during the same days in
2018 [49]. This signal is presented in Fig. 7 for the simulation
period. The average price is 0.0532 CAD/kWh. The range of
acceptable temperatures, used to simulate customer’s behav-
ior, is the same every day, as presented in Fig. 8. The threshold
to check stationarity in the GP is 0.1 in the mean and 0.01 in
the variance. The recommendation for the first day is zero for
all recommenders, and thus, the prior for the GP is N (0, 1).

B. RESULTS AND DISCUSSION
Given the price signal, performing a sensitivity analysis on
WTP from 1 to 5 CAD per day is reasonable. The maximum
number of queries is set at 20 to scan a wide range of ϕt . The
acceptance rate results during the 90 days for all combinations
are summarized in Table 2. he proposed GP recommender
leads to a higher acceptance rate in most cases, especially
when the user’s WTP is low thanks to the exploration process
that constantly looks for a lower cost. A user with a WTP
of 5 CAD/day accepts all the suggestions within the range

FIGURE 7. Signals used for the off-line validation.

FIGURE 8. Range of acceptable indoor temperatures.

of comfortable temperatures since the cost never exceeds that
value. This case is useful to validate that the recommendations
are fitting and do not diverge from training data.
A method with a higher acceptance rate does not imply

that it has the most accurate suggestions, as customers ac-
cept any consumption strategy that meets their temperature
and cost conditions. Thus, it is also relevant to consider the
recommenders’ deviations from the final DR agreement of
the customer. The energy deviations are presented in Fig 9
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TABLE 2 Acceptance Rate of the Recommender Systems

in absolute values. It is not appropriate to separate positive
and negative deviations since we are not considering penal-
ties on the DR configuration. The SVR method has a lower
variation for impatient customers because it does not make
exploration. When impatience ceases to be a relevant noisy
driver, the serendipity given by the GP method is beneficial to
find better consumption strategies. In all cases, the GP-based
recommender has a lower median deviation.
Patient customers give more consistent feedback the rec-

ommenders offer according to the WTPs. When it is not
feasible to have a consumption strategy cheaper than WTP,
users reject any suggestion and start changing temperatures. In
such situations, patient customers will lose time trying to find
other alternatives. An experienced user with some idea of the
feasibility of the consumption strategies may find it relevant to
have boundaries information on the HMI. For instance, indi-
cating the high prices period can reduce customer exploration
at that time.
Regarding the deviation in temperature, we present the

number of hours where the suggestion was outside the com-
fortable range in Fig. 10. For impatient customers, the GP-
based method suggest more uncomfortable temperatures be-
cause it is trying to reduce the cost. When the limit of queries
increases, the temperature deviation of all recommenders de-
creases, and the GP becomes similar to the SVR method. In
that scenario. the persistency method shows more tempera-
tures outside the comfort limits, even for high WTP.
The GP recommender seems to be a good option for most

cases. However, it requires a larger hardware infrastructure
than other methods like a persistency recommender that can
be implemented in a simple data buffer. Recommending the
last values of both F and δt can suit impatient customers since
their noisy inputs are inadequate for training other algorithms.
Conversely, this procedure results in significant deviations for

FIGURE 9. Daily consumption deviation between the suggested strategy
and the DR agreement.

patient users. Hence, it is advisable to acquire detailed in-
formation from customers and install a recommender system
depending on their specific context.

C. LIMITATIONS AND OPPORTUNITIES
The proposed approach allows incorporating a prior distri-
bution to improve the performance of the recommendations.
If there exists a characterization of residential demand price-
elasticity in a particular location, it is possible to pre-configure
the ϕt profile for that place. Besides, such information can be
used to weight F against δt instead of using the (0,1] range.
Collecting data from a group of users can help fit better the
preferences for individuals, as it happens in platforms like
Youtube [50].
One of the challenges for the recommenders is to deal with

Big Data. When the agent obtains more information from the
user, it is necessary to implement the recursive algorithms.
Another alternative way to deal with this issue is to implement
adaptive learning techniques and filter the training samples.
However, this also requires patient customers who give less
noisy data to train because their inconsistent preferences can
be treated as outliers.
The offline validation setup used here is suitable to analyze

the recommender system in controlled scenarios. In future
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FIGURE 10. Total duration of suggested temperatures outside the comfort
range in the 90-day simulation.

analysis, an online validation should be performed with clus-
ters of actual customers and A/B testing methods to check the
influence of external information and the HMI limitations. In
that case, the thermal model must be adapted to each customer
situation.

V. CONCLUSION
Space heater systems have the potential for becoming the
principal source of flexibility from the residential sector in
cold-weather countries like Canada. Demand response pro-
grams can exploit this flexibility to build a more sustainable
grid. However, residential customers lack adequate exper-
tise in controlling these devices according to market signals.
Therefore, it is necessary to provide automated tools that
engage users. These tools require knowledge about users’
preferences to reach convenient agreements. Accordingly, this
paper presents a recommender system that allows automated
systems to suggest an appropriate valuation of thermal com-
fort and make an agreement in the context of an economic
demand response program. The proposed method is based on
a Gaussian Process that explores cheaper options to increase
serendipity in the suggestions. This process is trained with the
customer’s previous choices. The information required from
the customer is reduced to a single scale parameter in each
transaction to provide simple queries and easily comparable

options. In fact, in the presented approach, users need to
supply more information only when they refuse the recom-
mendation, not during all the training as in active learning
methods. The offline validation of the recommender system
shows that patient customers, who express more consistent
preferences, give less noisy data and have a higher accep-
tance rate. From this perspective, this work contributes to
analyzing recommender systems requirements according to
customers’ specific contexts. Future work focuses on integrat-
ing the proposed recommender system into complete home
energy management systems to fully automate residential de-
mand response.
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Chapitre 4 - Mise en œuvre expérimentale

4.1 Plateforme multi-agents

La validation de la solution proposée pour les agents résidentiels automatisés requiert le

développement d’un système de télécommunications pour l’échange de signaux de marché. Ce

système est la base du mécanisme de ET dans lequel les agents commercent et se coordonnent.

Dans ce cas, un serveur de messagerie instantanée Prosody IM est utilisé pour router les

messages XMPP car il est particulièrement pratique pour l’enregistrement des agents [102].

La topologie du système de télécommunication est présentée dans la Figure 4-1. Le réseau

interne du logiciel hôte est séparé afin de pouvoir être utilisé pour ajouter des services locaux

(contrôleurs d’appareils ou interfaces utilisateur). Le service DNS interne est nécessaire pour

router les messages à l’intérieur et à l’extérieur du réseau local parce que le protocole XMPP

ne reconnaît pas les adresses IP directement.

Logiciel hôte Logiciel hôte Logiciel hôte

FIGURE 4-1 Topologie du système de télécommunication

Dans la configuration expérimentale de base, il suffit de disposer d’un agent résidentiel et d’un

agent du marché chargé d’envoyer le signal de prix. Ce même agent est chargé de consulter

les prévisions de la météo des services externes et de les partager dans la base de données du
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système de l’ET. En outre, pour contrôler les processus expérimentaux, un agent de supervision

a été ajouté pour vérifier les messages et pour envoyer les paramètres de simulation à l’agent

résidentiel et à l’agent du marché (agrégateur de demande dans ce cas). Les signaux sont

discrétisés par intervalles de cinq minutes, de sorte que pour un marché de 24 heures, les

datagrammes sont des vecteurs de 288 positions.

4.2 Déploiement de logiciels

Les agents ont été développés sous forme d’images Docker sur Python 3.9 pour être installés

dans un conteneur. Dans l’expérimentation, l’architecture logicielle des agents a été modifiée

pour fonctionner comme une machine à état afin de contrôler le temps de simulation. Cette

modification est illustrée dans la Figure 4-2. Cela implique que, bien que les comportements

soient asynchrones, ils attendent une indication pour s’activer. Les transitions entre les états se

font par des événements internes qui indiquent la fin d’un processus et non par des signaux du

système de l’ET. Comme il n’y a qu’un seul agent résidentiel dans la simulation, il n’est pas

nécessaire de coordonner les temps de réponse dans le système de l’ET.

FIGURE 4-2 Transition entre les comportements de l’agent résidentiel

Les paramètres des instances de chaque comportement d’agent sont partagés par les méthodes

"SET" pour fixer une valeur et "GET" pour en extraire la valeur. Ces méthodes sont déclarées

dans la classe qui construit l’agent. De cette façon, il n’est pas nécessaire de répéter les
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données entre les comportements des agents et les valeurs des processus précédents peuvent

être réutilisées.

4.3 Caractéristiques du matériel

Le conteneur qui exécute l’agent résidentiel a été déployé sur un dispositif Raspberry Pi de

quatrième génération (ARM v8) avec 8 Go de RAM. Il s’agit d’un appareil économique qui

peut gérer les versions complètes des systèmes d’exploitation basés sur Linux. Par ailleurs, le

dispositif a été configuré pour fonctionner avec l’alimentation par Ethernet (PoE) car il n’a pas

de périphériques attachés, ce qui simplifie le câblage lors de son installation. Le processeur

est un Broadcom BCM2711 1,5 GHz. Les temps mesurés des différents processus de l’agent

résidentiel dans ce dispositif sont présentés dans la Figure 4-3. La variation des temps de

calcul est due à des facteurs non contrôlables dans ce cas, comme le paramétrage du système

d’exploitation ou la température du processeur. Il est important de préciser que le processus

d’optimisation de la consommation utilise la librairie CVXPY avec des solveurs compilés en

C#, tandis que les autres processus utilisent les outils Numpy directement en Python [103],

[104].
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(d) Aller-retour d’un datagramme XMPP

FIGURE 4-3 Mesures du temps de calcul des processus de l’agent résidentiel

Le serveur de télécommunications XMPP se trouve également dans un conteneur Docker,

mais sur une architecture Intel i5-7600 x64 (3.5 GHz) avec 8 Go de RAM.

Les résultats expérimentaux de la mise en œuvre de l’agent montrent que le processus d’optimi-

sation est le plus lent, prenant parfois jusqu’à 8 secondes. Par conséquent, lorsque l’interaction

avec les autres agents du marché nécessite plusieurs itérations, il convient d’envisager une

négociation précoce afin d’obtenir le contrat de l’ET à temps. La configuration du système de

l’ET doit également tenir compte du traitement parallèle des agents pour éviter les encombre-

ments. En outre, lorsque le signal de prix doit être coordonné avec d’autres agents du réseau,

avec des outres contraintes, il faut prévoir le temps nécessaire à tous pour atteindre un point

d’équilibre. La définition de ces interactions multi-agents dépasse le cadre de cette thèse, mais

c’est un point important à prendre en compte dans les développements futurs de l’ET.
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4.4 Modèles des charges résidentielles

4.4.1 Modèle de charges non contrôlables

On a utilisé une régression basée sur une machine à vecteur de support (SVR) pour les charges

non contrôlables. De manière similaire à la machine à vecteurs de support pour les problèmes

de classification (SVM), cet algorithme trouve un hyperplan qui minimise la norme (l2) des

vecteurs de support [105]. La différence entre SVM et SVR, est qu’un SVR utilise l’hyperplan

pour estimer les valeurs de la variable indépendante et non pour séparer les données. Dans

ce cas, un noyau a été utilisé pour trouver les vecteurs de support puisque les données de

consommation ne suivent pas une tendance linéaire par rapport à ses variables explicatives. Le

noyau utilisé est la fonction de base radiale, car il possède une efficience de calcul plus élevée

que les autres fonctions de la littérature [41].

La consommation des charges incontrôlables est expliquée par quatre variables : un signal

cosinus avec une période de 24 heures, un nombre indiquant le jour de la semaine (de 1 à

7), la température extérieure et la consommation du jour précédent. Si l’on considère que les

signaux sont discrétisés à 5 minutes, la consommation de la journée précédente serait prise

en compte avec un retard allant jusqu’à 288 échantillons. La température extérieure et les

variables de consommation ont été normalisées à des valeurs entre [0,1] et la marge d’erreur

acceptable entre l’hyperplan et les échantillons est fixée à 0,1.

FIGURE 4-4 Modèle de charges non contrôlables

4.4.2 Modèle des dispositifs de génération

Pour ce projet, on a utilisé une simulation d’un système photovoltaïque de 10 kWp. Les

données relatives à ce système ont été générées à l’aide du modèle SANDIA des panneaux
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qui prend en compte 5 points de la courbe caractéristique tension/courant des panneaux :

courant de court-circuit, tension de circuit ouvert, courant de puissance maximale, courant à la

moitié de la tension de circuit ouvert et tension moyenne entre le circuit ouvert et la puissance

maximale [106]. De plus, le modèle effectue une correction spectrale pour la densité de l’air.

Les panneaux utilisés sont des modules Canadian Solar CS6X 300M et l’onduleur est un ABB

PVI 10 I 208V [107], [108].

Le modèle utilisé par l’agent automatisé pour prédire la production de ce système photovol-

taïque est un réseau neuronal Feed Forward. Le réseau est composé de 100 neurones organisés

en 5 couches. Ces neurones utilisent une fonction logistique avec un seuil d’activation de

0,5 [109]. Les poids du réseau neuronal sont formés par rétropropagation à l’aide de l’algo-

rithme ADAM (descente de gradient stochastique avec estimation du moment adaptatif). Les

variables explicatives de la production du système photovoltaïque sont l’irradiation solaire, la

vitesse et la direction du vent, l’heure, la couverture nuageuse et la température extérieure. Le

nombre de variables explicatives conditionne le temps d’apprentissage du modèle. Les autres

facteurs qui influencent le temps d’apprentissage sont le nombre d’itérations du processus de

descente de gradient, le nombre d’échantillons utilisés et le nombre de neurones. Le nombre

d’itérations pour atteindre un niveau d’erreur acceptable et éviter l’overfitting est de l’ordre

de 100. Le but de l’utilisation de ce modèle est de démontrer la faisabilité de l’algorithme

d’adaptation proposé sur un modèle de régression commun dans la littérature, cependant il

existe d’autres modèles qui intègrent des systèmes discriminatifs et génératifs (auto-encodeurs

et transformeurs), et qui pourraient améliorer la prédiction.

FIGURE 4-5 Modèle des dispositifs de génération
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4.4.3 Modèle de charges contrôlables

La charge contrôlable par l’agent résidentiel correspond à un système de chauffage dans un

environnement fermé qui est considéré comme une zone thermique unique. Les compteurs

d’énergie sont directement connectés au panneau de distribution et les actionneurs sont deux

plinthes électriques de 1000 W. Le signal de puissance est modulé par des largeurs d’impulsion

(PWM) pour ajuster la valeur en fonction du contrat TE de l’agent. Dans cet environnement

contrôlé, la position des portes ou des fenêtres n’est pas modifiée et le flux d’air dans les

conduits est connu pour maintenir la température selon les prévisions. En dehors des conditions

de laboratoire, il serait nécessaire d’ajouter un contrôleur en boucle fermée qui minimise les

écarts de consommation en tenant compte des perturbations du système en temps réel.

Le modèle du système de chauffage est basé sur un circuit RC thermique avec une seule

capacité par zone, selon la norme ISO 13790 [110]. Ce modèle est réduit à un espace d’état

pour relier la consommation à la température interne de la maison. Ce modèle ne considère

pas la non- linéarité de la dynamique thermique, mais il s’est avéré pratique pour le contrôle

prédictif [111]. L’apprentissage des paramètres du modèle se fait par la méthode des moindres

carrés. Au cours du projet, différentes variations de ce modèle ont été utilisées. Une première

option consistait à considérer uniquement la température externe comme une perturbation.

Une deuxième variation de ce modèle a été réalisée en incluant d’autres variables telles

que l’irradiation solaire et la consommation des charges non contrôlables. Dans d’autres

applications avec des résidences plus grandes, ce modèle linéaire peut être étendu à une

configuration multizone en incluant des informations sur la géométrie de la construction :

les transferts de chaleur entre zones adjacentes et une capacité thermique proportionnelle au

volume chaque zone.

Il faut noter que cette charge de chauffage impose deux nouvelles contraintes au problème

de planification de l’agent automatisé : la consommation ne peut être supérieure à la limite

technique du système de chauffage et la température à la fin de la période de marché doit

être égale à la température initiale pour que le problème ait une sous-structure optimale.

Cette dernière contrainte peut être relâchée en utilisant des multiplicateurs de Lagrange pour
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maintenir la tractabilité du problème.

FIGURE 4-6 Modèle de charges contrôlables



Chapitre 5 - Discussion et opportunités futures

5.1 Perspectives d’évolution des agents résidentiels automatisés

L’agent résidentiel développé dans ce projet a été utilisé pour effectuer les tâches de prévision

et de planification de la consommation. Les informations traitées par cet agent lui permettent

de trouver la stratégie optimale pour actionner un système de chauffage en fonction d’un signal

de prix et des préférences de l’utilisateur. Cette stratégie est communiquée aux autres agents

du réseau par le biais de l’infrastructure smart-grid afin de rechercher un accord sur un marché

à terme.

Dans l’environnement local de l’agent, il peut y avoir des charges autres que le chauffage

qui peuvent être contrôlées pour apporter de la flexibilité au réseau. Par exemple, on pourrait

modifier les temps de charge des véhicules électriques, les points de consigne des climatiseurs,

ou même le facteur de puissance de certains onduleurs. Il sera alors intéressant dans de futures

applications d’intégrer des modèles d’autres charges dans l’architecture de l’agent résidentiel.

De cette manière, l’agent sera en mesure de planifier la consommation complète de toutes les

charges et disposera de plusieurs variables de décision pour exécuter ses contrats.

Pour le contrôle du système de chauffage, l’agent prend en compte les préférences de l’utilisa-

teur en utilisant un système de recommandation. De façon similaire, lorsque l’agent contrôle

d’autres appareils, il doit intégrer d’autres méthodes d’apprentissage des préférences en fonc-

tion de la nature de ces appareils. Par ailleurs, le système de recommandation présenté ici doit

être testé avec des utilisateurs réels afin de valider le soutien à la décision. Pour ce faire, il est

possible d’utiliser des techniques de validation en ligne telles que les tests A/B [32].
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Le modèle utilisé pour réaliser le contrôle prédictif du système de chauffage est linéaire et

basé sur un circuit thermique RC [110]. Ce modèle d’espace d’état capture approximativement

la dynamique du système réel. Cependant, il existe des effets qui ne sont pas modélisés et qui

peuvent être inclus dans d’autres modèles pour améliorer la stratégie de contrôle. Par exemple,

on pourrait utiliser des modèles plus sophistiqués qui tiennent compte du transfert convectif et

radiatif à travers les fenêtres et les portes.

Un autre aspect à analyser dans les développements futurs est le traitement des rapprochements

par l’agent. Si les pénalités pour les déviations sur le marché sont établies dans les contrats

à terme ou au moyen de contrats intelligents, elles pourraient être calculées directement par

l’agent. Par contre, si les pénalités dépendent du comportement de la demande agrégée, l’agent

devra consulter d’autres acteurs du réseau pour connaître le coût des pénalités. Dans les deux

cas, il sera bénéfique pour l’agent de garder une trace des rapprochements afin de prendre en

compte l’aversion au risque des utilisateurs dans les transactions futures. Pour les utilisateurs

peu disposés à prendre des risques, les données historiques peuvent aider à formuler des

stratégies de consommation prudentes qui minimisent le coût des pénalités. Par ailleurs, la

connaissance des erreurs dans les prévisions des modèles peut aider à préparer des actions de

contrôle dans le réseau électrique pour éviter les pannes.

Finalement, dans de très grandes MAS, il sera nécessaire d’étudier les exigences en matière

de hardware pour l’interaction d’une multitude d’agents. En effet, en minimisant le hardware,

comme cela a été fait ici avec les Raspberry Pi, permet des mises en œuvre moins coûteuses

pour les utilisateurs de l’ET. Cependant, il est nécessaire de prendre en compte le compromis

entre le matériel et le temps de calcul, car il y a une période limitée pour atteindre l’équilibre

du marché. Dans les scénarios qui comptent de nombreux agents, plusieurs itérations du

processus de négociation peuvent être nécessaires pour parvenir à un accord sur le marché à

terme.

5.2 Perspectives de l’énergie transactionnelle

Afin de promouvoir le développement de l’ET, il est nécessaire d’automatiser également les

tâches des autres types d’acteurs du réseau. Par exemple, sur les marchés locaux en réseaux
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de distribution, il sera nécessaire de modéliser les croyances, les désirs et les intentions

des agrégateurs de demande, des détaillants, des opérateurs de réseau et des régulateurs.

Parallèlement au développement de ces agents, il conviendra de définir la plateforme sur

laquelle ils peuvent interagir et le type de messages qu’ils échangent entre eux. L’agent

résidentiel est un acteur clé, car il contrôle une partie de la demande, mais il n’est pas le seul

dont dépend le maintien de l’équilibre du réseau.

À l’avenir, les marchés locaux pourront être équilibrés de manière décentralisée par des

interactions entre les agents dans différents types de MAS. Même les marchés des services

auxiliaires peuvent être équilibrés pour les agents afin d’assurer un meilleur degré de fiabilité

et de durabilité du système électrique. Toutefois, les agents doivent évoluer pour participer

à différents types de marchés et combiner des solutions. Les agrégateurs de demande seront

utiles dans ces scénarios, car ils permettent un certain degré d’abstraction en considérant la

demande comme un ensemble. La présence des agrégateurs sera bénéfique, même dans les

micro-réseaux, pour réduire la dépendance à l’égard des grands générateurs.

Autre aspect à étudier dans les futures applications de l’ET est l’apparition de défaillances du

marché. Par exemple, sur le marché local utilisé tout au cours de ce projet, il a été constaté que

l’utilisation d’un signal de prix unique pour les agents résidentiels les plaçait dans une situation

de dilemme du prisonnier. Ce problème impose une contrainte aux agents pour atteindre leurs

objectifs de coordination. Une solution possible à ce problème consiste à utiliser des signaux

de prix individuels qui reflètent les contributions de chaque agent à la coordination du réseau,

de sorte que les utilisateurs plus élastiques puissent mieux s’adapter aux besoins du système.

Finalement, afin d’évoluer vers un système entièrement contrôlé par l’ET, il est nécessaire

d’analyser les exigences en matière de sécurité des données. Bien que les solutions de l’ET

soient mises en œuvre au niveau de la couche d’application d’un smart-grid, il est nécessaire

de confirmer que le smart-grid dispose d’une sécurité suffisante pour effectuer des transactions.

Ceci est dû au fait que l’utilisation de signaux de prix est une incitation directe à introduire des

perturbations et à modifier les données. Une solution possible consiste à utiliser la technologie

blockchain qui a démontré une amélioration de la sécurité dans d’autres types de transactions
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[112]. De plus, les principes de décentralisation de la blockchain sont compatibles avec ceux

de l’ET.



Chapitre 6 - Conclusions

Au cours des dernières années, différents mécanismes de l’ET ont été développés pour

permettre à tous les acteurs du réseau électrique de commercialiser de l’énergie et d’autres

services. Ces mécanismes visent à améliorer l’efficacité économique du secteur de l’électricité

en minimisant les coûts de la consommation d’énergie et en maximisant le bien-être social.

Pour que ces mécanismes fonctionnent correctement, les participants aux transactions doivent

être proactifs dans la collecte d’informations et la formulation de stratégies commerciales.

Cette situation pose un défi aux acteurs qui n’ont pas l’habitude de participer aux marchés de

l’énergie, comme les utilisateurs résidentiels.

Dans ce projet de thèse, on a développé un agent automatisé qui représente les utilisateurs

résidentiels dans les transactions. Cet agent collecte les informations nécessaires pour formuler

une stratégie de consommation en fonction des signaux de prix et des préférences des utilisa-

teurs. L’automatisation facilite la participation des utilisateurs et leur permet de donner des

réponses rationnelles aux exigences du marché. De cette façon, on peut résoudre le problème

de l’engagement des utilisateurs finaux, qui est l’un des obstacles à la mise en œuvre de l’ET.

L’agent développé effectue les tâches de prévision et de planification pour obtenir un accord

commercial sur un marché à terme. Ces tâches définissent les comportements de l’agent, car

celui-ci doit s’adapter pour remplir l’accord au mieux de ses capacités. L’agent résidentiel doit

donc s’assurer que le plan de consommation est réalisable en fonction des charges contrôlables

dont il dispose et l’information qu’il reçoit du système de l’ET. Il faut souligner que l’agent

résidentiel a le rôle de suiveur dans les mécanismes de l’ET et il ne peut pas paramétrer ou

contraindre d’autres agents.
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Pour la prévision de consommation, l’agent utilise des modèles d’apprentissage automatique

supervisés qu’il adapte en fonction des conditions de son environnement local. L’adaptation

est réalisée au moyen d’une technique basée sur la validation croisée qui indique à l’agent

avec quelles données il doit réentraîner les modèles. De cette façon, il peut les adapter à

des changements tant progressifs que soudains. Ce processus prévoit que l’agent dispose

d’informations actuelles et fiables pour prendre des décisions en matière de consommation.

La charge contrôlable par l’agent qui a été considéré dans ce projet est un système de chauffage.

Ces systèmes peuvent profiter du stockage thermique propre des maisons pour modifier leur

consommation sans affecter le confort des utilisateurs. Cependant, pour que l’agent puisse

les contrôler, il est nécessaire de connaître les préférences des utilisateurs. Les informations

consultées à l’utilisateur ont été réduites à des variables facilement comparables : le coût et

la température. Par ailleurs, on a développé un système de recommandation qui apprend les

préférences de l’utilisateur pour éviter de le consulter à chaque fois. De cette manière, l’agent

dispose d’informations complètes pour formuler sa stratégie et l’utilisateur ne doit intervenir

que lorsqu’il n’est pas d’accord avec la recommandation. Au fur et à mesure que le système

de recommandation apprend de l’utilisateur, les tâches de l’agent deviennent plus autonomes.

L’agent développé a été testé dans différentes configurations d’un marché à terme local. Les

tests ont montré que l’agent est capable de collecter et de gérer les informations nécessaires

pour répondre aux exigences du marché. L’intégration de cet agent automatisé dans les

systèmes électriques permettra d’évoluer vers une gestion décentralisée du réseau. En outre,

l’automatisation des tâches facilite la participation des utilisateurs résidentiels aux mécanismes

de l’ET, ce qui contribue à leur popularisation et à leur développement. Toutefois, il est encore

nécessaire d’envisager l’automatisation d’autres agents du réseau tels que les les agrégateurs

de demande et les générateurs. À l’avenir, les réseaux électriques pourront être entièrement

coordonnés à travers des interactions de plusieurs agents automatisés.

Concernant les prochaines étapes du développement des agents résidentiels automatisés, il sera

nécessaire d’inclure les contrôleurs d’autres appareils dans le problème d’optimisation. Cer-

taines charges, comme les véhicules électriques et les thermopompes, peuvent également être
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utilisées pour apporter de la flexibilité aux réseaux électriques. À cet égard, il sera également

nécessaire d’intégrer de nouvelles méthodes d’apprentissage des préférences pour gérer ces

charges sans réduire le confort des utilisateurs. L’extension de l’agent résidentiel automatisé

avec de nouveaux contrôleurs contribuera à formuler des stratégies de consommation qui tirent

le meilleur parti des opportunités du marché de l’ET.
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